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Resumo—As compras e contratacoes dos ()rgﬁos
Piblicos sdo realizadas através de processos licitatorios,
que tem como objetivo cumprir suas funcles sociais,
respeitando principios da legalidade, da impessoalidade,
da moralidade, da publicidade, do interesse publico, da
probidade administrativa, dentre outros [1]. O controle
desses processos licitatorios auxilia a gestao adequada dos
recursos publicos. Com o objetivo de melhorar a analise
sobre as licitacoes, o Ministério Pablico do Estado da
Bahia desenvolveu o BI — Licitometro. Essa ferramenta
possui entre as suas funcionalidades de analise a capaci-
dade de agrupar as licitacGes por categorias através do
uso das palavras chaves. Entretanto, o0 método aplicado
para a caracterizacio das licitaces ndo tem demonstrado
eficiéncia, gerando classificacées incorretas e dificultando
a analise das licitacoes. Esse trabalho propoe a utilizacio
do BERTopic para realizar a modelagem de tépicos das
licitacGes efetuadas no Estado da Bahia junto com uma
abordagem supervisionada de classificacdo e a utilizacio
de um método nao-supervisionado para classificacio das
licitacGes referentes aos servicos de assessoria/consultoria
juridica. O objetivo é comparar os resultados dos métodos
de classificacdo e selecionar o melhor para implantar no
BI-Licitometro. O método nao supervisionado de classifi-
cacao utilizado foi o Zero-Shot Classification e o método
supervisionado foi 0 Random Forest Classification.
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I INTRODUCAO

Em Orgﬁo Pdblico, as compras, locacdes, con-
cessdes e permissdo de uso de bens publicos, prestacdes
de servicos (incluindo os técnico-profissionais especiali-
zados), contratacdes de obras de arquitetura e engenharia
e de tecnologia da informacdo e comunicag¢do precisam
passar por procedimentos administrativos formais chama-
dos de Licitacdes [2] [1]. Esses procedimentos devem
obedecer as normas gerais da Lei 14.133, de abril de
2021, observando alguns principios, como: legalidade,
impessoalidade, moralidade, publicidade, interesse pu-
blico, probidade administrativa, dentre outros [1]. Esta
Lei visa assegurar que a Administracio Publica selecione
a proposta mais vantajosa para suas contratacdes, além
de proporcionar aos licitantes um tratamento isondmico e
com justa competi¢do [2]. Desta forma, todo o processo
que envolve as contratacdes pelo servico publico estd
sujeito as fiscalizagdes da sociedade civil, dos Tribunais
de Contas e dos Ministérios Publicos estaduais e federais.
A Lei 12.846, de 1° de agosto de 2013, sobre a responsa-
bilizacdo administrativa e civil de pessoas juridicas pela
pratica de atos contra a administragdo publica, diz que
frustrar ou fraudar procedimentos licitatérios constitui
ato lesivo a administragdo ptblica e que o Ministério Pu-
blico poderd ajuizar ac@o visando aplicacdes de sangdes
as pessoas juridicas infratoras [3]. Segundo o art. 129

da Constituicdo Federal, é funcdo do Ministério Publico



promover inquérito civil para protecio do patrimonio
publico. As fiscaliza¢des objetivam identificar irregulari-
dades, o mau uso do dinheiro publico, além de embasar
investigacOes de improbidade administrativas e atos cor-
ruptos que podem causar grandes prejuizos sociais. Com
o objetivo de apoiar a andlise das compras e aquisicdes
do estado da Bahia, o Ministério Publico Estadual de-
senvolveu o BI Licitdmetro. Esta ferramenta possibilita
o desenvolvimento de vérias andlises sobre 0s processos
de compras firmados pelos 6rgdos publicos do estado
da Bahia. Uma das funcionalidades do Licitometro é
agrupar as licitagdes através da descricdo dos objetos
dos processos de compra. Atualmente esse agrupamento
¢ feito por palavras-chave, o que tem gerado incoeréncias
na determinacdo das classes dos objetos licitados, pois a
mesma palavra-chave estd presente em muitas descrigdes
de objetos distintos, dificultando a classificacdo desses
itens, ja que o objeto licitado pode ndo corresponder ao
que estd sendo classificado pelo filtro. Com o intuito de
aperfeicoar esse filtro, diversas técnicas tradicionais de
tratamento de dados foram utilizadas, porém nenhuma
foi satisfatéria para a solucdo desse problema. Nessas
experiéncias, alguns obsticulos foram notados, como: o
grande volume de licitacdes sem classificacdo de objeto
e a flexibilidade existente na descri¢do dos textos, que
dificulta uma classificagio mais aderente ao que foi
contratado pelos 6rgdos publicos. Vale salientar que a
base de dados de licitagdes possui mais de um milhdo
de registros. A cada ano sdo realizadas em torno de
200.000 licitagdes no estado da Bahia. Os temas dessas
contratacdes sdo os mais variados possiveis, podendo
ser a compra de copos plésticos até a contratagdo de
empresas para a constru¢do de unidades de satde. No
ambito das licitacdes publicas, as descri¢des dos objetos
que determinam as contratacdes realizadas pelo estado
podem ser cruciais para a andlise dos gastos publicos, a
identificacdo de mau uso das verbas ptiblicas, apoio as
investigacdes, dentre outras tarefas referentes as fiscaliza-
¢oes do estado. Diante dessa realidade e com a finalidade
de agrupar as licitagdes de acordo com as descri¢des dos
objetos licitados, este trabalho tem como objetivo reali-
zar um estudo comparando modelo supervisionado com

modelo ndo supervisionado para classificar as licitagdes
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referentes aos servicos de assessoria/consultoria juridica.
Para o treinamento supervisionado de Machine Learning,
o método escolhido foi o0 Random Forest Classification.
Aliado a ele, foi aplicada a técnica de modelagem de
extragdo de tdpicos para a criag@o do dataset, utilizando o
resultado dos topicos extraidos para determinar os rétulos
dos objetos. Utilizou-se o método Zero-Shot Classifica-
tion para o modelo ndo supervisionado, que apresentou o
resultado mais eficaz no estudo com grande potencial de
ser utilizado no BI. Nas proximas se¢des serdo abordados
os seguintes topicos: referencial tedrico — uma sintese das
tecnologias utilizadas no estudo; metodologia do trabalho
— 0 passo a passo do experimento; resultados obtidos e
trabalhos futuros.

II REFERENCIAL TEORICO

A caracterizacdo de textos através do acesso ao
seu conteido € um dos grandes problemas nas dreas de
processamento de linguagem natural (PNL) e de aprendi-
zagem de mdquina. Frequentemente, esta caracterizagdo
dard base para as tarefas de recuperacdo, classificagcdo
e previsdo de textos [4]. A descoberta dos temas das
licitagdbes € uma aplicacdo direta da modelagem de
topicos. Essa tarefa tem como objetivo encontrar grupos
de palavras (tépicos) em um conjunto de textos com o
objetivo de identificar os principais assuntos presentes
nestes documentos utilizando uma abordagem nao super-
visionada de modelo de machine learning [5]. A extragdo
de tépicos serd a atividade que viabilizard o treinamento
de modelos para classificacdo das licitagdes futuras. A
seguir serdo apresentados os conceitos e tecnologias que
foram utilizados na construgdo deste trabalho.

A. Inteligéncia Artificial, Aprendizado de Mdquina e
Aprendizado Profundo

A inteligéncia artificial é o campo da ciéncia que
busca automatizar através de maquinas a atuacdo de seres
humanos na realizacdo de atividades com caracteristicas
que dependem da inteligéncia humana, ou seja, € a cién-
cia que estuda e constréi maquinas inteligentes. O Apren-
dizado de Maquina (Machine Learning) € uma subarea
da Inteligéncia Artificial que tem foco no aprendizado de
sistemas inteligentes; j4 o Aprendizado Profundo (Deep
Learning) é uma subdrea do Aprendizado de Méquina
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que aplica solucgdes através da utilizacao de redes neurais
artificiais [6] [7].

B. Tipos de Aprendizado de Mdquina

O Aprendizado de Mdaquina € o desenvolvi-
mento de programas que obtém melhoras no seu de-
sempenho a partir de exemplos [8]. Esses exemplos sido
obtidos através da obtencdo de grandes quantidades de
dados para a construcdo do conhecimento do computa-
dor, tornando possivel o aprendizado por dados [9] , ao
invés do uso exclusivo de instrugdes pré-programadas
[10]. O principal objetivo do aprendizado de maquina é
gerar um modelo de predi¢do, classificacdo ou deteccdo
[11]. O Aprendizado de Maquina depende da intervengdo
humana para desenvolver os algoritmos, pois existe a
necessidade de avaliar o contexto para aplicacdo das
técnicas que viabilizem a constru¢do de um modelo que
possa resolver o problema de maneira satisfatéria. As
técnicas sdo normalmente baseadas no principio indutivo.
Nessa abordagem uma conclusdo genérica € definida a
partir de um conjunto especifico de treinos. Os tipos
de aprendizado de maquina podem ser classificados em
trés subgrupos de algoritmos indutivos: supervisionados
- nesse tipo de algoritmo, o conjunto de dados € previa-
mente rotulado e conhecido; semi-supervisionado - nesta
abordagem, uma por¢do dos dados estdo rotulados e é
possivel usar esta informacdo para ajudar no processo de
agrupamento e identificacdo dos registros ndo rotulados;
ndo-supervisionados - o algoritmo tenta descobrir os
padrdes e estruturas para organizar e agrupar os dados
[12].

C. Transformers e Modelos de Linguagem

Os transformers sdo algoritmos baseados em
redes neurais com capacidade de executar tarefas de
processamento de linguagem natural (PLN). Os modelos
de linguagem baseados neles s@o utilizados entre outras
solugdes para a tradug@o automdtica, geracdo de legendas
e resumo de textos. A arquitetura desses modelos &
denominada transformer [5]. Os modelos de linguagem
baseados em transformers sdo treinados em duas etapas
principais: pré-treinamento e ajuste fino (fine-tuning). No
pré-treinamento, o modelo recebe como entrada textos

para uma tarefa de previsdo de termos ausentes. Apren-
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dendo a prever termos ocultos (mascarados) em uma
sequéncia de palavras. Apés a etapa de pré-treinamento,
¢ iniciada a fase do fine-tuning, momento em que o
modelo € ajustado para uma tarefa especifica, como
geracdo ou traducdo de textos a partir de um conjunto
de dados rotulados, fazendo com que o modelo seja
capaz de produzir resultados mais relevantes e preci-
sos [5]. O modelo de representacdo de linguagem pré-
treinado BERT (Bidirectional Encoder Representations
from Transformers) foi desenvolvido pelo Google. Ele
¢ baseado na arquitetura Transformer [13], tem como
caracteristica a capacidade de tratar sequéncias de textos
de comprimento varidvel, paralelismo e uma melhor
eficiéncia de tempo em relacdo a técnicas anteriores [14].
O BERT possibilitou a criagdo de variantes para diversos
idiomas, como os modelos: RoBERTA e BERTimbau
para o idioma portugués, e 0 XLM-RoBERTA que é uma
versdo multilingue treinada com dados de 100 idiomas
[5]. Os modelos BERT proporcionaram a criagdo de
outras abordagens para o processamento de linguagens
naturais, entre elas o BERTopic.

D. Modelagem de Topicos

O BERTopic € um algoritmo desenvolvido para
a extracdo de tdpicos a partir de um grande conjunto
de documentos [15]. Essa técnica utiliza a representagio
semantica fornecida pelo BERT, extraindo os embed-
dings dos textos do modelo de linguagem e realizando
o agrupamento desses embeddings em clusters de topi-
cos representativos. O BERTopic tem se destacado em
relacdo aos modelos mais tradicionais de extracdo de
tépicos, gerando representacdes mais ricas, contextuais e
coerentes [5]. Esse algoritmo considera as caracteristicas
semanticas das representagdes vetoriais, permitindo a
codificagdo do significado do texto e aproximando os
documentos semelhantes no espaco vetorial [16].

E. Classificacdo de Textos Através do Aprendizado de

Mdquina

A classificacdo de textos € uma das aplicagdes
mais difundidas na 4rea de processamento de lingua-
gem natural (PLN). Através desses tipos de solucdes €
possivel identificar as categorias de artigos jornalisticos
(politica, culindria, satide etc.) ou classificar um comen-
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tdrio de um blog como positivo ou negativo [17]. Essa
técnica pode ser aplicada de forma supervisionada ou

nao-supervisionada.
FE. Zero-Shot Classification

O Zero-shot classification é uma técnica de
aprendizado de mdaquina capaz de classificar dados em
categorias que ndo foram vistas durante o treinamento.
Diferente dos métodos tradicionais de aprendizado super-
visionado, que requerem grandes quantidades de dados
rotulados para cada categoria, o zero-shot classification
permite que o modelo generalize para novas classes,
utilizando apenas descri¢des semanticas ou relaciona-
mentos das classes.[18] Este modelo baseia-se na sua
compreensdo geral do mundo, linguagem, conceitos ou
padrdes para fazer previsdes ou decisdes sobre estas
novas categorias, por exemplo: se uma pessoa conhece
um cavalo, mas nunca viu uma zebra, poderia reconhecer
uma sabendo que a zebra parece um cavalo com listras
pretas e brancas. O Zero-Shot Classification consegue de
maneira similar ao exemplo descrito anteriormente reco-
nhecer uma relagdo semantica entre classes ja conhecidas

e ainda ndo vistas [19].
G. Métricas para Avaliagdo dos Modelos

As métricas dos algoritmos de machine learning
sdo nimeros que possibilitam a avaliacdo dos modelos
de maneira quantitativa [20]. Este trabalho utilizou a Co-
eréncia como métrica para avaliacdo de tépicos, por ser a
mais similar ao julgamento humano [21] [22]. Na anélise
com as dreas de negdcios foi avaliado que a acuricia e
a precisdo sdo as métricas mais aderentes para avaliagdo
dos modelos de classificagdo utilizados na solugdo do
problema. Pois, a acurdcia informa o quanto as licitagdes
foram classificadas corretamente, independentemente da
classe. Ja a Precisdo enfatiza o quanto o modelo acerta
quando classifica um tipo como positivo. Além disso, os
dados utilizados no treino apresentaram balanceamento,
reduzindo os vieses na avaliacdo dos modelos. A Acuré-
cia € o resultado da divisdo das previsdes corretas pelo

total de previsdes realizadas.

Numero de Previsoes Corretas

Acuracia = —
Total de Previsoes
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A Precisdo € a divis@o da quantidade de previsdes posi-
tivas e corretamente classificadas pelo total de previsdes
positivas do modelo.

Verdadeiros Positivos (VP)
Verdadeiros Positivos (VP) + Falsos Positivos (FP)

Precisdo =

Uma ferramenta que foi utilizada para melhorar a observacao
das métricas do modelo de classificagio foi a Matriz de
Confusdo. A matriz de confusdo € uma tabela que organiza os
acertos e erros do modelo treinado colocando a classificagdo
real dos registros nas linhas horizontais e os valores preditos
pelo modelo nas linhas verticais. Através desta organizacdo é
possivel extrair os verdadeiros positivos (TP), falsos positivos
(FP), verdadeiros negativos(TN) e falsos negativos (FP). A
seguir é apresentada uma representacdo de uma matriz de

confusao.
Tabela I: Matriz de Confusao
Condi¢do Preditiva
Populagio Tetal =F +N | Ppsitivo (PP)| Negativo (PN)
= .. Verdadeiro | Falso Megativo
=3
z SIS, Positiva (TP) (FN)
=]
iy
= . Falso Positivo | Falso Megativo
=
3 Negativo (N) FP) FN)

Fonte: Dados da pesquisa.

III METODOLOGIA

O estudo foi dividido em 6 etapas: selecdo e carga de dados (1),
andlise exploratéria dos dados (2), modelagem de tépicos (3)
com o uso do Bertopic para gerar o dataset (compreendendo:
tratamento de dados, andlise quantitativa e qualitativa de dados,
ajuste de dados e geracdo do DataSet), classificacdio com
Zero-shot (4), treinamento supervisionado (5) e comparacio
de resultados (6) que serd abordada nos resultados obtidos. A
Figura 1 representa as etapas que foram desenvolvidas neste
estudo.
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Figura 1: Etapas do estudo
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Fonte: Dados da pesquisa.

A. Carga de Dados

As amostras dos dados das bases do TCM (Tribunal de Contas
do Municipio) e do TCE (Tribunal de Contas do Estado)
foram carregados na tabela tLicitacaoDataSet, somando um
total de 19.516 registros. Para a selecdo desses dados, foram
escolhidas todas as licitagdes que continham as palavras-chave
relacionadas com “Assessoria Juridica”, totalizando 9.715 re-
gistros. Com o intuito de obter uma maior variedade de dados,
foram incluidos aleatoriamente outros 9.801 documentos que
ndo continham as palavras-chave associadas com “Assessoria
Juridica”. E importante salientar que a principio o objetivo é
conseguir fazer a classificacéio das contratagdes dos servicos de
consultoria juridica de maneira mais eficiente que a utilizagdo
dos filtros das palavras-chave. Cada linha referente a uma
licitag@o recebeu uma identificag@o tnica (Id), a fim de rastrear
as linhas no processo de validacdo e testes dos algoritmos utili-
zados neste trabalho. A figura 2 apresenta alguns registros que
representam a estrutura e dados da tabela tLicitacaoDataSet.

Figura 2: Estrutura do DataSet

| CONTRATACAD DE EMPRESA ESPECIALIZADA PARAC FORM .
2 Prestagho de servigos com  contretaho de B50icRocertes ¢ cng
3 Agusicio de Moto niveladora, zero quilimetro; caracheristicas: modo..
4  INTEGRADOR GUIMICO
§  Sclctacio de servigo para corfecqio de dols pares de placas auto.
&  MEMORLIAFLASH (PEN DRIVE DE 16E 32GE)
7 Parafomecer dqua para o setor de educacio municoal

i LM Em fad P s

o

B Sobctagio pera aquisigao de matenas de consumo para supirasn...
§  ABRACADEIRACABOS.DISIUNTORES.REATOR

10 10 AQUISICAC DE DIVERSOS MATERIAIS DE EXPEDIENTE, PARA .
11 11 AGUISICAD DE DIVERSOS MATERIAIS DE LIMPEZA E HIGIENE .,

W oo

Fonte: Dados da pesquisa.
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B. Andlise exploratoria dos dados

Nessa etapa foi efetuada uma andlise exploratéria do dataset
para entender os dados, como: identificar os tamanhos dos
textos - que descrevem os objetos das licitagdes - e as palavras
mais comuns. As descri¢des dos textos dos objetos das licita-
¢des sdo em sua grande maioria formadas por 300 caracteres.
Podendo ser considerados como textos curtos.

C. Modelagem de topicos com o BERTopic

O modelo de extragdo de tdpicos utilizado neste trabalho foi
BERTopic. Essa técnica foi escolhida por considerar as carac-
terfsticas semanticas das representagdes vetoriais, permitindo
a codificacdo do significado do texto e aproximando os docu-
mentos semelhantes no espago vetorial [16]. Isso proporciona
a constru¢do do DataSet com os termos mais relevantes para
as classes das licitagdes, que foi utilizado para execucdo e
avaliagdo dos algoritmos de classificagdo. Esta etapa possui
uma natureza iterativa, sendo formada por seis tarefas: trata-
mento de dados, execucdo do BERTopic, andlise quantitativa
dos tépicos gerados, andlise qualitativa dos mesmos, ajuste de
dados, caso necessdrio e por fim a geracdo do DataSet classi-
ficado. Os processos de tratamento de dados e do BERTopic
foram executados até que as andlises dos resultados indicassem
o melhor agrupamento dos registros com base na coeréncia
e na observagdo dos grificos de nuvens de palavras gerados
para analisar qualitativamente os termos mais representativos.
O objetivo ap6s extrair os topicos com o BERTopic € classificar
os documentos no tépico de interesse: “Assessoria Juridica”.
Alguns modelos de embeddings pré-treinados em portugués ou
multilingue foram utilizados para a extra¢do de tépicos com
o BERTopic nesse projeto, como: all-MiniLM-L6-v2 (rdpida
resposta e eficiéncia computacional), all-mpnet-base-v2 (com-
bina precisdo e compreensdo contextual, maior consumo de
recursos [23]), BERTimbau (ideal para o idioma portugués
[24]) e roBERTA (alta precisdo e robustez [25]). A escolha
desses modelos foi baseada na abrangéncia do modelo em
relacdo ao idioma portugués. Vale salientar que néio existe um
modelo embedding perfeito, sendo necessdrio avaliar e testar
o que melhor se ajusta ao problema proposto [15]. Além de
escolher o modelo de embeddings, € necessdrio configurar ou-
tros parametros, que o BERTopic disponibiliza. Nesse trabalho,
alguns desses parametros foram alterados de acordo com as
caracteristicas do nosso dataset e um deles foi a redugdo de
dimensionalidade, o UMAP. Por padrdao, o BERTopic faz uso
de modelos de redu¢do de dimensionalidade (UMAP) [26]. No
estudo, foram realizados alguns experimentos com os hiperpa-
rametros do UMAP e do préprio BERTopic [27]. Testou-se no
experimento, as funcdes de redugdo e jungdo [28] dos tdpicos
gerados. Pois, junto aos especialistas do negdcio, conseguimos
identificar alguns tépicos que poderiam ser unidos num tnico,
por serem muito similares. Também conseguimos identificar
um nimero maximo de tépicos que conseguiu agrupar de forma
satisfatoria os diferentes topicos da amostragem o que melhorou
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a granularidade e a quantidade de tdpicos identificados pelo
modelo. O BERTopic foi executado em trés versdes de texto,
sempre testando combinagdes diferentes de hiperparametros:

1) Texto tratado: foram retiradas as stopwords e uma lista
de palavras irrelevantes para o negdcio, além do proces-
samento bdsico que € a retirada de simbolos, espagos,
normalizacdo dos textos para letras mindsculas, retiradas
de nuimeros;

2) Texto Semi-tratado: todos os caracteres foram transfor-
mados em mintsculo e foram retirados os espacos em
branco, simbolos e niimeros. Apenas os caracteres alfa-
numéricos foram mantidos.

3) Texto Original: sem nenhum tratamento, ou seja, 0s textos
foram utilizados conforme o registro na base de dados
origem.

Ap6s todos os testes serem tabelados e analisados os resultados,
concluiu-se que o modelo de embedding que gerou melhores
resultados foi o ALL-MNET-BASE-V2, apesar de ser 5 a 8
vezes mais lento do que os demais testados. A métrica da
coeréncia ficou em 91% e a andlise qualitativa do tépico de
interesse pelos analistas de negdcio concluiu que o tépico 0
(“Assessoria Juridica”), estd com boa qualidade. Reuniu 7170
documentos no tépico de interesse. A andlise qualitativa foi
realizada nos tdpicos extraidos e verificada que os tdpicos
gerados pelo BERTimbau e roBERTa sdao muito similares e
trazem agrupamentos coerentes dentro do que era esperado.
Segue alguns resultados tabelados:

Tabela II: Resultados Modelos BerTopic

Embadding Texto Topicos Gerados | Ond Outliers| Métrica Cosriacia

Padrio [al-Mind M- 5-7) Trakadh 126 5837 T3.00%
Seslratady 38 [x 01%

wBERTa SemiHratady 58 53 W.1%
ALLUNETBASENG Semidratady 4 103 .

Fonte: Dados da pesquisa.

A tabela acima demonstra alguns resultados obtidos com as
diferentes estratégias. A métrica de coeréncia varia bastante de-
pendendo do hiperparimetro e do texto utilizado pelo modelo.
A terceira etapa inicia com a formagdo do DataSet através da
defini¢do dos grupos de documentos gerados pelo BERTopic.
Os grupos que reuniram as palavras mais contextualizadas com
o tema de “assessoria/consultoria juridica” foram analisados
qualitativamente através de verificacdes com a drea de negdcio
e rotulados com o valor 1 (um), indicando que a classificagdo
destes textos se refere aos servigos de consultoria juridica. J4 os
outros grupos, que nao pertencem a este tipo de servigo, foram
classificados como 0 (zero). Segue abaixo alguns tépicos que
foram agrupados pelo BERTopic.
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Figura 3: Exemplos de Tépicos

Topic 0 Topic 1

de servicos

Topic 2

em aco

papel couche

de limpeza

prestacao de aquisicao de de visita

em papel
0 0.0050.010.015 0

assessoria consultoria transporte de

0 0.01 0.02 0.01 0.02 0.03

Fonte: Dados da pesquisa.

O tépico O(zero) foi o que agregou os documentos mais
aderentes ao contexto de prestacdo de servicos de consulto-
ria/assessoria juridica.

D. Classificacdo com Zero-shot e avaliacdo do modelo
Na etapa de classificacdo ndo-supervisionada foram realizados
os testes de classificagdo utilizando a técnica Zero-Shot Clas-
sification. Esta abordagem utilizou os termos mais relevan-
tes dos tdpicos levantados através do BERTopic para avaliar
os resultados. Por ndo ser supervisionado, o modelo Zero-
Shot Classification ndo precisou ser treinado. Como justificado
acima, o 0-SHOT-TC (Zero-Shot Text Classification), se propde
a associar um rétulo apropriado a um texto, independentemente
do dominio ou do aspecto (como tépico, emocao, evento, etc.).
Para realizar a classificacdo com esta técnica, foi utilizado o
pipeline de classificagdo zero-shot da hugging face, ZeroShot-
ClassificationPipeline, que permite classificar documentos em
topicos pré-definidos com base nas descri¢des fornecidas. [29]
Para realizar a classificagdo zero-shot em portugués, € essencial
um modelo de linguagem que suporte o idioma citado. A
Hugging Face oferece varios modelos de classificacdo zero-
shot que sdo multilingues e incluem suporte ao portugués,
como o xlm-roberta-large-xnli [29], utilizado neste trabalho.
O xIm-roberta-large-xnli é um modelo poderoso e eficiente
para inferéncia textual multilingue, destacando-se pela sua
capacidade de generalizacdo e desempenho superior em uma
ampla gama de idiomas.[30] Testou-se duas abordagens com o
Zero-Shot Text Classification:

1) Labels Candidatas: sdo as possiveis categorias ou rétulos
que podem ser atribuidos a um texto. As labels candidatas
sdo integradas diretamente no processo de classificagdo.
Primeiro mapeia o texto e as labels para um espago
comum usando a Andlise Semantica Explicita (Explicit
Semantic Analysis - ESA) e depois escolhe a label com
a maior pontuagdo de correspondéncia. Essa abordagem
enfatiza que a representacdo das labels € tdo crucial
quanto a aprendizagem da representa¢do do texto [18].
Virios testes foram realizados com a construcdo das
Labels, e constatado a veracidade desta afirmacdo. A label
que trouxe o melhor resultado foi “servicos advocaticios”.
A partir dessa label, a hipdtese foi desenvolvida: “Este
texto é sobre servigos advocaticios?”.

2) Hipoéteses: o uso de hipéteses envolve a construgdo de
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uma suposicio ou declaracdo que pode ser verificada em
relacdo ao texto. Isso imita como os humanos decidem a
veracidade das labels de qualquer aspecto. Normalmente,
os humanos entendem o problema descrito pelo aspecto
e o significado das labels candidatas, depois constroem
mentalmente uma hipétese preenchendo uma label candi-
data, por exemplo, "esportes”, no problema definido pelo
aspecto "o texto é sobre?". Entdo, perguntam a si mesmos
se essa hipotese é verdadeira, dado o texto [18].

Ambas as técnicas tém suas vantagens e podem ser escolhidas
com base nas especificidades do problema e dos dados dispo-
niveis. Como ¢ feito [18]:

1) Formulacdo do Problema:
a) Premissa: O texto que vocé deseja classificar.
b) Hipoétese: utiliza uma frase que representa uma das
possiveis
2) Relagdes de Inferéncia:

a) Para cada possivel classe, gera uma hipétese e utiliza
o modelo de NLI para determinar a relagdo entre a
premissa (texto) e a hipétese (classe).

b) A classe que resultar na maior probabilidade de impli-
cacdo ¢ considerada a classificacdo do texto.

Exemplo de como classificar o texto na categoria “Assessoria
Juridica”, tépico conhecido e extraido usando o BERTopic.
Neste caso, sO terd uma classe, mas poderia ter mais de
uma, entdo o modelo iria escolher a que trouxesse maior
probabilidade. Utiliza-se a probabilidade para dizer se é ou
ndo, “assessoria juridica”. Exemplificando com um dos textos:

1) Formulacdo do Problema:

a) Texto: "A execugdo de servigos profissionais de advo-
cacia especializada, com eventual propositura de a¢des
judiciais de interesse do SAAE, defesa judiciais e
administrativa deste, elaboracdo de pareceres "

b) Hipoétese: “Este texto € sobre servicos advocaticios?”.

2) Relagdes de Inferéncia:

a) Uso do Modelo de NLI: a premissa (texto) e a hipdtese
sdo passadas pelo modelo de NLI. O modelo avalia a
relac@o entre o texto e a hipdtese.

Classificacdio: Quando houver mais de uma hipdtese, a com
a maior pontuacdo de "implicacdo"ou menor pontuacido de
"contradicdo"determina a categoria do texto. Neste caso, se
a probabilidade de “verdadeira” for alta o suficiente (por
exemplo, >0.8), o texto ¢ classificado como relevante para a
hipdtese, e a classificacdo € true para Assessoria Juridica. O
resultado conterd as seguintes informagdes:

Tabela III: Exemplo Classificacdo Label Candidata Zero-
Shot
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Labels Scores

099

Este texto & sobre sTérﬁEBs advocaticios

Fonte: Dados da pesquisa.

Sendo que Labels significa a lista de hipéteses fornecidas e o
Scores as probabilidades associadas a cada classe, indicando a
confianga do modelo de que a hipétese é verdadeira em relagdo
ao texto. Com as Labels Candidatas, o processo é muito similar
com a presenga da premissa e uma lista de possiveis labels que
podem ser atribuidos a um texto substituindo as hipdteses. A
relacdo de Inferéncia o modelo de NLI determinard a relacdo
entre a premissa(texto) e label(classe). A label com maior
pontuacdo de correspondéncia serd considerada a classificacao
do texto. Na andlise com as dreas de negdcios foi avaliado que
a acurdcia e a precisdo sdo as métricas mais aderentes para
a solugdo do problema, pois a acurdcia informa o quanto as
licitagdes foram classificadas corretamente, independentemente
da classe. J4 a Precisdo enfatiza o quanto o modelo acerta
quando classifica um tipo como positivo. Seguem as métricas
obtidas na classificacdo com o Zero-Shot Classification:

Tabela IV: Métrica do Zero-Shot informando um tépico
Texto Tratado

Tipo Valor
Acuracia 87%
Precisio 88%

Texto semi-tratado

Tipo Valor
Acuracia 88%
Precisdo 88%

Texto original

Tipo Valor
Acuracia 88%
Precisdo 90%

Fonte: Dados da pesquisa.

Tabela V: Métrica do Zero-Shot utilizando hipétese
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Texto Tratado

Tipo Valor
Acuracia 82%
Precisdo 88%

Texto semi-tratado

Tipo Valor
Acurdcia 84%
Precisdo 88%

Texto original

Tipo Valor
Acuracia 83%
Precisdo 20%

Fonte: Dados da pesquisa.

Apesar da acuricia ter ficado um pouco melhor no texto semi-
tratado, o texto original nos traz maior precisio, ou seja, 90%
dos textos originais que foram classificados como “Assessoria
juridica” pertencem verdadeiramente a esta classe, segundo
a classificagdo do BERTopic. Deve ficar claro aqui que o
BERTopic, pode ter classificado errado. A seguir, a figura 4,
mostra a matriz de confusdo do Zero-Shot aplicado no Texto
Original, usando a abordagem de label candidata.

Figura 4: Matriz de confusdo — Zero-Shot usando label
candidata

Matriz de confusao - Texto Original

Pasitiva

Classe Verdadeira

MNegativo

Classe Predita
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E. Classificagdo com Random Forest e sua avaliagdo
Apds o treinamento ndo-supervisionado foi realizado o trei-
namento supervisionado através do uso da biblioteca PyCaret,
utilizando o mesmo dataset gerado pela etapa do BERTopic.
No processo de treinamento os documentos foram submetidos
ao tratamento com a normalizacdo dos textos para caixa baixa,
remogao das pontuagdes, stopwords, caracteres especiais e nu-
meros. Apds o tratamento de dados, os textos foram submetidos
ao PyCaret. A tabela de ranqueamento de modelos do PyCaret
apresentou os seguintes resultados:

Tabela VI: Andlise Modelos PyCaret

Modela Acuridcia | Precishio | Recall Fi
Random Forest Classifier | 09013 | 0.8017 | 0935 | 0.8831
Decision Tree Classifier | 06934 | 06367 | 0.6451 | 0.6407
Support Vector Machine | 0.5284 | 04697 | 0.5330 | 045891

Logistic Regression 0.4329 | 04135 | 0.3911 | 03373

Fonte: Dados da pesquisa.

Ap0s a andlise da tabela, o modelo Random Forest apresen-
tou a melhor precisdo e acurdcia com valores respectivos de
80,17% e 90,13%. Diante destes resultados o modelo foi tunado
com os seguintes pardmetros: n_estimators = 100, criterion =
“gini”’, max_depth=None, min_samples_split=2,min_samples_-
leaf=1, min_weight_fraction_leaf==0.0, max_features="sqrt’,
max_leaf_nodes=None, min_impurity_decrease=0.0, random_-
state=42, bootstrap=True, oob_score=False, n_jobs=-1, ver-
bose=0, warm_start=False, max_samples=None. Com essa con-
figuracdo o modelo obteve os seguintes resultados com os dados

de treinamento:

Tabela VII: Resultados Random Forest Classifier

Modelo Acuricia | Precisdao| Recall Fl

Random Forest Classifier| 0.86 0.93 0.87 0.89

Fonte: Dados da pesquisa.

IV CoNcLUusAO
Com o objetivo de apoiar a andlise de aquisi¢des do estado
da Bahia através do BI Licitometro, agrupando as licitacdes
através da descricdo dos objetos dos processos de compra,
este estudo comparou modelo supervisionado com modelo ndo
supervisionado para classificar as licitacdes referentes aos ser-
vigos de assessoria/consultoria juridica. Neste trabalho foram
aplicados a modelagem de tdpicos e a classificagdo das licita-

¢oes referentes ao tema "Assessoria/Consultoria Juridica". Os
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dados foram coletados nas bases do TCE e TCM, os modelos
de embeddings BERTimbau, RoBERTa, All-MiniLM-L6-v2 e
All-mpnet-base-v2 foram testados na modelagem de tdpicos.
O modelo de classificagdo ndo-supervisionado Zero-Shot foi
aplicado assim como o modelo supervisionado Random Forrest
Classifier. Os dois modelos apresentaram bom desempenho,
porém o Zero-Shot foi mais eficaz. A execu¢do dos métodos
alcancou os objetivos de rotular e classificar as contratacdes
de servicos advocaticios pelos d6rgdos publicos do estado da
Bahia dentro do contexto avaliado. Além disso, foi observado
que o Zero-Shot foi capaz de interpretar corretamente contextos
mais variados que o BERTopic e o Random Forest conforme
os topicos listados abaixo.

1) LOCACAO DE IMOVEL CASA PARA O FUNCIONA-
MENTO DA ASSESSORIA JURIDICA DESTE MUNI-
CIPIO DE CAETITE-BAHIA.:

a) Palavras-Chave

o Classificacdo Assessoria Juridica: 1
b) BERTopic

o Classificacdo Assessoria Juridica: 1
¢) Zero-Shot

o Classificacdo Assessoria Juridica: 0
d) Classificagdo Random Forest

o Classificacdo Assessoria Juridica: 0
e) Valor Esperado

o Classificacdo Assessoria Juridica: 0

2) REFERENTE A PRESTACAO DE SERVICOS ESPE-
CIALIZADOS DE ASSESSORIA E CONSULTORIA
JURIDICA AO MUNICIPIO DE ITAPEBI-BA, CONF.
CONTRATO 002/2018:

a) Palavras-Chave

o Classificacdo Assessoria Juridica: 1
b) BERTopic

o Classificacdo Assessoria Juridica: 1
¢) Zero-Shot

o Classificacdo Assessoria Juridica: 1
d) Classificagdo Random Forest

o Classificacdo Assessoria Juridica: 0
e) Valor Esperado

o Classificagdo Assessoria Juridica: 1

3) FORNECIMENTO DE LANCHES DESTINADAS A
ASSESSORIA JURIDICA, ASSESSORIA CONTABIL E
SERVIDORES DESTA CAMARA..:

a) Palavras-Chave
o Classificacdo Assessoria Juridica: 1
b) BERTopic

o Classificacdo Assessoria Juridica: 1
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¢) Zero-Shot
o Classificacdo Assessoria Juridica: 0
d) Classificagdo Random Forest
o Classificacdo Assessoria Juridica: 1
e) Valor Esperado
o Classificacdo Assessoria Juridica: 0
4) ATENDER DESPESA REFERENTE A DIARIAS DES-
TINDAS A COBRIR DESPESAS COM ALIMENTA-
CAO E HOSPEDAGEM PARA PARTICIPAR DE REU-
NIAO NA SUDESB E REUNIAO COM OS ADVOGA-
DOS, NA CIDADE DE SALVADOR:
a) Palavras-Chave
o Classificacdo Assessoria Juridica: 1
b) BERTopic
o Classificacdo Assessoria Juridica: 0
¢) Zero-Shot
o Classificagdo Assessoria Juridica: 0
d) Classificacio Random Forest
o Classificacdo Assessoria Juridica: 0
e) Valor Esperado
o Classificacdo Assessoria Juridica: 0

5) DESPESA COM AQUISICAO DE MATERIAL DE
CONSTRUCAO (REJUNTE, PISO E ARGAMASSA)
PARA TROCA DO PISO DA SALA DA ASSESSORIA
JURIDICA, VISANDO ATENDER AS NECESSIDA-
DES DA CAMARA MUNICIPAL.

a) Palavras-Chave
o Classificacdo Assessoria Juridica: 1
b) BERTopic
o Classificacdo Assessoria Juridica: 1
¢) Zero-Shot
o Classificagdo Assessoria Juridica: 0
d) Classificagdo Random Forest
o Classificacdo Assessoria Juridica: 0
e) Valor Esperado
o Classificacdo Assessoria Juridica: 0
Nos textos de exemplo, podemos observar que usando as
palavras-chave, todos os textos foram classificados como 1(As-
sessoria/Consultoria Juridica), pois contém as palavras: Asses-
soria Juridica, Consultoria Juridica, Advogados. Analisando o
valor esperado com os resultados do BERTopic, Random Forest
e Zero Shot, concluimos que o Zero Shot Classification é capaz
de identificar o contexto correto, se mostrando mais adequado
para possiveis variagdes de descrigdes de objetos de licitagdes
do tipo Assessoria Juridica.
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V  TRABALHOS FUTUROS

Como trabalhos futuros, € possivel citar a necessidade de clas-

sificar outros temas relevantes para rotulagio e classificacdo das

licitagdes coletadas nas bases. Esta classificacdo agregard mais
valor as consultas no Licitometro. Assim como, possibilitard
o desenvolvimento de outros servicos de IA para apoio na
fiscalizagdo das Licitacdes.
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CENTRO UNIVERSITARIO SENAI CIMATEC
ESPECIALIZAGAO EM DATA SCIENCE & ANALYTICS

ATA DE APRESENTAGAO DE PROJETO FINAL DE CURSO

Ata de apresentacdo do Projeto Final de Curso, “Descoberta de tépicos e classificacdo de textos de
licitagdes promovidas pelos 6rgaos publicos do estado da Bahia”, submetido pela aluna Rubia Teles
de Souza, como parte dos requisitos para obtencdo do Certificado de Especialista em Data Science &
Analytics pelo Centro Universitario SENAI CIMATEC, as 20h00 do dia 27 de Agosto de 2024. Reuniu-
se remotamente pela plataforma Google Meet, a Banca Examinadora designada pelo Prof MSc Braian
Varjao Gama Bispo — Orientador, constituida pelo Prof MSc Braian Varjdao Gama Bispo e Prof Dr. Lilian
Cristina da Silveira. O Orientador deu inicio aos trabalhos com as devidas orientacdes, e a exposicdo
foi realizada pelo estudante dentro do prazo de tempo estabelecido. Ao final da apresentacdo a

banca reuniu-se atribuindo a seguinte nota: 9,1 (nove pontos e um décimo).

A banca de avaliadores decidiu pela:

( X) Aprovagao do trabalho

Caberd ao aluno apresentar em no maximo em 30 (trinta) dias a contar da data de assinatura desta
Ata, uma cdpia do trabalho em PDF, constando as consideragGes pontuadas pela banca. A Ata de
Apresentacdo do Projeto Final de Curso deve ser digitalizada e inserida na terceira pagina do TCC ou
como anexo do artigo.

( ) Reprovacao do trabalho
O aluno tera que se matricular novamente no TCC — Trabalho de Conclusdo de Curso e ser submetido
a uma banca avaliadora no semestre seguinte.

As agdes consequentes ao status de Aprovagao deverao obedecer ao prazo proposto acima sob pena

do parecer final ser modificado para o status de Reprovado automaticamente e sem possibilidade de
recurso.

Para constar, lavrou-se a presente ata que vai assinada por todos os membros da Banca. Por estarem
cientes de suas obrigacdes estdo de acordo com os termos desse documento:

Salvador, 27 de Agosto de 2024.
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