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Resumo — Este artigo propbe a classificacdo
automatizada da é&rea de atuacdo das denlncias
realizadas pelos cidadé&os ao Ministério Publico do Estado
da Bahia (MPBA) por meio do site “Atendimento ao
Cidadao”, utilizando algoritmos de aprendizagem de
maquina (machine learning). Foi aplicado o processo de
KDD nas bases textuais de denlncias visando a reducéo
da taxa de erro da classificagdo efetuada pelo cidadao,
atualmente estimada em 29,43%. Com isso, pretende-se
melhorar a eficiéncia no atendimento a populacéo, bem
como, proporcionar economia de recursos institucionais.
Foram utilizados nove algoritmos de classificagéo
treinados com a base de dados de denuncias e os
resultados foram tabelados considerando F1 Score e
acuracia como principais métricas de avaliagdo. Com
base nos resultados, houve reducdo na taxa de erro para
25,00%, destacando a relevancia deste estudo, além de
apontar algumas sugestdes de melhorias no site e de
procedimentos administrativos internos do MPBA.

Palavras-chave — Inteligéncia Artificial, Machine Learning,
Deep Learning, KDD, NLP, Mineracéo de texto.

I. INTRODUCAO

A Constituicdo Federal de 1988 [1] estabelece, em seu
Artigo 5° o direito de peticdo dos cidaddos aos Poderes
Publicos em defesa de direitos ou contra ilegalidades,
assegurando que esses possam denunciar violagdes e exigir
respostas do Estado. Nesse contexto, 0s canais de
comunicagdo e atendimento ao publico, sejam presenciais ou
eletrnicos, tais como os site de dendncias, sdo essenciais
para assegurar que os cidaddos possam exercer sua cidadania
de maneira plena, relatando irregularidades, crimes ou
qualquer situagdo que exija intervencdo publica. Quando o
poder publico, através das Ouvidorias e Ministérios Pablicos,
realiza o atendimento célere as dendncias cadastradas pelos
cidaddos, o Estado demonstra seu compromisso em proteger
os direitos individuais e coletivos, promovendo a plena
cidadania.

O Ministério Publico do Estado da Bahia (MPBA) [2] é
instituicdo permanente que desempenha papel crucial na
defesa da ordem juridica, do regime democratico e dos
direitos sociais e individuais indisponiveis. Em setembro de
2021, a instituicdo langou o site "Atendimento ao Cidad&o"
[3], uma plataforma digital projetada para melhorar a
acessibilidade e agilidade dos servigos ofertados a populagéo.
O site permite que os cidadaos realizem dendncias, consultem
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0 andamento de processos e comuniguem-se diretamente com
as areas de atuacdo do MPBA, reforcando o compromisso do
orgdo com a transparéncia e eficiéncia no atendimento a
populacéo.

Ao realizar uma denlncia, o cidaddo deve cadastrar
algumas informacdes tais como “O que aconteceu?” e “Para
onde deseja enviar essa Dentncia?” sendo que esta ultima
representa uma das dez areas de atuacdo do MPBA, a saber:
civel, consumidor, crianca e adolescente, criminal, direitos
humanos, educacdo, meio ambiente, moralidade
administrativa, salde e seguranca publica. Este campo
também determina qual a unidade do MPBA, denominada,
Centro de Apoio Operacional (CAO), sera a destinataria da
denuncia e realizard& os devidos acompanhamentos.
Atualmente existem dez CAOs na estrutura administrativa do
MPBA: CAOCIFE (civel), CEACON (consumidor),
CAOCA (crianca e adolescente), CAOCRIM (criminal),
CAODH (direitos humanos), CEDUC (educacdo), CEAMA
(meio ambiente), CAOPAM (moralidade administrativa),
CESAU (saude) e (CEOSP) seguranca publica.

Ap0s recepcionada pelo Centro de Apoio Operacional
correspondente a area de atuacdo informada pelo cidaddo, a
dendncia fica em uma fila para atendimento cuja primeira
atividade é analisar detalhadamente as informacdes
constantes na mesma. Quando o cidaddo classifica
corretamente a area de atuagdo de sua dendncia, 0 CAO d&
prosseguimento aos tramites administrativos e processuais
internos.

Porém, quando a dendncia analisada ndo € atribuicdo do
CAO em questéo ou do MPBA, é redirecionada para o Centro
de Apoio ou 0Orgdo externo competente. Estima-se que
29,43% das denuncias sejam cadastradas equivocadamente
pelos cidad&os.

A classificacdo incorreta da area de atuagdo de uma
denuncia feita pelo cidaddo gera impactos negativos tanto
para ele quanto para o MPBA. Quando a denlncia é
competéncia do MPBA, mas é encaminhada ao CAO errado,
ela precisa ser redirecionada para a area correta, voltando ao
inicio da fila de atendimento. Isso gera retrabalho para os
servidores e aumenta o tempo de tramitacdo. Como
consequéncia, o tempo de resposta ao cidaddo também se
prolonga. O mesmo ocorre com dendncias que nao sao de
responsabilidade do MPBA, exigindo correcdes que atrasam
ainda mais o processo. Portanto, € fundamental reduzir ou até
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mesmo eliminar os erros na classificacdo manual das
denuncias feitas pelos cidadaos.

O objetivo deste trabalho ¢ aplicar técnicas de Natural
Language Processing (NLP) juntamente com algoritmos de
classificagdo automatizada baseados em machine learning e
deep learning para otimizar o processo de classificacdo das
denuncias sugerindo a area de atuacao correspondente ao teor
da denuncia.

Foram comparados os resultados entre os algoritmos para
verificar se 0 melhor desempenho reduz a taxa de erro na
classificacdo das dendncias, em comparacdo com a
classificagdo manual feita pelos cidad&os.

O presente artigo esta dividido como segue. A Secéo Il
aborda outros estudos similares na literatura. Na Secédo 111 é
apresentada a fundamentacéo teérica com as definicGes dos
principais conceitos concernentes ao trabalho. Na Secéo 1V é
demonstrado o método do projeto desenvolvido, detalhando
os procedimentos e técnicas implementadas. Em seguida é
apresentada a Secdo V, na qual sdo discutidos os resultados
obtidos por meio da execucdo dos algoritmos de machine
learning na base de denudncias selecionada. Por fim,
considerac@es finais, dificuldades e sugestdes de trabalhos
futuros séo apresentados na Secgéo VI.

Il. REVISAO BIBLIOGRAFICA

A classificagdo automatica de textos utilizando técnicas
de processamento de linguagem natural (NLP) e aprendizado
de maquina tem sido amplamente explorada em diversos
contextos, incluindo a classificacdo de queixas e denlncias.
Estudos como o de Q. Ain et al. [4] e V. Vinayak e J.
Chandrasekharan [5] tém contribuido significativamente para
0 avango nesse campo, proporcionando uma base sélida para
a comparacdo e o desenvolvimento do presente trabalho.

O trabalho de Q. Ain et al. [4] propde um modelo de
classificacdo de queixas usando NLP e algoritmos de
machine learning em um contexto de atendimento ao
cidaddo. Eles exploram algoritmos tradicionais, como Naive
Bayes e Support Vector Machine (SVM), para categorizar as
queixas recebidas por um portal de dendncias. O estudo
também discute o impacto do desbalanceamento das classes
e a necessidade de técnicas de pré-processamento robustas
para melhorar a acuracia do modelo. Semelhante ao presente
trabalho, o estudo de Q. Ain et al. [4] enfrenta o desafio da
classificagdo multiclasse e emprega técnicas de NLP como
tokenizagdo e lematizacdo para preparar 0s dados textuais.

Por outro lado, o trabalho de V. Vinayak e J.
Chandrasekharan [5] foca no uso de deep learning para a
classificacdo de queixas, aplicando modelos como LSTM e
CNN em conjunto com embeddings como Word2Vec e BERT.
O uso de técnicas avancgadas de deep learning diferencia esse
estudo daqueles que utilizam apenas algoritmos de machine
learning tradicionais. V. Vinayak e J. Chandrasekharan [5]
demonstram que os modelos baseados em embeddings sdo
mais eficazes na captura de contextos complexos, algo que
também foi explorado no presente trabalho, que utilizou o
modelo de rede neural baseado em transformer para melhorar
o0 desempenho da classificagdo.

Ao comparar esses estudos com o trabalho aqui
apresentado, algumas semelhancas e diferencas se destacam.
Tanto [4] quanto [5] focam na aplicagdo de algoritmos de
classificacdo de texto em queixas e denuncias, utilizando
técnicas de NLP para pré-processamento e vetorizacdo dos
dados. No entanto, o presente trabalho inova ao aplicar esses
conceitos em um contexto institucional especifico do
Ministério Publico do Estado da Bahia (MPBA), envolvendo
11 classes de diferentes areas de atuacao, o que adiciona uma
camada de complexidade ao problema de classificagdo.
Enquanto o estudo de [4] trata majoritariamente de queixas
em um contexto mais geral, e o de [5] foca em consumidores,
o presente trabalho se concentra na classificagdo de dentincias
juridicas, no qual os contextos similares entre as classes
(como CEOSP e CAOCRIM) é um desafio adicional.

Além disso, este artigo vai além dos estudos anteriores ao
comparar diretamente o desempenho de algoritmos de
machine learning e deep learning no contexto de dendncias,
enquanto [4] focam apenas em modelos tradicionais e [5]
abordam somente técnicas de deep learning. Outro
diferencial do presente trabalho estd no uso combinado de
técnicas de Bag of Words (TF-IDF) e embeddings BERT e
propor melhorias no atendimento ao cidaddo por meio da
classificagdo automatica das dendncias.

I11. FUNDAMENTAGAO TEORICA

A. Aprendizagem de Maquina (Machine Learning)

O termo “Aprendizagem de Ma&quina” (Machine
Learning) refere-se a uma disciplina da 1A que estuda o
desenvolvimento de algoritmos e modelos estatisticos que
permitem aos computadores obterem conclusfes e tomarem
decisdes baseados na analise autbnoma de dados, ou seja, sem
seguir regras previamente programadas. Esses algoritmos,
através de treinamentos e iteragdes sobre 0s conjuntos de
dados, “aprendem” a identificar padrdes, perfis, correlaces
e tendéncias, podendo, inclusive, realizar previsdes e
diagnosticos, utilizando probabilidade, inferéncia, entre
outras ferramentas da Estatistica [6].

Segundo [6] existem varios tipos de aprendizado de
maquina. Dentre estes, o aprendizado supervisionado
(supervised learning) preconiza que os algoritmos sejam
treinados com um conjunto de dados rotulados, ou seja, 0s
dados de entrada sdo acompanhados por saidas desejadas
(rétulos). Por sua vez, no aprendizado profundo (deep
learning) sdo utilizadas redes neurais artificiais com
multiplas camadas (redes neurais profundas) para modelar
dados complexos, particularmente eficazes em tarefas como
reconhecimento de imagem, processamento de linguagem
natural e jogos complexos.

B. Redes Neurais

Redes Neurais sdo modelos estatisticos inspirados no
funcionamento dos neurdnios bioldgicos, compostos de
multiplas camadas de unidades de processamento
interconectadas. Cada unidade (“neur6nio”) recebe uma
entrada, processa-a aplicando uma funcdo de ativagdo, e
transmite a saida para as proximas unidades na camada



subsequente. A relacdo entre as entradas e a saida da rede é
regida através de pesos atribuidos a cada ligacdo entre os
neurbnios. O aprendizado da rede em si consiste em
encontrar, baseado no trato com o conjunto de dados, os
valores mais adequados para estes pesos, a fim de que se
estabeleca essa relagdo, com menor erro possivel [7].

Sua arquitetura consiste em uma camada de neurénios de
entrada (que receberdo as variaveis independentes do
conjunto de dados), seguida (ou ndo) por varias camadas
ocultas intermediarias e, por fim, a camada de saida
(normalmente ligadas a variavel dependente).

Redes neurais normalmente sdo empregadas na solucdo
de demandas mais complexas, envolvendo conjunto de dados
maiores. Algumas aplicagcGes mais comuns sgo:

e Reconhecimento de imagens;

Processamento de linguagem natural;
Reconhecimento de fala e dudio;
Visdo computacional;

Automacio; e

e  Simulagbes complexas.

De acordo com [8], algumas das arquiteturas de rede
neural mais comuns séo:

e Redes Neurais Recorrentes (RNNs): Tém conexdes
ciclicas e sdo adequadas para dados sequenciais,
como séries temporais e texto;

e Redes de Memdria de Longo Curto Prazo
(LSTMs): Tipo especial de RNN projetadas para
aprender dependéncias de longo prazo em sequéncias
de dados. Adequadas para NLP;

e Transformers: uma nova arquitetura de rede neural
baseada exclusivamente em mecanismos de atencéo,
sem recorréncia ou convolucgoes;

As arquiteturas de redes neurais sdo especificamente
configuradas de acordo com o tipo de problema a ser
resolvido. Por exemplo, a camada de embeddings de um
modelo transformer como o BERT pode ser utilizada como
entrada para um modelo de classificagdo que emprega uma
rede LSTM.

C. Knowledge Discovery in Databases (KDD)

A descoberta de conhecimento em banco de dados
(Knowledge Discovery in Databases - KDD) € um processo
iterativo e interativo, cujo objetivo é apoiar, de forma
automatizada, o ser humano na extracdo de conhecimentos
Uteis em grandes volumes de dados digitais [9].
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Evahuation

Eu o Patterms

AN

Fig. 1. Etapas do KDD de acordo com [9]

A Figura 1 ilustra as principais etapas do processo de
KDD: selecao, pré-processamento, transformagdo, mineragdo
dos dados e interpretacdo/avaliacdo dos resultados.

A etapa de selecdo de dados é responsavel pela
identificacdo e coleta dos dados relevantes a serem
analisados, integrando todo ou um subconjunto de varidveis
ou amostras de dados, formando um conjunto de dados
(dataset). A relevancia e descobertas dos dados ocorre
através de um processo iterativo, em cada ciclo mais se
conhece sobre os dados e a importancia deles, assim nessa
etapa ocorre o desenvolvimento no entendimento do dominio
da aplicacéo, bem como a defini¢cdo das metas do KDD sob
ponto de vista de negécio. Esta etapa é crucial para o bom
desempenho das etapas posteriores, principalmente para o
desempenho dos modelos na mineragdo. Algum atributo
faltante pode ter um grande impacto no resultado. Assim
como, é custoso e complexo manter um grande conjunto de
dados, prezando por um ponto de equilibrio na busca e
manutencdo dos dados a serem utilizados pelo processo.

O pré-processamento engloba a limpeza e preparagdo dos
dados, o que inclui o preenchimento ou remogéo de dados
vazios, ruidos e o tratamento de inconsisténcias. O foco esta
na melhoria da confiabilidade dos dados. Dentre as técnicas
podem ser empregadas métodos estatisticos complexos para
valores discrepantes, ou mesmo, algoritmos de mineracdo
especificos para preenchimentos de informagdes.

A transformacéo de dados tem por objetivo transformar
ou consolidar os dados em formatos apropriados para
minerac¢do, incluindo a reducéo e projecdo de caracteristicas.
O objetivo é encontrar caracteristicas ou atributos Uteis de
acordo com a meta definida inicialmente. Assim, aplicam-se
técnicas como reducdo de dimensionalidade (selecdo e
extracdo de atributos) e transformagdo de atributos
(discretizagdo ou funcdes de transformagéo).

J4 a etapa de mineragdo dos dados consiste em realizar
andlise exploratoria para selecionar modelos e hipoteses, o
que envolve escolher algoritmos de mineracdo de dados e
métodos para buscar padrdes pertinentes aos objetivos
definidos inicialmente. Isso pode incluir métodos como
classificacdo, regressdo, clustering e associagdo. Bem como
decidir quais pardmetros e ajustes finos séo apropriados ao
problema. A correta execug¢do dos passos anteriores ajuda
significativamente o desempenho da etapa de mineragéo.

Por fim, a etapa de interpretacdo e avaliacdo dos
resultados analisa os padrdes descobertos para garantir que
sejam validos, novos e (teis, definindo a compreensibilidade
e a utilidade do modelo construido. Essa etapa pode incluir a
visualizagdo dos padrfes extraidos e dos dados associados.
Além disso, envolve a utilizagdo e documentacdo do
conhecimento descoberto para apoiar a tomada de decisGes
ou integra-lo em sistemas de informagdo. O sucesso dessa
etapa é crucial para determinar a eficacia de todo o processo
de KDD.

D. Natural Language Processing (NLP)

Processamento de Linguagem Natural (Natural Language
Processing) é o campo da Inteligéncia Artificial que estuda
algoritmos capazes de analisar, reconhecer, compreender e
gerar textos em linguagens humanas. Para isso, vale-se tanto



de ferramentas e métodos estatisticos quanto de abordagens
baseadas em regras [10].

Como uma forma de revolucionar a interacdo entre 0s
humanos e os computadores através da comunicacao, o NLP
tem aplicagdo em diversas areas do cotidiano, sendo algumas
delas:

e Anélise de sentimentos em textos;

e Assistentes Virtuais;

e  Tradugdo em tempo real de linguas;

e Classificacdo de textos;

e Reconhecimento de entidades nomeadas; e

e Analise de documentos técnico/cientificos.

No contexto de processamento de textos, algumas

técnicas aplicadas sdo:

e Tokenizacdo: dividir textos em unidades menores,
como palavras ou frases. A tokenizacdo é o primeiro
passo para estruturar o texto bruto, permitindo que
algoritmos de machine learning trabalhem com os
dados de forma mais eficiente;

e Remocédo de Stop Words: stop words sdo palavras
comuns que geralmente ndo contribuem para o
significado do texto, como “e”, “0”, “em”, etc.
Remové-las pode ajudar a reduzir o ruido e melhorar
a performance dos modelos de machine learning;

e Stemming e lemmatizaton: Ambos 0s processos
buscam reduzir as palavras a sua forma base. O
stemming remove e substitui sufixos para chegar a
raiz da palavra, enquanto a lematizagéo leva em conta
0 contexto linguistico para converter a palavra em
sua forma canofnica ou lema. Essas técnicas ajudam a
consolidar variagfes da mesma palavra, facilitando a
classificagdo e a analise;

e Vetorizagdo: é representacdo algébrica de elementos
textuais comumente organizados em vetores ou
matrizes. Bag of Words (BoW) é uma técnica que
transforma texto em um conjunto de frequéncias de
palavras, desconsiderando a ordem das palavras, mas
mantendo a informacdo sobre a frequéncia de cada
termo. JA o TF-IDF (Term Frequency-Inverse
Document Frequency) refina o modelo BoW ao
considerar ndo so a frequéncia de uma palavraem um
documento, mas também a importéncia da palavra
em toda a colecdo de documentos, ajudando a
destacar palavras importantes que sdo menos comuns
nos documentos. O Word Embeddings séo
representacdes vetoriais de palavras que capturam
contextos e semanticas complexas. Modelos como
Word2Vec, GloVe ou FastText aprendem
embeddings que refletem relagcBes semaénticas e
sintdticas entre as palavras, permitindo uma
compreensdo mais profunda e eficaz do texto;

e  Sele¢do de atributos (feature selection): processo de
identificar e escolher os atributos (tokens) mais
relevantes ou significativos de um conjunto de dados
para utilizagdo em modelos de machine learning;

IV. METODO

Os seguintes passos do processo de KDD foram aplicados
no projeto: selecdo, pré-processamento, transformacéo,
mineracdo dos dados e interpretacdo e avaliagdo dos
resultados. A Figura 2 ilustra o fluxo das etapas aplicadas a
metodologia empregada.

METODOLOGIA

. + Recorte tamporal de 2023;
+ 9.717 denincias;
+ Remogao de stop-words, simbolos, etc
+ Lematizagio;
+ Bagof Words;
+ Embeddings:
* Classificadores;
* MLeDL;

Fig. 2. Fluxo das etapas

Importante destacar que, considerando a sensibilidade dos
dados das denuncias, todas as etapas foram executadas nos
equipamentos locais dos autores sem utilizacdo de servicos
em nuvem. A linguagem de programacéo utilizada foi Python
(v3.9.19) em conjunto com as principais bibliotecas para
Machine Learning: Pandas, Sklearn, Spacy, NIk,
TensorFlow, Torch, PyTorch, Transformers (Hugging Face),
dentre outras para geracdo de imagem, funcbes basicas de
carga de dados, calculo e configuracao para uso de GPU.

A. Sele¢do dos dados

As denuncias utilizadas no presente trabalho foram
extraidas a partir do banco de dados do site “Atendimento ao
Cidadao”, apds concessdo da autorizagdo dos gestores dos
dados.

Um recorte temporal do ano de 2023 foi realizado,
selecionando as dendncias identificadas e anbnimas
cadastradas nesse ano, totalizando 9.717 registros néo
sigilosos. Os campos cdédigo identificador, texto da
ocorréncia, tipo (identificada ou andnima), area de atuacdo
(destino da denuncia) e data de cadastro foram coletados.

Considerando que existia a percepc¢éo de que o cidaddo
ndo efetuara corretamente a classificagdo das denuncias, foi
solicitado auxilio a cada CAO para reclassifica-las. Apos a
revisdo da rotulagdo foi identificado um percentual de
29,43% de erros na escolha do cidaddo, considerando
inclusive as denuncias que estdo fora do escopo de atuagdo
do MPBA.

Também foram executadas as seguintes adequacoes:

e Denlncias com textos vagos (por exemplo:
“Conforme anexo”; “segue anexo”) foram
classificadas como “DESCARTAR?”;

¢ Classificacdo de algumas dendncias repetidas como
“DESCARTAR”; e

¢ Denlncias que ndo sdo atribuicdo do MPBA foram
classificadas como “OUTROS ORGAOQOS” a qual se
tornou uma nova classe para o presente estudo.



B. Pré-processamento dos dados

Os dados foram carregados e visualizados para uma
compreensdo inicial, o que incluiu a analise de estrutura de
dados e valores faltantes. Em seguida foi realizada a remogé&o
de 695 dentncias classificadas como “DESCARTAR”, a
limpeza de dados textuais, 0o que englobou a remocdo de
pontuacdo, caracteres especiais, conversdo para minusculas,
remocdo de stopwords e nomes proprios. Por fim, foram
aplicadas técnicas de NLP [10], como normalizacéo,
tokenizacdo e lematizacao de maneira a padronizar as formas
das palavras, assim como unigramas e bigramas, permitindo
um dataset mais conciso, preservando ao maximo o contexto
das dendncias.

Com a conclusdo da execucdo das rotinas de pré-
processamento, outras 422 denlncias foram excluidas via
codigo por também estarem em duplicidade ndo apontadas
pelos usuarios, restando 8.600 registros no conjunto de dados
final, distribuidos em 11 classes (CAOCIFE, CEACON,
CAOCRIM, CAODH, CAOCA, CEDUC, CEAMA,
CAOPAM, CESAU, CEOSP e OUTROS ORGAOS)
conforme Figura 3.
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Fig. 3. Distribuicdo das denuncias por &rea.
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Percebe-se o deshalanceamento dos dados utilizados no
trabalho, mostrando que h& uma concentracéo significativa
de registros em determinadas &reas como CAOPAM.
Considerando este cenario, no qual ha um desbalanceamento
claro entre as diferentes areas de classificagdo de denuncias,
foi utilizada a métrica F1 SCORE para medir o desempenho
dos algoritmos de classificagéo.

C. Transformacdo dos dados

Nesta etapa foi aplicada transformacdo de dados textuais,
0 que também engloba técnicas de NLP [10]. Foram
utilizadas duas técnicas para representagdo do corpus em uma
matriz numérica: Bag of Words (BoW) e Embeddings.

A técnica Bag of Words foi utilizada com o célculo TF-
IDF para fornecer a entrada para os algoritmos de machine

learning, ao passo que, para 0 Embeddings, foi utilizado o
modelo BERT [11], o qual alimenta tanto os algoritmos de
machine learning quanto de deep learning, com exce¢do do
modelo baseado em DistilBERT, o qual utilizou um modelo
de embeddings proprio [12].

Para a selegdo de atributos mais relevantes foi utilizado o
Chi-Square (Chi2) em conjunto com o k-best, a fim de filtrar
atributos que tém menos impacto no resultado previsto,
reduzindo a complexidade do modelo e o tempo de
treinamento e aumentando a capacidade de generalizacéo.

Para testar diferentes valores de “k”, foi executada um
pipeline composto pelo k-best (Chi?) e classificador Random
Forest com validag&o cruzada de cinco partigdes, utilizando
0 F1 SCORE como métrica de avaliacdo. Apds teste de
diversos valores de “k” (de 500 a 10.000), identificou-se o
valor de 4.000 que produziu o melhor desempenho médio, ou
seja, 0 maior F1 SCORE.

D. Mineragéo dos dados

A divisdo dos dados foi feita de forma estratificada para
todos os algoritmos, garantindo que a distribuicdo das classes
fosse mantida em cada conjunto. Para os de machine learning
0 dataset foi dividido em 90% para treinamento e 10% para
teste. Enquanto para os de deep learning a diviséo foi de 70%
para treino, 15% para teste e 15% para validacéo.

Nesta etapa do processo, foram utilizados seis algoritmos
de classificacdo baseados em machine learning: Naive Bayes,
Random Forest, Support Vector Machine (SVM), Logistic
Regression, XGBoost e k-NN e trés algoritmos baseados em
redes neurais:  BertForSequenceClassification  [13],

DistilBERTForSequenceClassification [14] e Bert
Embeddings com LSTM [15].

METODOLOGIA - Etapas de TRANSFORMAGCAO e MINERAGAO DE DADOS

Fig. 4. Detalhamento da etapa “Mineragdo de dados”.

Os algoritmos de machine learning passaram por uma
otimizagdo de hiperpardmetros via GridSearch com
validagdo cruzada de 5 particBes (folds), utilizando o F1
Score como métrica principal.

Os hiperparametros utilizados em cada algoritmo foram:

¢ Naive Bayes: fit_prior e alpha;

e Random Forest: bootstrap, max_depth,
max_features, min_samples_leaf,
min_samples_split e n_estimators;

e Support Vector Machine (SVM): degree, shrinking,
kernel, C e gamma;

e Logistic Regression: penalty, C e solver;



e XGBoost: learning_rate, n_estimators, max_depth,
min_child_weight, gamma, subsample,
colsample_bytree, reg_alpha e reg_lambda;

e k-Nearest Neighbors (KNN): n_neighbors, weights,
algorithm e leaf_size;

Eles foram executados tanto com Bag of Words quanto
com embeddings para vetorizagdo do corpus, conforme
Figura 4. Ja4 os algoritmos de deep learning utilizaram
exclusivamente embeddings.

A classificacdo multiclasse englobou onze categorias: dez
areas de atuacdo do MPBA e uma classe representando
denlncias que ndo sdo atribuicdo do MPBA. Todos 0s nove
algoritmos listados foram executados nesta estratégia.

E. Interpretacdo e avaliacdo dos resultados

O resultado da execucdo dos nove algoritmos foi disposto
em uma planilha juntamente com as métricas F1 SCORE e
acuricia. Considerando o deshalanceamento da base de
dados, o F1 SCORE foi a métrica escolhida para
determinacdo do melhor modelo.

Ap0s selecionado o melhor modelo, sua acurécia foi
comparada com a acurécia da classificacio realizada pelos
usuarios e revisada pelos CAOs a fim de melhorar a taxa de
erro.

V. RESULTADOS

Apos a execugdo dos nove algoritmos de classificagéo,
foram obtidos os resultados apresentados nesta secéo.

A. Resultados dos algortimos de Machine Learning

Os algoritmos de machine learning utilizados no
experimento foram: Naive Bayes, Random Forest, Support
Vector Machine (SVM), Logistic Regression, XGBoost e k-
NN. Esses algoritmos foram avaliados utilizando duas
técnicas de vetorizagdo: Bag of Words (BoW) com TF-IDF e
embeddings. Os resultados sdo apresentados nas Tabelas | e
.

TABELA |
Meétricas de desempenho dos algoritmos de machine
learning com BoW

SN Algoritmo F1 Score  Acurdcia
(%) (%)
1 Naive Bayes 72,40 73,10
2 Random Forest 67,50 69,98
3 Support Vector 71,30 71,50
Machine
4 Logistic Regression 72,90 74,00
5 XGhoost 69,90 74,00
6 k-Nearest Neighbors 61,11 62,24

O algoritmo Logistic Regression obteve o melhor
desempenho, com as duas métricas apuradas: F1 SCORE
(72,90%) e acuracia (74,00%), o que sugere que ele foi o mais
eficaz em equilibrar precisdo e recall ao classificar as
denuncias. Esse resultado indica que o modelo foi capaz de
identificar corretamente a maior parte das classes,

minimizando tanto falsos positivos quanto falsos negativos.
O algoritmo Naive Bayes apresentou um desempenho
bastante competitivo, com F1 SCORE de 72,40% e acuracia
de 73,10%, sendo uma boa opcdo quando se considera a
simplicidade de sua implementacdo e baixa exigéncia
computacional. JA& o Random Forest e XGBoost tiveram
desempenhos similares em acurécia (69,98% e 74,00%,
respectivamente), mas diferiram no F1 SCORE (67,50% e
69,90%). O SVM também teve um desempenho sélido, com
F1-Score de 71,30% e acuracia de71,50% porém n&do superou
a regressdo logistica. Por fim, o k-NN apresentou o pior
desempenho, com F1 SCORE de 61,11% e acurécia de
62,24%. Isso pode ser atribuido ao fato de que o algoritmo k-
NN ndo lida bem com grandes quantidades de varidveis ou
quando os dados ndo possuem uma clara separagdo entre
classes, como é o caso das denlncias neste contexto.
TABELA I
Meétricas de desempenho dos algoritmos de machine
learning com Embeddings

SN Algoritmo F1 Score  Acurécia
(%) (%)
1 Naive Bayes 49,80 54,80
2 Random Forest 66,50 68,40
3 Support Vector 70,50 71,20
Machine
4 Logistic Regression 68,60 69,10
5 XGboost 68,00 69,10
6 k-Nearest Neighbors 66,10 67,40

Com a vetorizacdo por embeddings, o algoritmo Support
Vector Machine apresentou o melhor desempenho com F1
SCORE de 70,50% e acuracia de 71,20%, seguido pela
Logistic Regression com F1 SCORE de 68,60% e acuracia de
69,10%. Os algoritmos Random Forest e k-NN tiveram
performances semelhantes, mas inferiores ao SVM,
evidenciando limitagfes ao lidar com embeddings. A técnica
de embeddings evidenciou a dificuldade do Naive Bayes, que
obteve o pior desempenho com F1 SCORE de 49,80% e
acurcia de 54,80%, uma queda significativa em comparagao
ao uso de Bag of Words.

B. Resultados de Deep Learning

Os algoritmos de deep learning aplicados foram:
BertForSequenceClassification,
DistilBERTForSequenceClassification e Bert Embeddings
com LSTM. Todos utilizaram embeddings como técnica de
vetorizacdo. Os resultados sdo apresentados na Tabela I1l.

TABELA 1l
Métricas de desempenho dos algoritmos de deep
learning
SN Algoritmo F1 Score  Acurécia
(%) (%)
1  BertForSequenceClassif 74,80 75,00

ication



2 DistilBERTForSequenc 70,80 71,30
eClassification
3 Bert Embeddings com 73,60 74,00
LSTM
Dentre os algoritmos de deep learning, o
BertForSequenceClassification obteve 0 melhor

desempenho, com F1 Score de 74,80% e acuracia de 75,00%.
O DistilBERTForSequenceClassification apresentou um
desempenho ligeiramente inferior, com F1 Score de 70,80%
e acuracia de 71,30%. O Bert Embeddings com LSTM
também obteve um bom desempenho, com F1 Score de
73,60% e acuracia de 74,00%, ficando proximo ao
BertForSequenceClassification.

C. Matriz de confuséo

A Figura 5 apresenta a matriz de confusdo gerada pelo
conjunto de dados de testes para o modelo
BertForSequenceClassification. A partir dela é possivel ter
uma visdo detalhada do desempenho de classificacdo,
identificando as classes no qual o modelo é mais preciso e
aquelas na qual ele tende a cometer erros.

Matriz de Confusao (Porcentagem) - Teste

caoca 8.0 0.0 20 4.0 20 00 6.0 20 12.0 20 | o

caocife 71 71 00 179 18 18 54 18 36 71
caocrim 33 20 X 00 33
caodh 16 31
caopam 0.0 11

ceacon 00 55

Real

ceama 06 0.0

ceduc 45 09

ceosp 00 00

cesau 24 08

32 32 97 16.1 00 65 32 32

outros orgaos 32 32

caoca
caocife
caocrim
caodh
caopam
ceacon
ceama

ceduc

ceosp

cesau

outros orgaos

Predito

Fig. 5. Matriz de confusdo do modelo BertForSequenceClassification.

O modelo apresentou uma boa performance para a classes
CAOPAM, CEACON, CEAMA, CEDUC e CESAU
indicando que ele é bastante eficiente ao classifica-las.

~ Por outro lado, para as classes CAOCIFE e OUTROS
ORGAOS, o modelo apresentou valores abaixo de 50%,
indicando dificuldade em identificar corretamente essas
classes. Isso pode ser devido ao menor nimero de exemplos
disponiveis e a complexidade em diferencia-las de outras
classes. Além disso, o modelo parece ter dificuldade em
capturar detalhes contextuais entre diferentes areas de
atuacdo. Por exemplo, uma dendncia sobre "meu pai que esta
esperando regulacdo™ seria tratada pelo CAODH (Direitos
Humanos) se o paciente tiver mais de 65 anos, e pelo CESAU
(Saude) caso contrario.

Em especial, identificou-se um percentual de 25,90%
denlncias que seriam atribuicdo do CEOSP, mas que foram
classificadas para 0 CAOCRIM. Em contato com as éreas de
negécio, foi explicado que um dos possiveis motivos seria o

fato de que ambas apuram a ocorréncia de crimes sendo que
0 CEOSP trata os crimes que foram cometidos por agentes de
seguranga, o que pode ndo estar claro nos textos informados
pelos cidad&os.

D. Analise

Ao comparar os resultados entre machine learning e deep
learning, observa-se que o0s modelos de deep learning,
especialmente o BertForSequenceClassification, superaram
os algoritmos de machine learning em termos de F1 SCORE
e acuracia, tanto com as técnicas de vetorizagcdo BoW quanto
embeddings. Isso ocorre devido a capacidade dos modelos
baseados em BERT de capturar relagdes mais complexas e
sutis nos dados textuais, o que se reflete na maior precisdo
nas previsdes. No entanto, é importante destacar que o
desempenho de modelos como Support Vector Machine e
Logistic Regression, especialmente com BoW, foi bastante
competitivo.

A analise dos resultados evidencia o impacto do
desbalanceamento de dados, especialmente em cendrios
como o do MPBA, no qual o volume de denlncias por classe
varia significativamente. Algoritmos como Naive Bayes, que
dependem fortemente da distribuicdo de probabilidades,
foram  mais impactados pelo  desbalanceamento,
apresentando desempenho inferior. Modelos mais robustos,
como o BertForSequenceClassification, foram capazes de
mitigar esses problemas, mas ainda apresentaram
dificuldades em classes com poucos exemplos.

VI. CONCLUSAO

Este trabalho demonstrou que algoritmos de classificacdo
baseados em inteligéncia artificial sdo promissores na tarefa
de rotular textos, como denincias, em diferentes classes.

Foram analisados os desempenhos dos classificadores
Naive Bayes, Random Forest, Support Vector Machine,
Logistic Regression, XGBoost, k-Nearest Neighbors,
BertForSequenceClassification,
DistilBERTForSequenceClassification e Bert embeddings
com LSTM, com o objetivo de otimizar o processo de analise
das dentncias efetuado pelos Centros de Apoio Operacionais
do MPBA. A reducdo da taxa de erro na classificagdo visa
melhorar a eficiéncia no atendimento a populacdo e gerar
economia de recursos institucionais.

Utilizando a métrica de avaliagio F1-SCORE, o
algoritmo BertForSequenceClassification obteve o melhor
desempenho (74,80%) entre todos os avaliados. Além disso,
este modelo reduziu a taxa de erro da classificacdo realizada
pelos cidaddos e revisada pelos CAOs, de 29,43% para
25,00%. Em nameros absolutos, considerando apenas o ano
de 2023, implicaria que aproximadamente 380 denlncias
teriam sido encaminhadas corretamente.

Dentre as principais contribuicBes deste trabalho,
destacam-se varios aspectos que merecem ser aprofundados.
Com a implementacdo dos algoritmos de classificacdo
automatizada, o tempo necessario para a triagem das
denuncias classificadas equivocadamente pelos cidaddos
seria reduzido. Essa melhoria ndo s6 aumentaria a satisfacao
dos cidaddos, mas também fortaleceria a confianca na
capacidade de resposta da instituic&o.

Em segundo lugar, promoveria economia de recursos
institucionais ja que a automatizacdo do processo de



classificacdo das denuncias reduziria a carga de trabalho
manual, diminuindo a necessidade de alocagdo de recursos
humanos para essa tarefa. I1sso permitiria que os servidores se
concentrassem em atividades de maior valor estratégico,
resultando em uma utilizacdo mais eficiente dos recursos
disponiveis e, consequentemente, em uma reducéo de custos
operacionais.

Este trabalho promove o fomento a incluséo de solugdes
de inteligéncia artificial na instituicdo. A aplicacdo pratica de
algoritmos de machine learning e deep learning demonstra o
potencial da 1A para resolver problemas complexos e
repetitivos, incentivando a instituicio a adotar mais
tecnologias avancadas em outras areas de atuacdo. Essa
integracdo ndo s6 moderniza 0s processos internos, mas
também posiciona a instituicdo na trilha da inovagdo
tecnoldgica no setor pablico.

A principal dificuldade deste trabalho foi a correta
rotulagdo das dendncias feitas pelos cidaddos, devido a
limitada disponibilidade dos Centros de Apoio Operacionais
para colaborar na classificacdo focada neste estudo. Isso
também resultou na reducdo dos dados disponiveis, pois s6
foi possivel analisar dendncias cadastradas em 2023. Além
disso, o tempo excessivo de processamento local dos dados
(cerca de 20 horas para executar todos os modelos) devido a
necessidade de sigilo dos dados limitou a execucdo de
variacfes nos modelos propostos.

Para trabalhos futuros, sugere-se uma nova abordagem de
classificagdo utilizando Modelos de Linguagem de Grande
Escala (Large Language Models — LLM), embora a
quantidade limitada de dentincias corretamente classificadas
represente  um desafio. Recomenda-se também a
reformulacéo do site "Atendimento ao Cidaddo" para integrar
a classificacdo automatizada, permitindo que o cidadao digite
sua denlncia e esta seja automaticamente encaminhada ao
CAOQO apropriado pelo algoritmo. Por fim, sugere-se a
padronizacdo do cadastramento das dendncias no Sistema
IDEA [16] para evitar tramitagdo paralela por e-mail ou
duplicagdo de cadastros.

AGRADECIMENTOS

Os autores agradecem a Procuradoria-Geral de Justica, ao
Centro de Estudos e Aperfeicoamento Funcional (CEAF),
Coordenadoria de Seguranga Institucional e Inteligéncia
(CSI) do Ministério Publico do Estado da Bahia pelo apoio
institucional para realizagdo  desta  especializacdo.
Agradecem também aos dez Centros de Apoio Operacional

deste Parquet pelo auxilio na rotulagem das denincias e
explanagdo das rotinas de trabalho.

REFERENCIAS

[1] Republica Federativa do Brasil, Constituicdo da Republica Federativa
do Brasil de 1988, Brasilia, DF: Presidéncia da Republica, 2023.
[Online]. Disponivel em:
https://www.planalto.gov.br/ccivil_03/Constituicao/Constituicao.htm,
acessado em: 11 de setembro de 2024.

[2] MPBA, disponivel em https://www.mpba.mp.br/, acessado em: 03 de
junho de 2024.

[3] Atendimento ao Cidaddo, disponivel em
https://atendimento.mpba.mp.br/, acessado em: 03 de junho de 2024.

[4] Q. Ain, A. Shaukat e U. Saif, "NLP based Model for Classification of
Complaints: Autonomous and Intelligent System," 2022 International
Conference on Digital Transformation (ICoDT), Islamabad, Pakistan,
2022, pp. 1-6. doi: 10.1109/ICoDT255437.2022.9787456.

[5(] V. Vinayak e J. Chandrasekharan, "Consumer Complaints
Classification using Deep Learning & Word Embedding Models,"
2023 13th International Conference on Computing, Communication
and Networking Technologies (ICCCNT), Kharagpur, India, 2023, pp.
1-5. doi: 10.1109/ICCCNT56998.2023.10307286.

[6] L. Rokach, O. Maimon, and E. Shmueli, Machine Learning for Data
Science Handbook: Data Mining and Knowledge Discovery
Handbook, 3rd ed. Springer International Publishing, 2023.

[7] M. T. Hagan, H. B. Demuth, M. H. Beale, O. Jesus, Neural Network
Design. Poland: Martin Hagan, 2014.

[8] S. Russell and P. Norvig, Artificial Intelligence: A Modern Approach.
N.p.: CreateSpace Independent Publishing Platform, 2016.

[9] U. Fayyad, G. Piatetsky-Shapiro, and P. Smyth, "From data mining to
knowledge discovery: an overview," in Advances in knowledge
discovery and data mining, American Association for Artificial
Intelligence, 1996, USA, pp. 1-34.

[10] N. Indurkhya and F. J. Damerau, Handbook of Natural Language
Processing, 2nd ed. Chapman & Hall/CRC, 2010.

[11] J. Devlin, M. Chang, K. Lee, and K. Toutanova, "BERT: Pre-training
of Deep Bidirectional Transformers for Language Understanding,"
North American Chapter of the Association for Computational
Linguistics, 2019.

[12] V. Sanh, L. Debut, J. Chaumond, and T. Wolf, "DistilBERT, a distilled
version of BERT: smaller, faster, cheaper and lighter," ArXiv, 2019,
abs/1910.01108.

[13] BertForSequenceClassification, disponivel em
https://huggingface.co/docs/transformers/en/model_doc/bert#transfor
mers.BertForSequenceClassification, acessado em: 27 de junho de
2024.

[14] DistilBERTForSequenceClassification, disponivel em
https://huggingface.co/docs/transformers/en/model_doc/distilbert#tra
nsformers.DistilBertForSeguenceClassification, acessado em: 27 de
junho de 2024.

[15] LSTM, disponivel em
https://pytorch.org/docs/stable/generated/torch.nn.LSTM.html,
acessado em: 27 de junho de 2024.

[16] IDEA, disponivel em https://idea.sistemas.mpba.mp.br/idea/, acessado
em: 03 de junho de 2024.



https://www.planalto.gov.br/ccivil_03/Constituicao/Constituicao.htm
https://atendimento.mpba.mp.br/
https://huggingface.co/docs/transformers/en/model_doc/bert#transformers.BertForSequenceClassification
https://huggingface.co/docs/transformers/en/model_doc/bert#transformers.BertForSequenceClassification
https://huggingface.co/docs/transformers/en/model_doc/distilbert#transformers.DistilBertForSequenceClassification
https://huggingface.co/docs/transformers/en/model_doc/distilbert#transformers.DistilBertForSequenceClassification
https://pytorch.org/docs/stable/generated/torch.nn.LSTM.html

. SENAI
Sistema FIEB ‘ CIMATEC

PELO FUTURO DA II'\IOVAQ;\O

CENTRO UNIVERSITARIO SENAI CIMATEC
ESPECIALIZAGAO EM DATA SCIENCE & ANALYTICS

ATA DE APRESENTAGAO DE PROJETO FINAL DE CURSO

Ata de apresentacdo do Projeto Final de Curso, “Classificagdo automatizada de dentincias no MPBA
usando machine learning”, submetido pelo aluno Milton Cerqueira da Silva Sobrinho, como parte
dos requisitos para obtencdo do Certificado de Especialista em Data Science & Analytics pelo Centro
Universitario SENAI CIMATEC, as 17h30 do dia 27 de Agosto de 2024. Reuniu-se remotamente pela
plataforma Microsoft Teams, a Banca Examinadora designada pelo Prof MSc Braian Varjdo Gama
Bispo — Orientador, constituida pelo Prof MSc Braian Varjdo Gama Bispo e Prof Dr. Eldman de
Oliveira Nunes. O Orientador deu inicio aos trabalhos com as devidas orientacdes, e a exposicao foi
realizada pelo estudante dentro do prazo de tempo estabelecido. Ao final da apresentacdo a banca

reuniu-se atribuindo a seguinte nota: 9,3 (nove pontos e trés décimos).

A banca de avaliadores decidiu pela:

( X) Aprovagao do trabalho

Caberd ao aluno apresentar em no maximo em 30 (trinta) dias a contar da data de assinatura desta
Ata, uma cdpia do trabalho em PDF, constando as considera¢des pontuadas pela banca. A Ata de
Apresentagdo do Projeto Final de Curso deve ser digitalizada e inserida na terceira pagina do TCC ou
como anexo do artigo.

( ) Reprovagdo do trabalho
O aluno tera que se matricular novamente no TCC — Trabalho de Conclusao de Curso e ser submetido
a uma banca avaliadora no semestre seguinte.

As agdes consequentes ao status de Aprovagao deverdao obedecer ao prazo proposto acima sob pena
do parecer final ser modificado para o status de Reprovado automaticamente e sem possibilidade de

recurso.

Para constar, lavrou-se a presente ata que vai assinada por todos os membros da Banca. Por estarem
cientes de suas obrigacdes estao de acordo com os termos desse documento:

Salvador, 27 de Agosto de 2024.

Documenta assinado digitalmente Assinado eletronicamente por:
b BRAIAN VARJAO GAMA BISPO Eglrzna*rz*d;lglévseé[f*Nunes
g oINFE Data: 31/08/2024 00:23:25-0300 Data: 02/09/2024 15:02:53 -03:00
Verifigque em https://validar.iti.gov.br
Braian Varjao Gama Bispo Eldman de Oliveira Nunes

Professor Orientador Membro da banca

Assinado eletronicamente por:
Patricia Freitas Tourinho™ , ,

CPF: *+ 733.265-** oo A,
Data: 02/09/2024 14:45:16 10310040

Paginaldel





