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Resumo — O presente estudo prop8e uma nova abordagem para
a renovacdo do parque de medidores de energia elétrica
considerados obsoletos do ponto de vista regulatério. A
quantidade expressiva de medidores antigos ainda em uso, aliada
as abordagens atualmente empregadas, tem gerado altos custos
operacionais e investimentos exorbitantes. Torna-se, portanto,
imprescindivel buscar alternativas mais eficientes. Nesse sentido,
0 objetivo do estudo é aprimorar a eficiéncia dos custos
operacionais, a partir do aumento da agregacdo de energia,
possibilitada pela identificacdo precisa dos equipamentos que
necessitam de substituicdo. A abordagem atuard como um
complemento as métricas ja utilizadas, integrando modelos de
Machine Learning para identificar oportunidades neste processo
de renovagdo do parque de medidores. Os modelos incorporaram
uma série de dados de entrada e selecionam de forma mais precisa
e estratégica os medidores a serem substituidos, aprimorando as
tomadas de decisdes. Os resultados obtidos demonstram melhorias
na gestdo de recursos e um aumento na eficiéncia da agregacao de
energia. Esta abordagem foi implementada utilizando uma base
histdrica de quatro anos (2020 — 2023), permitindo a realizacdo de
uma analise comparativa entre os algoritmos de aprendizado de
maquina: Floresta Aleatoria, Regressdo Logistica e Gradient
Boosting, em comparacéo com a Rede Neural Multicamadas. Cada
um desses métodos foi analisado em termos de desempenho,
precisdo e capacidade de generalizagdo. Nos resultados
comparativos, a Rede Neural Artificial apresentou uma eficacia
superior, alcangando uma acurécia de aproximadamente 75% e
uma AUC de 73%. Este desempenho supera significativamente a
metodologia atualmente utilizada, que néo ultrapassa 39% de
acuracia. Assim, sera possivel otimizar os processos de atualizacdo
tecnoldgica, impulsionando a exceléncia operacional e
promovendo um uso mais eficiente e sustentavel da energia
elétrica.

Palavras-chave — Redes neurais multicamadas, Agregacdo de
energia elétrica, Medidores eletromecanicos, Medidores
Eletrdnicos, Historico de consumo de energia elétrica.

I. INTRODUCAO

Atualmente, o parque metrolégico brasileiro possui ainda
uma grande diversidade de tipos de medidores de energia
elétrica, equipamentos estes responsaveis pelo faturamento de
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energia elétrica das unidades consumidoras. Estes equipamentos
podem ser classificados em trés tipos: eletromecanicos,
considerado o mais antigo, possuindo seu principio de
funcionamento na inducdo eletromagnética; os eletronicos, que
realizam a medicdo de forma digital a partir dos circuitos
integrados; e 0 mais atuais, os medidores inteligentes, que além
das funcionalidades dos medidores do tipo eletrénico podem se
integrar a redes inteligentes, proporcionando uma maior
integracéo com a rede elétrica.

Segundo os dados do estudo [1], em 2009, os medidores
eletromecénicos correspondiam a 92,61% do parque instalado,
enquanto os medidores eletronicos a 7,39%, no cenario nacional,
porém hoje ainda existem quantidades expressivas tanto para 0s
medidores eletromecénicos, quanto para 0s medidores
eletrénicos, visto que, uma das premissas para atualizagdo
tecnoldgica do parque se dard pelo tempo de vida (til
regulatéria/econdmica, que, segundo definido pelo Manual de
Controle Patrimonial do Setor Elétrico — MCPSE, os medidores
eletromecanicos possuem um tempo de vida Util econdmica de
25 anos e os medidores eletrdnicos 13 anos [2]. Este tempo ndo
se refere a vida metroldgica, ou seja, quanto tempo o medidor
ficara dentro da classe de exatiddo, e sim ao processo de
permanéncia do medidor em operacdo. Desta forma, o capital
investido pela distribuidora de energia é remunerado em sua
totalidade pela tarifa de energia [2].

A distribuico de medidores eletromecénicos e eletrdnicos
na concessionaria de energia elétrica que disponibilizou os
dados histéricos para este trabalho estd numa proporgdo de
30/70, respectivamente. Essa disparidade representa um desafio
consideravel, pois implica uma substituicdo em grande escala,
dada a magnitude dos custos envolvidos, tanto em termos de
investimento quanto de gastos operacionais. Diante dessa
realidade, torna-se claro que uma troca em larga escala é
invidvel. O processo atual de renovagdo do parque baseia-se em
critérios técnicos e na idade dos equipamentos.

Para enfrentar esse desafio, este estudo utilizou uma base
histdrica de substituicdo de medidores de energia elétrica para
identificar padrdes baseados na eficiéncia observada na troca
desses equipamentos. Foram experimentados diversos
algoritmos de aprendizado de maquina, incluindo redes neurais,
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observando o mais eficaz e a melhor adequacéo a base de dados.
A partir do modelo final encontrado, pretende-se criar uma
abordagem para a selegdo dos proximos equipamentos
considerados obsoletos a serem substituidos, visando a
eficiéncia dos custos operacionais.

Il. TRABALHO RELACIONADOS/REFERENCIAL TEORICO

A renovacdo do parque de medidores de energia elétrica é
um tema recorrente e de grande interesse para as distribuidoras
de energia. Isso se deve a necessidade de atualizar o parque para
garantir a eficiéncia nas medigdes de energia elétrica, além de
ser um dos critérios para a remuneracgdo dos investimentos [2],
conforme as regras estabelecidas pelo 6rgao regulador. Contudo,
0 volume de medidores que precisam ser substituidos é
expressivo, 0 que gera um desafio significativo: como realizar
essa atualizacdo sem incorrer em custos exorbitantes? Os
estudos [3, 4] discutem a confiabilidade e desempenho dos
medidores para garantir a precisdo na medi¢do do consumo de
energia elétrica. J& a pesquisa discutida em [5], traz uma visdo a
respeito da previsdao de falha dos medidores, ou seja, a
antecipacdo da substituicdo deles. No entanto, essas pesquisas se
concentram em critérios técnicos e na idade dos medidores, sem
considerar a eficiéncia na troca baseada em andlise de
desempenho histérico.

Algoritmos de Aprendizado de Maquina em Processos de
Industriais

Nos processos industriais, algoritmos de aprendizado de
maquina sdo frequentemente utilizados para identificar padrGes
que podem indicar falhas nos processos [6]. Técnicas como
redes neurais e florestas aleatérias sdo capazes de detectar
padrdes complexos em grandes conjuntos de dados, fornecendo
insights valiosos para a tomada de deciséo. Essas técnicas
avancadas permitem uma andlise mais precisa e eficiente,
melhorando a manutencdo preditiva e a otimizacdo dos
processos industriais, resultando em maior eficiéncia e redugéo
de custos operacionais.

Pode-se observar que existe uma lacuna na literatura no que
diz respeito a integracdo da analise de eficiéncia historica na
selecdo dos medidores para substituicdo, pois a maioria das
pesquisas realizadas ndo considera a eficiéncia observada na
troca de equipamentos anteriores como critério complementar
para futuras substitui¢des. Essa lacuna justifica a necessidade de
uma abordagem que utilize os dados historicos e algoritmos de
aprendizado de maquina para torna a renovagdo mais eficiente.

A teoria da decisdo baseada em dados, enfatiza o uso de
andlises quantitativas e dados historicos para informar decisoes
estratégicas [7]. Aplicando essa teoria ao contexto de renovagao
de medidores, podemos utilizar algoritmos de aprendizado de
maquina para analisar dados historicos de substituigdo e
identificar padrdes que torne o processo e a tomada de decisdo
mais eficientes.

Aprendizado de Méquina e Otimizacdo

O aprendizado de maquina € uma subarea da inteligéncia
artificial focada em desenvolver algoritmos que aprendem com
dados e fazem previsBes ou decisBes baseadas nesses dados. Em

particular, técnicas supervisionadas, como redes neurais e
florestas aleatorias, entre outros, sdo eficazes para problemas de
classificacdo e podem ser aplicadas para prever a eficiéncia da
substituicdo de medidores. Esses algoritmos sdo capazes de
capturar relacionamentos complexos nos dados, tornando-os
ideais para a tarefa proposta [8].

Floresta Aleatoria

A Floresta Aleatoria pode ser compreendida como um
conjunto de Arvores de Decisdo, empregando o método de
ensemble [9] que consiste em uma técnica utilizada em
aprendizado de maquina que combina as previsdes de maltiplos
modelos (normalmente fracos ou de desempenhos mediano), e
assim, formar um modelo mais robusto e com desempenho
desejado. A seguir podemos destacar alguns dos tipos métodos
de ensemble:

- Bootstrap Aggregating que é uma técnica onde os varios
modelos sdo treinados separadamente, utilizando-se de
subconjunto de dados, e por fim, as previsdes sdo obtidas a partir
das médias para a regressdo, pelo voto majoritario para a
classificagdo, o Random Forest € um exemplo disso;

- J& 0 Boosting é uma técnica que ajusta iterativamente o modelo
ao erro do conjunto de dados de treinamento, e a cada iteracéo,
0s dados com as piores previsdes recebem o maior peso, e um
novo modelo é treinado para efetuar a correcéo desses erros. Na
concepgdo final é uma combinagdo ponderada dos modelos, o
algoritmo Gradient Boosting utiliza-se dessa técnica;

- A técnica do Stacking utiliza-se de meta modelos para
combinar suas previsdes, com dado de entrada as previsdes dos
modelos de base, e assim, aprendendo a melhor foram de
combinar essas previsoes;

- E por dltimo o Voting que se utiliza da votagdo na classe de
saida e da classe com maior nimero de votos é a escolhida como
previsdo final, aplica-se tanto na regressdo (pela média de
previsdes), quanto nos problemas de classificacéo.

Com base nos métodos discutidos anteriormente, fica claro
que o desempenho da Floresta Aleatoria depende de seus dois
componentes principais: as arvores de decisdo e o0 método de
ensemble. O desafio principal ao utilizar a Floresta Aleatéria é
garantir uma boa variabilidade entre as arvores, o que resulta em
um maior poder de generalizagdo do modelo. Um dos métodos
eficazes para alcancar essa diversidade € o uso do algoritmo de
Florestas Aleatdrias [10].

Regressédo Logistica

Trata-se de uma técnica muito disseminada para
desenvolvimento de modelos de credit scoring [11], onde néo se
exige a normalidade das variaveis independentes, e assim,
tornando-a mais robusta quando ela néo é atendida [12]. A
regressdo logistica diz respeito a probabilidade de um
determinado evento ocorrer, ou seja, limita-se entre 0 e 1.
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Gradient Boosting

Também muito utilizado em problemas de classificacéo,
onde produz um modelo preditivo na forma de um conjunto de
modelos de previsdo, o modelo Gradient Boosting funciona com
base na otimizacdo de uma funcdo de perda arbitraria
diferenciavel, pois combina em sua estrutura varios modelos
mais fracos de maneira adaptativa para produzir um modelo
altamente preciso. Pode-se dizer que as arvores da Floresta
Aleatéria sdo formadas em paralelo, ja as Boosting em série de
forma sequencial [13]. Ou seja, cada uma trabalha para corrigir
0 erro da anterior e assim sucessivamente. Os resultados ndo séo
independentes, e por consequéncia o resultado também precisara
passar por cada arvore [14]. Segue abaixo, de forma ilustrativa,
na figura 01, como se da a disposicao das arvores em série:
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Figura 01 : Gradient Boosting — Arvores em Série
Fonte: Autor (2024)

Rede Neural Artificial

Por se tratar de um problema de classificacdo binéria, a
aplicagdo de RNAs tem evidenciado bons resultados em
diversos segmentos, entre os quais a deteccdo de falhas [15],
diagnosticos médicos [16], reconhecimento de voz [17], entre
outras. Existem diversos tipos de RNAs, porém para a tarefa de
classificacdo tem se destacado rede neural Multilayer
Perceptron (MLP), que é um modelo de aprendizado de
maquina composto por varias camadas de neurdnios, e
conectadas por meio de pesos que se ajustam ao longo do
treinamento. A rede consiste na seguinte configuracdo: uma
camada de entrada, uma ou mais camadas ocultas e por fim uma
camada de saida, conforme apresentado na figura 02.
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Figura 02: Rede Neural — MLP
Fonte: Autor (2024)

Métricas para Modelos de Classificagao

Apos a descricdo dos algoritmos utilizados neste estudo, é
importante reconhecer que nenhum modelo consegue
representar os dados com total exatiddo ou alcancar o resultado
ideal. No entanto, o objetivo é que o modelo se aproxime o
maximo possivel desse resultado. Na literatura, existem diversas
métricas para avaliar o qudo préximas ou distantes estdo as
predicdes feitas por um modelo de classificacdo. Essas métricas
geralmente se baseiam em uma matriz que organiza as predi¢des
do modelo, conhecida como matriz de confusdo. Em um modelo
de classificacdo binaria, que envolve duas classes possiveis, a
distribuicdo das predicGes é ilustrada na Figura 03, onde VP
representa 0s verdadeiros positivos, VN os verdadeiros
negativos, FN os falsos negativos e FP os falsos positivos. Em
uma matriz de confusdo, cada linha corresponde a uma classe
real, enquanto cada coluna representa a classe prevista pelo
modelo. Assim, os valores nos quadrantes de verdadeiros
positivos e verdadeiros negativos indicam que o modelo
classificou corretamente, enquanto os quadrantes de falsos
positivos e falsos negativos indicam erros de classificagdo [18].

Predito

Positivo Negativo
|
=
IZ VP FN
-
<
K=
[
! FP VN
=

Figura 03 : Matriz de Confuséo
Fonte: Autor (2024)

Neste trabalho, serdo adotadas algumas das métricas mais
conhecidas para a avaliacdo de problemas de classificagdo
binaria, onde cada uma delas desempenham um papel crucial na
avaliacdo do desempenho do modelo sob diferentes aspectos
[19], séo elas:

Acuracia

Representa a proporgao de previsdes corretas (tanto positivas
guanto negativas) em relacdo ao total de casos avaliados. E (til
para medir o desempenho geral do modelo, mas pode ser
enganosa em conjuntos de dados desbalanceados.

Precisdo (Precision)

Mede a proporcdo de verdadeiros positivos em relagdo ao
numero total de previsdes positivas feitas pelo modelo. E crucial
quando o custo de falsos positivos € alto.

Revocacdo (Recall)

Também conhecida como sensibilidade, mede a proporgao
de verdadeiros positivos identificados corretamente em relagéo
ao total de instancias que realmente sio positivas. E importante
quando o custo de falsos negativos € alto.
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F1-score

E a média harmédnica entre precisio e revocagio,
proporcionando uma métrica equilibrada, especialmente Util em
situacdes em que ha um trade-off entre precisdo e revocacao.

AUC-ROC (Area Sob a Curva ROC)

Representa a capacidade do modelo em distinguir entre
classes, com valores mais préximos de 1 indicando melhor
desempenho.

A revisdo da literatura indica que, embora existam estudos
sobre confiabilidade, desempenho e previsdo de falhas em
medidores de energia, além da aplicacdo de aprendizado de
maquina para otimizacdo de processos, ainda ha uma lacuna
significativa na integragdo dessas areas, especialmente com foco
na eficiéncia histérica das substituicdes de medidores. Este
estudo busca preencher essa lacuna, aplicando algoritmos de
aprendizado de maquina para desenvolver uma abordagem mais
eficiente na selecdo de medidores obsoletos para substituicdo. A
eficécia da abordagem proposta sera medida utilizando métricas
de avaliagdo como acurdcia, precisdo, revocagdo, e F1-score e a
AUC-ROC, além de uma andlise comparativa entre os modelos.
A otimizagao do processo serd avaliada com base na reducéo do
numero de substituicdes desnecessarias e na maximizagdo da
vida atil dos medidores, garantindo assim uma gestdo mais
eficiente dos recursos e uma melhoria nos resultados
operacionais.

I1l. METODOLOGIA

Para conduzir a pesquisa, inicialmente, os dados foram
extraidos de multiplas plataformas System Applications and
Products in Data Processing (SAP) [ 20], e armazenados em um
gerenciador de banco de dados utilizando o software Microsoft
Access [21]. Isso permitiu a criacdo das conexdes com 0S
arquivos gerados, bem como o tratamento dos dados sensiveis
localmente. Apds o tratamento inicial, foi gerado um arquivo
final que foi submetido ao ambiente de desenvolvimento Google
Colab [22]. Utilizando a biblioteca Pandas[23] do Python [24],
os dados foram organizados em conjuntos, permitindo assim a
continuidade do processo de Descoberta de Conhecimento em
Bases de Dados (KDD - Knowledge Discovery in Databases)
[25], conforme ilustrado na figura 04.
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Figura 04: Processo extracdo de informacdes de base de dados
- KDD
Fonte: Autor (2024)

a) Selecéo:

A base historica de atualizacbes ja realizadas pela
distribuidora no parque de medidores disp6e de dados referentes
ha quatro anos — 2020 a 2023. Diante dessa disponibilidade de
dados, tornou-se necessario estruturar o processo de selecéo,
extracdo e pré-tratamento das informagdes correspondentes e
tratamento de dados sensiveis, conforme ilustrado a seguir na
figura 05.
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Figura 05: Processo de Extracdo e pré-processamento
Fonte: Autor (2024)

Todos os registros dos medidores retirados das unidades
consumidoras de energia elétrica na regido de concessdo da
distribuidora, assim como o0s dados comerciais, Ss&0
armazenados em sistemas de mdltiplas plataformas System
Applications and Products in Data Processing (SAP). Esses
sistemas contém informacGes detalhadas sobre o processo de
substituicdo de cada equipamento, incluindo dados técnicos
como fabricante, modelo, ano de fabricacdo, tipo de
equipamento, nimero de fases e tempo de operagéo. Nos bancos
de dados comerciais, estdo contidas informagBes sobre a energia
faturada antes e ap0s a troca, 0 consumo médio de energia, 0
tempo de agregacdo de energia ap0s a substituicdo do
equipamento, a localizagdo fisica detalhada e a categoria de
tarifa, regida pelos normativos em [26, 27]

Além disso, acrescenta-se uma varidvel relacionada ao
Codigo Nacional de Atividade Econémica (CNAE) e outros
dados considerados relevantes antes do processo de tratamento
dos dados. As informagfes contabeis, também oriundas da
mesma plataforma , incluem detalhes como o valor residual do
equipamento retirado, custo operacional e valor total investido
na renovagdo tecnoldgica do respectivo equipamento conforme
regulamentacéo [2, 27].

Programas desenvolvidos especificamente permitiram a
extracdo desses dados para alimentar um Sistema de
Gerenciamento de Banco de Dados (SGBD) no Microsoft
Access, facilitando a analise e tratamento preliminar dos dados
sensiveis dados.

Apds a consolidacdo das varidveis, o banco resultante
totalizou 428.764 registros e 24 variaveis.
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b) Pré-processamento:

Na primeira fase do pré-processamento, as varidveis foram
identificadas e separadas por tipo - categéricas, de ponto
flutuante, de objeto e inteiras. Em seguida, foram aplicadas as
abordagens adequadas para consolidar o conjunto de dados,
preparando-o para as préximas etapas do processo de pré-
processamento [28]. Ap6s identificar e separar as variaveis,
realizou-se a verificacdo de dados duplicados e tratamento de
valores ausentes ou inconsistentes nos registros, resultando na
remocdo desses dados, o que retornou uma quantidade menor
nos registros, porém foi mantida a quantidade de variaveis,
incialmente.

Durante a andlise de dados, observou-se uma reducao
notavel no nimero de substituicdes de equipamentos de medicédo
ao longo dos anos, juntamente com uma leve melhoria nos
resultados agregados. No entanto, durante essa analise,
identificou-se a falta de informacgdes sobre a origem de alguns
fabricantes e modelos, o que pode ser atribuido a inconsisténcias
na manutengdo dos registros. Para garantir a precisdo das
métricas dos modelos a serem avaliados, foi realizada uma
limpeza desses dados. Além disso, notou-se a auséncia de
informacdes sobre o consumo médio antes e apds a substituicdo
do equipamento, aspecto fundamental para a analise. Portanto,
esses registros foram excluidos do estudo.

Em uma das etapas do pré-processamento de dados, aplicou-
se a matriz de correlacdo de Pearson [29] ao conjunto de dados.
A anélise das correlagdes entre diversas variveis e a agregacéo
total de energia revelou os seguintes resultados:

- Para agregacdo média a correlagdo apresentada (0.869699)
muita alta (préxima de 1) indicando que a agregagdo média e a
agregacdo total sdo praticamente a mesma coisa ou estdo muito
fortemente relacionadas;

- A varidvel quantidade de ocorréncia durante o ano da
agregacdo de energia apresentou uma correlagdo positiva
(0.122506) fraca sugere que um aumento em agregacéo total
tende a acompanhar um pequeno aumento na quantidade de
ocorréncias, mas a relagdo ndo ¢ forte;

- Para as variéveis a seguir as correlagdes sdo positivas porém
muito fracas, indicando que elas ndo tem relacdo linear
significativa, sdo elas: média de energia medida no ano corrente
da troca (0.116481), total de energia medida no ano corrente da
troca (0.097598), classificagdo da tensdo de fornecimento
(0.070584), nimero de fases (0.068990), tensdo de medicao
(0.068614), ano de fabricacdo do equipamento de medicdo
(0.057460), referéncia historica de falhas nos equipamentos de
medicdo (0.051770), tipo de equipamento de medicdo
(0.049303), ano da acdo de retirada do equipamento de medigao
(0.009431);

- Meédia de energia medida no ano anterior & troca do
equipamento (-0.048397), total de energia medida no ano
anterior a troca do equipamento. (-0.054325), tempo de vida Gtil
do equipamento de medicdo(-0.057126), més da retirado do
equipamento(-0.086139), possuem correlagdes negativas muito
fracas com agregacdo total sugerindo que, a medida que a
agregacdo total aumenta, essas varidveis tendem a diminuir
ligeiramente, mas a relagao ndo é significativa.

A analise detalhada dessas variaveis revelou que muitas
delas eram redundantes ou complementares em termos de
informagdo. Com o objetivo de evitar possiveis problemas na
performance dos modelos de aprendizado de maquina, como a
amplificacdo dos erros ou superestimacdo da importancia das
variareis, optou-se por eliminar essas variaveis correlacionadas,
resultando na exclusdo de duas variaveis do conjunto de dados.

¢) Transformacao:

As analises realizadas durante a exploracdo dos dados
destacaram a importancia de definir critérios claros para a
selecdo dos medidores a serem substituidos, com o intuito de
otimizar a eficacia dessas substituicbes. Diante desse contexto,
optou-se por enriquecer o conjunto de dados com uma nova
variavel, fundamentada na andlise histérica das substituicGes.
Essa variavel classifica cada substituicdo com base em sua
eficiéncia: atribui-se o valor 1 (um) aos casos em que a
substituico resultou em melhorias significativas no processo
(indicando eficiéncia), ou seja, houve retorno de energia
agregada que compensou todo o0s custos de investimento e
gastos operacionais com a substituicdo desse equipamento;
atribui-se o valor 0 (zero) aos casos em que a substituicdo ndo
trouxe valores de agregacdo de energia suficiente para cobrir
todos os custos atrelados a troca do equipamento (baixa
eficiéncia). Entende-se por energia agregada a energia acrescida
apds a troca do equipamento de medicdo, indicando que o
equipamento anterior passou por algum tipo de falha em sua
concepcao, seja ela pelo processo de desgaste, classe de exatiddo
[30] do medidor diferente do anterior, ou por outros motivos.

Para definir precisamente 0 modo de falha dos medidores, é
importante destacar que, no caso dos equipamentos de medicao
do tipo eletromecanico, ha um viés ainda mais pronunciado.
Determinados tipos de falhas séo dificeis de detectar, uma vez
que a maioria dos erros de medicéo, causados principalmente
pelo envelhecimento dos componentes, ndo altera a qualidade da
energia fornecida nem interrompe o seu fornecimento. Portanto,
é necessario realizar ensaios desses medidores em laboratérios
especificos para identificar essas falhas de maneira eficaz
seguindo os métodos de ensaios definidas em [30].

Retornando ao ponto da eficiéncia na troca do equipamento,
tal abordagem permite uma distingdo clara entre as substitui¢des
benéficas e aquelas que ndo atenderam as expectativas de
eficiéncia, facilitando a tomada de decisGes estratégicas sobre
futuras acBGes de substituicdo. Dessa forma, criou-se uma
variavel-alvo, permitindo a aplicagdo de modelos de
classificaco.

Em seguida, consolidou-se algumas variaveis, seguindo o
protocolo estabelecido pela concessionaria de energia, que se
alinha ao critério de avaliacéo de lotes defeituosos conforme a
norma NBR — 5426- Plano de amostragem e procedimentos na
inspecdo por atributos [31]. Como resultado, trés varidveis
foram combinadas em uma Unica, designada como "lote", sdo
elas: Fabricante do medidor, modelo do medidor e ano de
construcao do medidor.

A partir dessa segmentacdo, foi realizada uma analise do
comportamento da nova variavel "lote" em relagdo a agregagdo
total e ao desvio padrao. O objetivo foi identificar possiveis
outliers [32] que pudessem distorcer as estatisticas descritivas
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dos dados, prejudicando a interpretacdo adequada do conjunto
de dados. Dada a necessidade de testar e treinar varios tipos de
modelos de aprendizado de maquina, foi crucial evitar que esses
outliers comprometessem modelos sensiveis a valores extremos
ou afetassem a capacidade de generalizagdo dos padrdes nos
dados, o0 que poderia resultar em um desempenho inferior em
conjuntos de dados novos ou ndo vistos. Portanto, optou-se por
realizar uma limpeza nos dados que apresentavam valores muito
discrepantes em relacéo aos "lotes" remanescentes.

Antes de avancar para as préximas etapas, foi observado que
0 conjunto de dados atual ainda possuia uma quantidade
consideravel de variaveis - 22 no total. Foi, entdo, aplicado a
Anélise de Componente Principais — PCA [33], com o objetivo
de reduzir essa dimensionalidade. No entanto, foi priorizada a
interpretabilidade das variaveis originais durante esse processo,
realizando uma cuidadosa avaliagcdo em conjunto com a area de
negocios da distribuidora de energia para determinar a variavel
deveria ser mantida ou excluida. ApoOs vérias iteracOes, foi
possivel obter um conjunto de dados mais refinado, permitindo
identificar padr8es de maneira mais robusta.

Por fim, reduziram-se as variaveis que deram origem as
novas propostas e, apds a exclusdo das respectivas observacdes
previamente identificadas, o conjunto de dados final ficou com
um total de 248.380 registros e 12 varidveis, conforme quadro
01.

Quadro 01: Varidveis pos consolidacdo

ID | Variavel Descricdo Breve
00 i mes Més base

01 |fases N. de fases

02 itipo Tipo Equipamento

03 ilote lote equipamento

04 itvu Tempo de vida util

05 iloc Localidade

06 ictg.taf i Tarifacdo Energia

07 itt aa Total energia ano anterior
08 imd aa | Média energia anto anterior
09 itt ac Total energia ano corrente
10 imd ac i Média energia ano corrente
11 |{target Troca eficiente ( “0” ou “1”)

Fonte: Autor (2024)

Para a variavel alvo (target), observou-se um desbalanceamento,
com 61% para a classe 0 e 39% para a classe 1. Esse
desequilibrio € um ponto crucial a ser considerado nas
ponderacBes dos proximos passos que definirdo os modelos de
aprendizado de maquina.

Dado que este é um problema de classificacdo binéria, onde
a classe 1 representa a retirada do equipamento de medicdo com
eficiéncia e a classe O representa a retirada sem eficiéncia,
prosseguiremos com as proximas etapas, que envolvem a
experimentacdo dos algoritmos de aprendizado de maquina.

d) Mineracdo dos Dados:

Na Modelagem e Desenvolvimento, foram aplicados
técnicas e algoritmos de aprendizado de maquina ao conjunto de
dados final para construir modelos preditivos classificadores. O
processo envolveu a selecdo e ajuste dos modelos, seguido pela
avaliacdo de sua performance por meio de métricas apropriadas.
O desenvolvimento dos modelos foi iterativo, exigindo
experimentacdo cuidadosa para assegurar a robustez e
generalizagdo dos resultados.

O primeiro passo na etapa de modelagem envolveu a
transformacéo das variaveis em formatos numéricos (cinco
variaveis), ordinais (uma variavel) e categdricos (cinco
varidveis). Apos essa transformacao, procedeu-se com a divisdo
do conjunto de dados em treino e teste, assegurando a
aleatoriedade da selecdo e devido ao volume de dados
estabeleceu-se um percentual de 20% para o conjunto de teste.

O passo seguinte foi aplicar um pipeline [34] simples, que
implementa uma sequéncia linear de etapas. Este pipeline inclui
a normalizacdo dos dados, a transformacdo das variaveis, o
tratamento da classe desbalanceada.

Por fim, procedeu-se & experimentacdo de diversos
algoritmos de aprendizado de maquina, incluindo Floresta
Aleatéria, Regressdo Logistica, Gradient Boosting e Redes
Neurais do tipo MLP (Perceptron Multicamadas). Cada um
desses algoritmos foi aplicado ao conjunto de dados em analise
com o objetivo de identificar o modelo que proporcionasse o
melhor desempenho. A comparagdo entre esses diferentes
modelos permitiu avaliar a eficAcia de cada abordagem e
selecionar aquela que melhor se adequasse as caracteristicas dos
dados, garantindo assim a robustez e a precisdo dos resultados
obtidos.

IV. RESULTADOS E DISCUSSAO

Utilizando uma abordagem comparativa, foi analisado o
desempenho de quatro modelos de aprendizado de méaquina:
Floresta Aleatoria, Gradient Boosting, Regressdo Logistica e
RNA MLP. Cada modelo foi construido e avaliado com base em
um conjunto de métricas de desempenho detalhadas, incluindo
acurécia, precisao, recall, F1 e AUC-ROC. Essas métricas foram
aplicadas para avaliar a eficAcia dos modelos tanto na
identificacdo de casos em que houve eficiéncia na troca do
equipamento de medicéo (classe 1), bem como os casos em que
ndo houve eficiéncia na substituicdo do medidor (classe 0).

A partir do conjunto de dados, realizou-se a separacdo em
conjuntos de treino e teste, reservando 20% dos dados para teste.
Apbs a divisdo, cada modelo foi analisado com base nos dados
de teste.

Os resultados obtidos com o modelo baseado em Floresta
Aleatdria sdo apresentados na figura 06, destacando a Matriz de
Confusdo correspondente. No processo de otimizacdo do
modelo baseado no algoritmo de Floresta Aleatoria, foram
meticulosamente ajustados certos parametros chave para
alcangar a melhor performance. Dentre estes, destacam-se: 0
nimero de estimadores, fixado em 100, e o parametro
max_features, também estabelecido em 100. Adicionalmente,
considerando o deshalanceamento observado nas classes do
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conjunto de dados, optou-se pela aplicacdo do pardmetro
class_weight configurado como balanced. Os parametros
restantes foram mantidos em seus valores padrdo, seguindo as
recomendac@es da literatura e as praticas comuns na modelagem
de dados complexos.

Previsao Modelo

0 1
26.338 3.901
8.502 10.935

Figura 06: Matriz Confuséo — Floresta Aleatoria
Fonte: Autor (2024)

Para a avaliagdo do modelo que utiliza Regressdo Logistica,
conforme a figura 07, realizou-se alguns ajustes nos parametros
e 0 que melhor se adequou ao conjunto de dados foi o padréo,
com excecdo da class weight que se aplicou o pardmetro
balanced, devido ao desbalanceamento das classes presentes ao
conjunto de dados.

Previsdo Modelo

0 1
- 21.119 9.120
L
s |
< |
7.148 12.289

Figura 07: Matriz Confusdo — Regresséo Logistica
Fonte: Autor (2024)

O terceiro modelo examinado foi o baseado em Gradient
Boosting. Os desempenhos observados séo sumarizados na
figura 08. Na experimentacdo dos pardmetros para o modelo
final utilizando o algoritmo Gradient Boosting, verificou-se que
a configuracdo com 50 estimadores foi a que melhor se adequou
ao conjunto de dados.

Previsao Modelo

0 1
- 28.402 1.837
©
L1
o
12.752 6.685

Figura 08: Matriz Confusdo — Gradient Boosting
Fonte: Autor (2024)

Finalmente, foi avaliado o modelo construido sobre uma
RNA — MLP, onde a rede neural foi estruturada de acordo com
a metodologia proposta, ou seja, uma camada de entrada
contendo 469 variaveis, seguida por 6 camadas ocultas. Para as
primeiras camadas ocultas, foi aplicada a funcdo de ativacdo
"RELU", junto com batch normalization e dropout com taxa de

0.3. A rede foi finalizada com uma camada de saida contendo
dois neurdnios e utilizando a funcéo de ativacdo "SIGMOID".

Durante a constru¢do do modelo da rede neural, foi
implementado um otimizador com taxa de aprendizado de 0.006
e devido ao desbalanceamento das classes no conjunto de dados,
foi necessario atribuir pesos as classes (0.812 para a classe 0 e
1.29 para a classe 1). Além disso, foram empregadas as funcgdes
de checkpoint e early stopping para monitorar e salvar o melhor
modelo do treino ao longo das 100 épocas, evitando possiveis
sobre ajustes ou overfinting [35]. E importante ressaltar que
foram realizadas diversas experimentacfes para os ajustes dos
hiperparametros, com a intencdo de obter a melhor performance.
A seguir os resultados alcancado, conforme figura 09.

Previsao Modelo

0 1
- 0 25.193 5.046
o
['H]
oo
1 7.414 12.023

Figura 09: Matriz Confusdo — MLP
Fonte: Autor (2024)

Considerando a quantidade de acertos na Classe 1
(Verdadeiros Positivos) e erros na Classe 0 (Falsos Positivos), o
modelo Redes Neurais (MLP) apresenta-se até 0 momento como
o melhor modelo. Ele oferece um bom equilibrio com alta
quantidade de acertos na Classe 1 e menos erros na Classe 0,
indicando uma melhor performance geral para o objetivo
desejado.

A seguir , avalia-se de forma comparativa as métricas de
desempenho para cada modelo, determinou-se o mais eficiente
para 0 nosso conjunto de dados especifico. Esta avaliacdo foi
essencial para compreender a aplicabilidade pratica dos modelos
em situagdes reais, contribuindo assim para o avango na
eficiéncia da troca de equipamentos em ambientes.

Na analise detalhada das métricas de desempenho, cujos
resultados sdo consolidados na tabela 01, identificou-se que, dos
modelos avaliados, a Rede Neural Multilayer Perceptron (MLP)
também se destacou. Apesar de algumas métricas apresentarem
valores similares aos obtidos pelo modelo de Floresta Aleatoria,
a MLP sobressaiu com um AUC-ROC, atingindo o valor de
73%, evidenciando uma maior confiabilidade nas suas
previsdes. Notavelmente, a eficacia do modelo em identificar
corretamente casos da classe minoritéria 1 - crucial no contexto
de renovagdo do parque de medidores - demonstra sua
importancia pratica. Este resultado é particularmente
significativo, visto que a correta identificacdo de situages que
requerem a troca de equipamentos € fundamental para
maximizar a eficiéncia e o retorno financeiro do processo de
renovagao.
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Tabela 01: Comparativo das Métricas — Consolidado

Modelo | Acuracia | Precisdo | Revocacédo Fl AUC_ROC
MLP 0,749 0,704 0,619 0,659 0,730
RF 0,750 0,737 0,563 0,638 0,717
RL 0,673 0,574 0,632 0,602 0,665
GB 0,706 0,784 0,344 0,478 0,642

Fonte: Autor (2024)

O valor de 0,73 na métrica AUC-ROC da MLP sugere um
modelo com boa capacidade de distinguir entre as duas classes
em questdo, ou seja, uma boa medida que combina a taxa de
verdadeiros positivos e falsos positivos em diferentes limiares,
oferecendo uma visdo holistica do desempenho do modelo de
rede neural, independentemente de qualquer ponto de corte
especifico. Isso indica que, na maioria dos casos, 0 modelo pode
identificar corretamente a classe positiva sem incorrer em um
numero excessivo de falsos positivos, o que também pode ser
observado na curva AUC-ROC apresentado na figura 10. Este
desempenho, embora ndo excepcional, € consideravelmente
melhor do que o acaso (AUC-ROC = 0,5) e destacando o
potencial da MLP em contextos de classificagdo binaria.
Contudo, o resultado também aponta para oportunidades de
otimizacdo, seja através do ajuste fino dos hiperparametros, ou
outras implementacbes da engenharia de recursos, com o
objetivo de elevar a capacidade discriminatéria do modelo.

Receiver Operating Characteristic (ROC)
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Figura 10 : Curva AUC — ROC da RNA MLP
Fonte: Autor (2024)

V. CONCLUSOES

Com base nos resultados e nas consideracfes apresentadas
neste estudo, verificou-se que a utilizacdo da Rede Neural
Artificial (RNA) do tipo Perceptron Multicamadas (MLP),
levando em consideragdo o conjunto de métricas e comparado
com demais modelos, atingiu o objetivo esperado. Os dados

utilizados como base para o estudo indicam que o procedimento
convencional para a atualizacdo dos medidores é ineficaz, com
uma acurécia historica que nao ultrapassa 39% (considerando
apenas 0S equipamentos corretamente substituidos). Essa
ineficacia acarreta investimentos e custos operacionais elevados,
além de resultar em mais de 60% de substituicGes desnecessarias
(considerando 0s equipamentos removidos sem trazer
beneficios), implicando na retirada de medidores que ainda
poderiam estar em operacéo.

Ao contrastar essa pratica com o desempenho do modelo de
RNA MLP desenvolvido, observa-se um salto na acuracia para
aproximadamente 75%. Este aumento justifica a implementacéo
do modelo pela eficacia superior na identificagdo dos medidores
que efetivamente necessitam ser substituidos.

Um ponto interessante € que, ao aplicar o novo modelo em
toda a base de dados disponivel e compara-lo com o modelo
atualmente em uso, observou-se um ganho financeiro teérico de
120,8%. Essa comparacéo evidencia o significativo potencial
econdmico da nova abordagem em relacdo ao método
tradicional, destacando a eficiéncia e os beneficios financeiros
que podem ser obtidos com sua implementacéo. Assim, reforca
a importancia deste estudo ao apresentar uma nova estratégia
para a gestdo de ativos, que integra precisdo analitica com
consideragdes econdmico-financeiras.

Dessa forma, ao adotar este modelo RNA MLP, as
concessiondrias de energia de energia ndo apenas podem
aprimorar sua capacidade de decisdo em relacéo a renovagéo de
medidores, mas também alavancam significativamente a
eficiéncia operacional e financeira, ou seja, quanto menos
equipamentos sdo retirados desnecessariamente, menor é a
geracdo de residuo e maior é 0 ganho em termos de
sustentabilidade , sugerindo um caminho promissor para futuras
investigacdes.

Uma das propostas para a implementacdo em ambiente de
producéo, de maneira mais versatil e pratica, é a experimentacao
do modelo estudado em cenarios variados e experimentais.
Devido a diversidade de tipologias de equipamentos no parque
de medidores, existe uma constante necessidade de retreinar os
modelos, o que dificulta a insercdo direta do modelo em
producdo. No entanto, essa abordagem permitird avaliar a
maturidade da ferramenta proposta, auxiliando na tomada de
decisGes sem depender exclusivamente dela como Gnica fonte
deciséria.

Considerando o cenario de potenciais melhorias, observa-se
que as métricas alcancadas com redes neurais podem ainda ter
espaco para aprimoramento. Neste sentido, diversas sugestdes
podem ser consideradas para estudos futuros. Entre elas,
destaca-se a exploracdo de outros modelos de aprendizado de
maquina ndo abordados até 0 momento, bem como uma anélise
mais aprofundada na selecdo de features. A inclusdo de uma
avaliacdo amostral dos equipamentos de medicdo retirado
considerando o estudo do modo de falha do equipamento,
também pode ser benéfica para otimizar a precisdo no processo
de retirada dos medidores, reforcando a avaliacdo da parte
técnica e unido este Gltimo a investigacdo de bibliotecas de
aprendizado de maquina com enfoque em aprendizado por
reforco, a partir dos modelos ja implementados em producdo.
Esses direcionamentos sugeridos corroboram para enriquecer
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ainda mais a abordagem proposta e contribuir para avangos
significativos na atualizacdo tecnoldgica do parque de
medidores das distribuidoras de energia.
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CENTRO UNIVERSITARIO SENAI CIMATEC
ESPECIALIZACAD EM DATA SCIENCE & ANALYTICS

ATA DE APRESENTACAO DE PROJETO FINAL DE CURSO

Ata de apresentacdo do Projeto Final de Curso Especializacio em Data Science & Analytics, submetido
pelo aluno Kleber Silva de Medeiros, como parte dos requisitos para obtencdo do Certificado de
Especialista em Data Science & Analytics pelo Centro Universitario SENAI CIMATEC, as 17h00 do dia 17
de julho de 2024. Reuniu-se remaotamente pela plataforma Google Meet, a Banca Examinadora designada
pelo Prof. Dr. Marcio Freire Cruz - Orientador, constituida pelo Prof. Dr. Marcio Freire Cruz e pelo Prof.
Msc. Flavio Santos Conterato. O orientador deu inicio aos trabalhos com as devidas orientagtes, e a
exposicao foi realizada pelo estudante dentro do prazo de tempo estabelecido. Ao final da apresentacdo a

banca reuniu-se atribuindo a seguinte nota: & 2 (oito pontos e dois décimos).

A banca de avaliadores decidiu pela:

(X ) Aprovacio do trabalho

Cabera ao aluno apresentar em no maximo em 30 (trinta) dias a contar da data de assinatura desta Ata,
uma copia do trabalho em PDF, constando as consideragbes pontuadas pela banca. A Ata de
Aprezentacao do Projeto Final de Curso deve ser digitalizada e inserida na terceira pagina do TCC ou como
anexo do artigo.

( ) Reprovacio do trabalho
O aluno terd que se matricular novamente no TCC — Trabalho de Conclusdo de Curso e ser submetido a
uma banca avaliadora no semestre seguinte.

As acbes consequentes ao status de Aprovacdo deverdo obedecer ao prazo proposto acima sob pena do
parecer final ser modificado para o status de Reprovado automaticamente e sem possibilidade de

reCurso.

Para constar, lavrou-se a presente ata que vai assinada por todos os membros da Banca. Por estarem
cientes de suas obrigagdes estao de acordo com os termos desse documenta:

Salvador, 17 de julho de 2024
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Marcio Freire Cruz Flavio Santos Conterato
Professor Orientador Membro da banca
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Patricia Freitas Tourinho
Coordenadara do Pds-Graduac3o Lato Sensu
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