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Resumo

A manutencao preditiva utiliza de diversos métodos para acompanhamento das condicoes
dos motores elétricos aplicados em plantas industriais. Dentre estes métodos, destaca-
se a analise de vibracao como método amplamente utilizado devido a possibilidade de
identificagdo de uma vasta possibilidade de falhas. Este processo ainda depende muito
da analise e processamento manual das informacoes coletadas, o que pode demandar um
tempo maior para realizar a anélise da condi¢ao de uma méquina, o que consequentemente
gera mais custos para a empresa. A depender do nimero de equipamentos, esta tarefa
pode levar muito tempo, necessitando de mais mao de obra. E possivel, também, que
erros na interpretagao dos dados ocorram. Com o resultado desta pesquisa, e com o al-
goritmo testado e validado, erros de interpretacao devem ser minimizados. Este trabalho
apresenta o desenvolvimento de um modelo computacional dotado de um algoritmo clas-
sificador para processar sinais de vibracao de motores elétricos e determinar se a maquina
apresenta um comportamento de falha e, em caso positivo, qual falha. Foram compara-
dos os desempenhos dos algoritmos K-Nearest Neighbor, Support Vector Machines, Rede
Neural Artificial e Random Forest, de modo a determinar a metodologia mais adequada
para a solucao deste problema. Nesta pesquisa, foi utilizado o dataset MaFaulDa por
conter leituras de vibracao sob diversas condicoes de falha simuladas em laboratorio, o
que permite treinar o modelo para detectar uma variada gama de falhas. O modelo com-
putacional realiza o pré processamento dos dados por meio da Transformada de Fourier
(FFT), para que, entao, os algoritmos sejam treinados com os sinais de vibra¢ao no es-
pectro da frequéncia. Apods a validacao, foram comparados os resultados dos algoritmos
para determinar o mais indicado para a solucao do problema proposto neste trabalho.
Apés avaliar a precisao de todos os quatro modelos, o Random Forest apresentou a me-
lhor precisao para o conjunto de dados, com 97.18% de acerto. O segundo algoritmo com
a melhor taxa de acerto foi o Support Vector Machines, com 94.05% de acurdcia com o
dataset filtrado. O modelo K-Nearest Neighbor apresentou 91.39% de acerto, tornando-o
o menos assertivo dentre os envolvidos no estudo, enquanto o Rede Neural Artificial apre-
sentou uma vantagem relevante quando treinado com o dataset completo, sem os filtros
de atributos.

Palavras-chaves: Deteccao de falhas, analise de vibragao, algoritmos de classificagao.



Abstract

Predictive maintenance uses several methods to monitor the conditions of electric motors
applied in industrial plants. Among these methods, vibration analysis stands out as a
widely used method due to the possibility of identifying a wide possibility of failures.
This process still depends a lot on the analysis and manual processing of the informa-
tion collected, which can lead to a longer time to perform the analysis of the condition
of a machine, which consequently generates more costs for the company. Depending on
the number of equipment, this task can take a long time, requiring more manpower; It
is also possible that errors in the interpretation of the data occur. With the result of
this research, and with the algorithm tested and validated, interpretation errors must be
minimized. This work presents the development of a computational model equipped with
a classifier algorithm to receive vibration readings from electric motors and determine if
the machine presents a failure behavior and, if so, which failure. Different classification
algorithms will be compared in order to determine the most appropriate methodology to
solve this problem. In this research, the MaFaulDa dataset was used since it contains
vibration readings under different failure conditions simulated in the laboratory, which
allows training the model to detect a wide range of defects. The computational model
performs the pre-processing of the data through the Fourier Transform (FFT), then the
algorithms are trained with the vibration signals in the frequency spectrum. After vali-
dation, the results of the algorithms were compared to determine the most suitable for
the solution of the problem proposed in this work. After validation, the results of the
algorithms were compared to determine the most suitable for the solution of the problem
proposed in this work. After evaluating the accuracy of all four models, Random Forest
showed the best accuracy for the dataset, with 97.18% accuracy. The second algorithm
with the best hit rate was Support Vector Machines, with 94.05% accuracy with the fil-
tered dataset. The K-Nearest Neighbor model presented 91.39% of accuracy, making it
the least assertive among those involved in the study, while the Artificial Neural Network
presented a relevant advantage when trained with the complete dataset, without attribute
filters.

Keywords: fault detection, vibration analysis, classification algorithms
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Introducao

Manutencao é um ponto critico e de constante evolucao nas industrias. Mesmo com
varios avancos tecnolégicos, ainda é um desafio prever falhas antes que ocorram. A
manutencao preditiva é indispensavel, principalmente no ambiente industrial, onde a falha
em um determinado equipamento que resulte na necessidade de manutencao corretiva,
pode causar a parada parcial ou total da planta de producao, o que gera transtornos e

prejuizos para a empresa.

Os motores de indugao, também conhecidos como motores assincronos, sao geralmente
usados como motores principais nas industrias de manufatura, transporte, petroquimica
e sistemas de energia devido ao seu design robusto, facilidade de controle, baixo custo,
alta confiabilidade, alta capacidade de sobrecarga e eficiéncia. Devido aos longos tempos
de operacao, os motores estao sujeitos a diversos esforcos elétricos e mecanicos, portanto
a possibilidade de falhas ndo pode ser ignorada (TOMA; PROSVIRIN; KIM, 2020).

Estes equipamentos sao formados por diversos componentes, entre outros: estator, en-
rolamentos do rotor, imas em maquinas sincronas de ima permanente (PMSMs), eixo
ou rolamentos. Todos esses componentes podem ser danificados devido a abrasao, so-
brecarga, carga desequilibrada ou estresse elétrico devido ao controle com um inversor
(MBO’0O; HAMEYER, 2016).

Para reduzir danos significativos, prolongar a vida 1util da maquina, aumentar a aces-
sibilidade da maquina e reduzir a manutencao de avarias, o diagndstico de falhas e o
monitoramento de condigao eficazes sdo importantes (TOMA; PROSVIRIN; KIM, 2020).

A detecgao precoce de falhas é uma questao importante, pois uma pane inesperada ou
dano fatal de todo o sistema podem ser evitados. Além disso, o custo de manutencao pode
ser reduzido e a confiabilidade do sistema pode ser aumentada usando o monitoramento
de condi¢ao (MBO’O; HAMEYER, 2016). Varias técnicas foram estudadas para a deteccao e
diagnostico de falhas em motores de inducao, como anélise de vibracao, monitoramento de
campo eletromagnético, analise de sinal de corrente do motor (MCSA), andlise quimica,
andlise termografica, andlise de sinal actstico (TOMA; PROSVIRIN; KIM, 2020).

O método de deteccao de falhas por andlise de vibracao é uma das técnicas mais comuns
de monitoramento de condi¢ao (ABDELKRIM et al., 2019), e isso se deve a sua capacidade
de detectar, localizar e distinguir diferentes tipos de falhas desde o seu inicio antes que
se tornem criticas e perigosas, essas falhas que podem ser distribuidas ou localizadas
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(ABDULBARY; EMBABY; GOMAA, 2021). Cada tipo de falha possui uma assinatura em
frequéncia diferente, ou seja, um comportamento tinico no espectro de frequéncia do sinal
de vibracao. Dessa forma, a partir da analise do comportamento do perfil de vibracao do

equipamento é possivel detectar o tipo de falha presente na maquina.

Dessa forma, com a utilizacao de um algoritmo dotado de um agente classificador e um
dataset com diversas analises para permitir o treinamento deste sistema, o processo de
avaliacao das condicoes dos motores tornar-se-a mais rapido, eficiente, além de permitir
reducoes nos custos operacionais. O aprendizado de maquina é uma das areas da ciéncia
da computacao que mais cresce, com aplicativos de longo alcance. Refere-se a detecgao
automatizada de padroes significativos nos dados (OSISANWO et al., 2017).

Serao avaliados, também, diferentes métodos de classificacao: Redes Neurais Artificiais,
K-Nearest Neighbor, Support Vector Machines e Random Forest, de modo a obter o que
trard uma maior precisao e acuracia na deteccao da falha, no menor tempo de execucao.

1.1 Definicao do problema

Qualquer maquina em operacao gera vibracoes. A maioria das falhas nas maquinas de
inducao se transforma em vibragao. O sinal de vibracao é considerado um indicador
que auxilia no monitoramento das méaquinas elétricas (BESSOUS et al., 2017). Portanto,
a analise de vibragao em motores ¢ um método de manutencao preditiva cada vez mais
utilizado na industria, de modo a evitar que um equipamento entre em colapso devido a
falhas.

Cada elemento da maquina induz seu préprio padrao de vibragao, que identifica um
disturbio especifico. Assim, uma medicao do comportamento vibratério permite a iden-
tificacao das possiveis causas da vibracao, mostrando desta forma um diagndstico mais
preciso e indicando o possivel problema (rolamento, fonte de alimentacao e deposigao
de massa). O movimento vibratério de uma maquina é essencialmente um movimento
harmonico, e o diagnéstico pode identificar os sinais harmoénicos correspondentes (PE-
DOTTI; ZAGO; FRUETT, 2017).

Este método consiste na instalacao de sensores do tipo acelerometros Micro-FElectro-
Mechanical-Systems ou do tipo piezoelétricos (BESSOUS et al., 2017) no equipamento em
operacao para entao realizar a captura de dados de vibragao ao longo do tempo. Estes sen-
sores detectam a vibragao por meio do deslocamento de uma massa no interior do sensor.
Este deslocamento, em relacao a outro elemento fixo causa a alteracao na capacitancia do

sistema, o que permite a leitura da aceleracao que gerou o deslocamento.
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Posteriormente, estes dados sao processados para que, entao, uma analise dos resultados
possa ser feita para determinar se o comportamento obtido estda dentro da normalidade
ou se apresenta caracteristica de falha. A expansao da série Fourier é a técnica mais
comum para obter mais detalhes do sinal. O sinal fornecera informacoes relevantes, que
também ajudarao no diagnostico dos problemas. A quantidade de energia contida no
sinal de vibracao esta relacionada a amplitude de cada componente harmonico obtido.
Interpretar o papel de cada componente de frequéncia deste sinal é importante para que
um diagnostico da maquina possa ser feito e, consequentemente, decisoes criticas possam
ser tomadas (PEDOTTI; ZAGO; FRUETT, 2017).

De posse do espectro em frequéncia da vibracao, o analista é capaz de determinar o tipo
de falha e grau de severidade, ao tomar como referéncia as especificacoes técnicas do equi-
pamento em questao, pois cada classe de maquina possui niveis de vibracao considerados

aceitaveis.

Este processo supracitado ainda depende muito da andlise e processamento manual das
informacoes, o que pode acarretar em um tempo maior para se analisar uma méquina,
0 que consequentemente gera mais custos para a empresa. A depender do numero de
equipamentos, esta tarefa pode levar muito tempo, necessitando de mais mao de obra. E
possivel, também, que erros na interpretacao dos resultados ocorram. Com o resultado
desta pesquisa, e com o algoritmo testado e validado, erros de interpretacao devem ser

minimizados.

Estudos atuais mostram algoritmos classificadores especializados em uma falha especifica,
em especial os defeitos em rolamentos. Estes sdo os elementos mecanicos mais essenciais
das maquinas rotativas. Sao empregados para apoiar os eixos rotativos em méaquinas
rotativas (ABDULBARY; EMBABY; GOMAA, 2021). Esta especificidade dificulta a imple-
mentacao destes algoritmos em um ambiente industrial para obtencao de indicacoes de
falhas variadas, uma vez que um algoritmo especializado, como o proposto por AbdulBary,
Embaby e Gomaa (2021), nao cobrem a detec¢ao de falhas oriundas de outras fontes. Com
o intuito de cobrir esta lacuna, este projeto de pesquisa visa desenvolver um algoritmo
classificador baseado em aprendizagem de maquina que, a partir de um dataset contendo

leituras de diversos equipamentos, determinara a condicao atual de um motor elétrico.

O modelo proposto por Abdelkrim et al. (2019) trata de um modelo de diagnéstico de
defeitos em rolamentos de esferas em motores com base em indicadores estatisticos e no
Adaptive Neuro-Fuzzy Inference System (ANFIS). Este trabalho consiste na realizagao de
trés etapas principais: A primeira € a extracao de indicadores estatisticos da raiz quadrada
média (RMS) dos sinais de vibra¢ao brutos medidos experimentalmente para diferentes
estados do rolamento (integro e na presenca de defeitos). A segunda etapa consiste na
selecao dos indicadores mais relevantes e, por fim, na introducao desses indicadores na




Capitulo Um 1.2. Objetivo

rede ANFIS, a fim de classificar os varios defeitos no rolamento (falhas de pista interna e
externa e falha combinada) (ABDELKRIM et al., 2019).

1.2 Objetivo

O objetivo geral desse trabalho de investigagao é desenvolver um modelo computacional de
modo a identificar e classificar uma eventual falha presente na maquina, para permitir uma
intervencao antes que o equipamento esteja impossibilitado de operar nas suas devidas

condicoes.

Os objetivos especificos sao:

e Desenvolver um agente inteligente para realizar a classificacao de novas leituras;

e Comparar diferentes métodos de classificacao de modo a obter experimentalmente o

algoritmo que melhor se adapta a classificar as falhas;

e Avaliar a viabilidade técnica do modelo por meio de testes.

1.3 Importancia da pesquisa

Com uma demanda cada vez maior das induistrias por manutencao preditiva, é de grande
valia utilizar a tecnologia para tornar esta metodologia mais acessivel e eficiente. Para
isso, esta pesquisa visa contribuir com a manutencao preditiva de modo a permitir que
mais empresas adotem esta técnica e assim, reduzam o tempo de parada devido a falhas

de equipamentos.

1.4 Organizacao da Dissertacao de mestrado

O presente trabalho esta divido em quatro capitulos, conforme apresentado a seguir:

e Capitulo II: Revisao bibliogréfica - sao apresentados os conceitos sobre manutencao,
motores de indugao, andlise de falhas, algoritmos classificadores;

e Capitulo III: Projeto e desenvolvimento da pesquisa - é apresentado o desenvolvi-
mento do projeto do modelo de classificacao de falhas em motores de inducao por

meio de andlise de vibragao;
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e Capitulo IV: Avaliacao e resultados experimentais - sao apresentados os resultados

experimentais do modelo de classificacao proposto;

e Capitulo V: Consideracoes finais.
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Revisao bibliografica

2.1 Manutencao

Com o advento da Revolucao Industrial, o uso de maquinas nos ambientes de produgao
tornou-se indispensavel. Como consequéncia, surgiu a necessidade de realizar reparos nes-
tas para reestabelecer o processo produtivo. Esta foi a primeira aplicacao da manutengao
corretiva nao planejada, que visa apenas solucionar o problema para que o equipamento

esteja apto a operar novamente.

Entretanto, com o avanco tecnoldgico, empresas buscaram estabelecer padroes minimos
de operacgao e isso fomentou a implementacao de setores especificos para a realizacao
de manutencio (OTANI; MACHADO, 2008). A manutengao é definida por Moraes' et al.
(2020) como um conjunto de agoes técnicas e administrativas cujo objetivo é preservar ou

readmitir a funcao requerida de um equipamento.

A manutencao industrial resume-se a um conjunto de medidas e agoes tomadas com o
intuito de preservar a vida 1til de um bem com o intuito de o manter no desempenho das
fungoes que lhe foram conferidas (ARAUJO, 2015).

Dessa forma evitam-se avarias e inesperadas quebras no ciclo de producao que poderao
originar atrasos nas entregas, sendo consequentemente prejudiciais a nivel economico re-

sultando em aumento de custos ou perda de mercado (WANG; GAO, 2006).

Ap6és o inicio da Segunda Guerra Mundial, a demanda por produtividade aumentou de
forma significativa, o que exigiu que as empresas adotassem novas estratégias de operacao,
o que envolvia buscar evitar a ocorréncia de falhas, em vez de apenas corrigir quando estas

ocorressem. Neste momento surgia a manutencao preventiva.

Na década de 60, o uso de computadores tornou-se mais presente, fato que permitiu
a utilizacao destes a favor da manutencao. As técnicas de manutencao preventiva e
preditiva passaram a ser associadas com um planejamento mais assertivo, com o auxilio

destes computadores.

Atualmente, com a difusao de algoritmos computacionais para auxilio na deteccao e
predicao de falhas, cada vez menos a manutencao corretiva é aplicada nas industrias.
Como consequéncia, o processo de manutencao torna-se cada vez mais eficiente e eficaz,

de modo a minimizar as perdas financeiras durante o processo. Em um cenério onde
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varias empresas concorrem entre si para oferecer produtos com o menor custo agregado,

o foco na manutencao preditiva é indispensavel para garantir a lucratividade.

No contexto atual, a necessidade de manutencao depende diretamente da correta especi-
ficacao e da exatidao na fungao de determinado equipamento, ja o planeamento depende

do tamanho da empresa, da sua cadéncia produtiva e do custo relativo.

Objetivamente podem-se considerar ameagcas a confiabilidade do processo os erros, falhas

e avarias. Estes termos sdo definidos do seguinte modo (ARAUJO, 2015):

e Falha ¢é a operacao incorreta ou incompleta caracterizada por um desvio anormal de
pelo menos uma das propriedades ou parametros caracteristicos do sistema, uma vez

definido um comportamento aceitavel. E a raiz do mau funcionamento do sistema;

e Erro é uma discrepancia entre um valor assumido e o seu valor medido, estimado ou
previsto. Com a presenca de falhas surgem erros mensuraveis que sao utilizados para
deteccao de falhas. Erros poderao ser aditivos ou multiplicativos. Desenvolvimento
de um Sistema de Diagnéstico de Falhas em Motores Elétricos de Inducao;

e Avaria é a perda permanente da capacidade de um sistema de operar normalmente,
devido a presenca de uma falha imposta. Na pratica este termo é o mais utilizado
num contexto de manutengao e pode ter varios significados. De um modo geral este
termo pode significar que determinada peca ou equipamento ficou completamente
inoperante; pode estar operante, mas ser incapaz de cumprir as suas fungoes ou estar

seriamente afetada, nao podendo ser confidvel e insegura para utilizacao.

2.1.1 Manutencao corretiva

E a forma mais priméaria de manutencao, uma vez que s6 é realizada apds a ocorréncia
do defeito e poderd consequentemente envolver avarias graves. Além do custo inesperado
envolvido na correcao, a falta de disponibilidade do equipamento implica a quebra da
producao e possivel perda do produto, bem como oportunidade de negocio. Uma quebra
nao esperada também pode representar um risco de seguranca dependendo da situacao
(ARAUJO, 2015).

Esta metodologia consiste em atuar em um equipamento apds a falha do mesmo. Esta
atuacao pode ou nao ser planejada, uma vez que, com um acompanhamento prévio do
estado, é possivel estimar o momento que a falha vird a ocorrer, sendo uma decisao
gerencial manter o equipamento em operagao até a ocorréncia da falha (OTANT; MACHADO,
2008).
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Entretanto, sem o devido acompanhamento das condigoes de operacao, nao ha o planeja-
mento para a correcao da falha, quando esta vir a ocorrer. Ainda de acordo com Otani
e Machado (2008), este tipo de manutengao gera custos mais elevados do que a corretiva
planejada, pois causa perdas de producao devido a parada da planta produtiva e, por

consequéncia da falta de monitoramento, os danos ao equipamento tendem a ser maiores.

Com a manutencao corretiva planejada, é possivel manter o equipamento em operagao
até a ocorréncia da falha, entretanto com um devido planejamento de como proceder no
momento da quebra para reestabelecer as condicoes de operacao em um menor tempo
(MORAES! et al., 2020). As vantagens da adogao deste tipo de manutencao, de acordo
com Moraes! et al. (2020), sdo: Redugao do tempo de parada do equipamento e conse-
quentemente do impacto gerado na producgao, com base no alinhamento dos interesses
de producao e manutencao; planejamento da execucao do trabalho e garantia de equipe
qualificada, materiais e ferramentas necessarias para tal, para que nao haja avaria no

equipamento.

2.1.2 Manutencao preventiva

Com esta técnica, existe o conceito do tempo de vida 1til do equipamento. Sao realizadas
inspegoes e/ou reparagoes periédicas para substituicdo de componentes e lubrificagao de
partes, sendo que a periodicidade é determinada por parametros que levam em conta
dados estatisticos e que sao fundamentais para determinar o tempo de vida 1util das
pecas, e desse modo reduzir a probabilidade de ocorréncia de falha. Contudo, envolve
igualmente a paragem do equipamento envolvendo os custos inerentes de paragem, bem
como os de mao de obra e de estoque de pegas (ARAUJO, 2015).

Esta técnica de manutencao tem como base o cumprimento de um plano de atuacgao
periédico, de modo a reduzir a ocorréncia de falhas no equipamento e, consequentemente,
reduzir a intervengao corretiva que, como citado anteriormente, acarreta em custos maio-
res. Entretanto, o intervalo entre intervencoes deve ser cuidadosamente estabelecido para
evitar paradas e substituigdo de componentes sem necessidade (OTANT; MACHADO, 2008).

A adocao deste tipo de manutencao deve se também pelo fator de seguranca que o equi-
pamento possui no processo e o risco a que expoe as pessoas. Além disso, outros fatores
devem ser considerados para adogao da mesma como a possibilidade de realizagao de ma-
nutencao no equipamento, assim como os sistemas industriais que operam continuamente
(MORAES! et al., 2020).
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2.1.3 Manutencao preditiva

Esta técnica, também denominada verificacao da condicao, consiste no planeamento e
na definicao antecipada das intervencoes corretivas, a partir do conhecimento da real
condicao de funcionamento das maquinas através da aplicacao de uma monitorizagao
continua, capaz de detetar e diagnosticar com antecedéncia o surgimento de falha. Com
este tipo de manutengao ¢é possivel estimar o tempo de vida de determinado componente.
Tem a vantagem de reduzir as perdas originadas por reparos e paragens desnecessarias.
As técnicas de monitoramento nao invasivas utilizadas neste plano abrangem termografia,
analise de vibracao, andlise de corrente elétrica, analise de ruido actstico e ferrografia
(ARAUJO, 2015).

Esta técnica corresponde ao acompanhamento das condi¢oes de funcionamento do equi-
pamento através de dispositivos e/ou sensores com o objetivo de detectar previamente
a necessidade de intervencao no mesmo, levando o ativo a operar dentro de condigoes
controlaveis até o fim de sua vida 1til (MORAES! et al., 2020).

A manutencao preditiva visa garantir a qualidade da operagao de um equipamento com
base em técnicas de andlise de condi¢oes com a intencao de reduzir e otimizar o niimero

de intervencoes por manutencao preventiva, assim como a corretiva.

Por meio de diversas técnicas de andlise de condicao, é possivel determinar o momento
ideal para intervencao em um equipamento, o que possibilita que o mesmo opere por mais
tempo. Ao mesmo tempo, a manutencgao é realiza de forma mais eficiente, uma vez que
a intervengao ocorre com base em dados coletados, em vez de um cronograma perioddico,
conforme manutencao preventiva (OTANT; MACHADO, 2008).

Desta maneira, a Manutencao Preditiva promove a disponibilidade e confiabilidade a
proporg¢ao que nao estimula a intervengao desnecessaria nos equipamentos (MORAES! et
al., 2020).

2.2 DMotores elétricos de inducao

Dentre os varios tipos de motores elétricos, o motor de indugao trifasico (MIT) evidencia-
se pelo seu modo de funcionamento simplista extremamente versatil, construcao resis-
tente, rendimento aceitavel e pouca necessidade de manutengao. O MIT é uma maquina
elétrica de corrente alternada constituida por elementos comuns a todos os tipos e que

sao essencialmente o estator e o rotor, respetivamente a parte fixa e a rotativa (ARAUJO,
2015).
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O principio de funcionamento do motor de indugao trifasico baseia-se na conversao de ener-
gia elétrica em energia mecanica. E um componente amplamente utilizado pela industria

em variadas aplicagoes.

O motor de inducao trifasico, ao ter uma tensao aplicada nas bobinas do estator, gera
um campo magnético girante que, por sua vez, ird causar a movimentacao do rotor, cuja
velocidade depende do numero de polos do equipamento e a frequéncia de operacao da

rede elétrica.

No estator estao instaladas trés bobinas que, ao serem alimentadas, cada uma, por uma
fonte trifasica, gera um campo magnético girante. De maneira similar a um transformador,
o rotor produz uma forca eletromotriz que tende a alinhar-se com o campo girante do
estator, o que causa o movimento rotativo pelo rotor. E importante notar que, para o
motor assincrono, a velocidade de rotagao do rotor nao é a mesma do campo gerado pelo
estator. Esta diferenga é denominada fator de escorregamento. A Figura 2.1 descreve os
componentes de um motor de indu¢do (GANGSAR; TIWARI, 2020).

Alojamento do

Placa de Nucleo do estator Placa de ventilador
cobertura 1 com enrolamento  Estator cobertura 2 N\
\ _ , ; by
Eixo do rotor \‘\ o

N\ Ventilador

Rolamento 2

Barra do rotor  Anel final Fundacdo
Rolamento 1

Figura 2.1: Vista explodida de um motor de inducao.

O rotor é formado por uma bobina polifdsica com os condutores curto-circuitados, ener-
gizando assim por submissao a fenomenos de inducao magnética. A bobina é por sua vez
atravessada por um veio mecanico assente em rolamentos. Pode apresentar duas confi-
guracoes distintas, sendo a chamada “gaiola de esquilo” a mais utilizada devido ao fato de
nao apresentar contatos elétricos sujeitos a desgaste. Esta configuracao é composta por
barras de aluminio condutoras equidistantes e interligadas nos extremos (ARAUJO, 2015).

A velocidade de rotacao do campo girante criado no estator, denominada velocidade
de sincronismo ¢ ligeiramente superior a velocidade de rotacao do campo criado no rotor,
sendo por isso denominado um movimento assincrono entre campos magnéticos (ARAUJO,
2015). A velocidade de rotagao de um motor de indugao trifasico é fixa, entretanto depende
da frequéncia da tensao de alimentagao e do niimero de polos, de acordo com a Equacao
2.1 a seguir:
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Ng = 60 * frequencia/polos (2.1)

O escorregamento é a relacao entre as velocidades de rotacao sincrona e velocidade do
rotor, conforme Equagao 2.2.

%100 (2.2)

De acordo com anélises estatisticas de falhas em motores elétricos (Figura 2.2), grande
parte das causas destes defeitos estao relacionados com rolamentos. Dessa forma, diversos
modelos de classificagao e detecgao de falhas sao especializados em rolamentos. Entre-
tanto, o modelo proposto neste trabalho busca cobrir uma gama maior de possibilidades
de falha.

@ Rolamentos

W Ventilagéo

O Rotor

O Eixo/Acoplamento

W Buchas

@ Dispositivos Externos
W Nao Especificado

37%

33%

Figura 2.2: Estatisticas de causas de falhas em motores elétricos

2.3 Analise de sinais no dominio da frequéncia

Para poder analisar o sinal de vibracao de um motor elétrico, é preciso realizar procedi-
mentos matematicos de modo a permitir a visualizagao do espectro em frequéncia deste,
uma vez que a andalise do sinal no tempo nao permite a distin¢ao das frequéncias contidas
neste. Para tal, ferramentas como a Transformada de Fourier permite a transformacao

de um sinal para o campo da frequéncia.

A andlise direta da vibragao no tempo, normalmente, nao apresenta muita informacao
ttil. E necesséria que ela seja processada adequadamente para que as suas caracteristicas
sejam identificadas e como tal procede-se a conversao da sua representacao para o dominio
da frequéncia. A resposta em frequéncia é conseguida através da transformada de Fourier
(FFT), que mostra as frequéncias onde a energia vibratéria se concentra, num espectro

continuo de um sinal nao periédico no tempo. Neste caso como o problema apresentado

11
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trata de sinais discretos é necessario implementar um algoritmo para transformar N amos-
tras de dados no dominio do tempo para o dominio da frequéncia pelo que se recorre a
Transformada Discreta de Fourier (DFT) (ARAUJO, 2015).

e Transformada de Fourier

A Transformada de Fourier é uma ferramenta matematica que permite a decom-
posicao de um sinal no dominio do tempo em somas de sinais senoidais. Dessa
forma, é possivel observar as componentes de frequéncia do sinal, o que nao é possivel
se observar no sinal original (Figura 2.3). A partir desta transformada é possivel,
também, visualizar a magnitude de cada componente de frequéncia do sinal.

Sinal de 1 kHz no dominio do tempo

Amplitude

Tempo (milissegundos)

Sinal de 1 kHz no dominio da frequéncia

Amplitude

a0 950 1000 1050 1100

Frequéncia (Hz)

Figura 2.3: Sinal no tempo e na frequéncia.

e Transformada de Fourier de tempo discreto

Sinais amostrados digitalmente apresentam uma peculiaridade para o calculo da
Transformada de Fourier, uma vez que o sinal apresenta descontinuidades. Dessa
forma, para processamento digital, é necessario aplicar a Transformada de Fourier

de Tempo Discreto, prépria para sinais amostrados (Equagao 2.3).

X(w) = Z z[n].e”"" (2.3)

Segundo Araijo (2015), a implementagcao direta da DFT sobre N amostras de dados
requer um esforco computacional de aproximadamente N2 multiplicacdes complexas

e N? — N adicoes complexas pelo que é necessario muito tempo de computacao.

No entanto quando se tem uma sequéncia em que N é uma poténcia de 2, pode-
se implementar um algoritmo para processar a DF'T muito mais rapidamente com
TN % log,(N) multiplicacdes e N x logy(N) adi¢bes. Esse algoritmo é denominado
por Transformagao Répida de Fourier (FFT). Assim a FFT é um método eficiente
para o calculo da DFT, ganhando tempo e reduzindo esforco computacional, assim
como uso de memdria (ARAUJO, 2015).

12
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Ainda segundo Aratjo (2015), de forma a ter-se uma representagao discreta do
sinal original e da frequéncia de vibracao dos componentes na FFT, a frequéncia de
amostragem dos dados devera ser determinada com base no teorema de Nyquist. De
acordo com o teorema, para que se possa representar o sinal adquirido com o minimo
de perda de informacao, a frequéncia de amostragem deve ser igual ou maior a duas

vezes a maior frequéncia maxima do espectro desse sinal (Figura 2.4).
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Figura 2.4: Diferenca na amostragem de um sinal.

2.4 Analise de falhas

Motores elétricos sao equipamentos amplamente utilizados na industria para conversao de
energia elétrica em mecanica. A extensa utilizagao destes motores elétricos pela industria
os submete a ambientes hostis, operacao indevida, defeitos de fabricacao, entre outras

condigoes que podem acarretar em falha.

A confiabilidade e a disponibilidade dos motores de indugao sao cruciais para garantir
uma operacao continua e sem problemas na industria. No entanto, os motores de inducao
sao expostos a muitas tensoes inevitaveis, como as tensoes mecanicas, elétricas, térmicas
e ambientais, ao longo da operacao devido a variacao na carga externa, desvio na fonte de
alimentacao, calor excedente, lubrificagao inadequada e vedagao incompetente, ambiente
empoeirado , defeito de fabricacao e envelhecimento natural. Isso cria alguns modos de
falhas inesperadas em diferentes componentes do motor (GANGSAR; TIWARI, 2020).

E importante a manutencao do bom estado de operacao dessas maquinas, pois uma falha
pode causar a parada parcial ou até total de uma planta de producao, o que causara
prejuizos financeiros a empresa. De acordo com ZAREI, TAJEDDINI e KARIMI (2014),
as maiores causas de falhas em motores elétricos estao relacionados com falha nos rolamen-
tos ou nos estatores. Estas falhas, quando detectadas por meio da manutencao preditiva
e mitigadas, prolongam a vida ttil dos equipamentos. Entretanto, existem outras fontes

de falha, capazes e causar danos e até a perda do equipamento, que devem ser detectadas
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para garantir o bom funcionamento dos motores. A porcentagem esperada de falha de

componentes IM é descrita como:

e Danos nos rolamentos: 41-42%
e Danos no enrolamento do estator: 28-36%
e Danos relacionados ao rotor: 89% e

Outros danos: 14-28%.

As falhas do rolamento e as falhas do enrolamento do estator juntas respondem por pelo
menos 69% do total de falhas do motor. Embora as falhas percentuais do rotor e eixo
sejam muito baixas, os danos maximos do rolamento ocorrem devido ao rotor excéntrico,
eixo desalinhado e desequilibrado e, ocasionalmente, falha do enrolamento que resulta
devido a fricgao do rotor defeituoso (desalinhado e quebrado) (GANGSAR; TIWARI, 2020).

O monitoramento remoto tem um papel importante em plantas com equipamentos criticos
que necessitem de um monitoramento constante e intensivo. Neste tipo de monitoramento,
evita-se a utilizacao de recursos humanos para a coleta de sinais, evitando-se a exposicao
de pessoal a dreas de risco desnecessariamente (ALVARES, 2008).

Existem diversas técnicas em aplicagao em ambientes industriais para deteccao de falhas,
oriundas de variadas fontes, a exemplo da andlise termografica, analise de assinatura de
corrente do motor (MCSA), andlise de assinatura de poténcia instantanea (IPSA) e anélise
de vibragao.

2.4.1 Tipos mais comuns de falhas em motores elétricos

Uma falha é uma irregularidade no funcionamento do equipamento que resulta em danos
aos componentes, perdas de energia e eficiéncia reduzida da maquina. Tipos comuns de
falhas de maquina sao desbalanceamento, desalinhamento, falhas nos rolamentos, falhas
em engrenagens e acoplamentos, rachaduras no rotor e eixos empenados. A amplitude
aumentada das frequéncias predominantes indica a severidade da falha (ABDULBARY;
EMBABY; GOMAA, 2021).
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2.4.1.1 Desbalanceamento

O desbalanceamento em um rotor é definido como uma distribuicao desigual de massa em
torno do centro de rotagdo (GANGSAR; TIWARI, 2020). Este defeito, sempre aparece na
forma de vibragoes perceptiveis que prejudicam o funcionamento do equipamento quando
excedem as tolerancias. Isso encurta a vida 1til de maquinas e reduz seu valor de utili-
dade. No pratica, nao ha rotores perfeitamente balanceados devido a erros de fabricacao,
tolerancias e a mudangas geométricas no rotor durante a opera¢do em campo (ABDUL-
BARY; EMBABY; GOMAA, 2021). Isso requer que o rotor seja balanceado por meio da
adicao ou remocao de massas de correcao em certas posicoes.

E uma falha com pouca expressao face as outras referidas, no entanto é uma das fontes
mais comuns de vibragao em maquinas rotativas e potencializa o surgimento de outras
falhas dependendo da sua severidade. As suas principais causas sao devidas a gradientes
térmicos, desbalanceamento nos rolamentos por ma colocagao ou defeito, nao homogenei-

dade do rotor por imprecisao na fabricagao e excentricidades (ARAUJO, 2015).

O desbalanceamento pode ser caracterizado como estatico ou dinamico. O desbalan-
ceamento estatico é devido ao desequilibrio de forcas em um unico plano transversal,
enquanto o desbalanceamento dinamico é devido ao desequilibrio de forcas em diferentes
planos transversais, que também geram o par de desbalanceamento. Este defeito gera
forcas centrifugas extremas e vibragoes durante a operacao que degradam a vida 1til do
rotor, rolamentos, acoplamento, vedacoes e engrenagens (GANGSAR; TIWARI, 2020).

Segundo Aratjo (2015), na maioria dos casos é detetada uma alta amplitude no espectro
na mesma frequéncia que a de rotacao do rotor ou até trés vezes essa mesma frequéncia,
sendo que na direcao radial a sensibilidade serd maior e como tal aparecem maiores va-
lores de amplitude. A amplitude de vibracao é diretamente proporcional ao grau de
desbalanceamento, esse fato é importante pois permite que o rotor possa ser balanceado
minimizando o problema. Outro facto importante é que a amplitude é proporcional ao
quadrado da velocidade do rotor. O balanceamento pode ser realizado de forma estatica,
onde a compensacao de massas ¢é feita no mesmo plano, ou de forma dinamica em dife-

rentes planos.

2.4.1.2  Desalinhamento

O desalinhamento existe devido ao acoplamento inadequado da maquina a carga, distorgao
térmica e assimetria na carga aplicada. Desalinhamento em maquinas rotativas resultam

em forcas de reacao e momentos que atuam sobre o acoplamento que causam vibracoes
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no sistema rotativo. Embora teoricamente o alinhamento perfeito nao cause vibragao,
na pratica é impossivel obter-se um rotor alinhado. No entanto, deve-se estar dentro de
um nivel aceitavel de tolerancia com base no tipo de motor em questdo (ABDULBARY;
EMBABY; GOMAA, 2021).

No desalinhamento paralelo, a distancia minima entre o estator e o rotor é fixa, e é
determinada pelo posicionamento inadequado do rotor e do ntucleo do estator durante o
comissionamento. No caso de desalinhamento angular, o centro do rotor nao coincide com
o centro de rotagao do rotor. (GANGSAR; TIWARI, 2020).

Se as excentricidades no entreferro, ou seja, a presenca de irregularidades no campo girante
entre o rotor e o estator forem negligenciadas, a maquina podera sofrer sérios danos.
Este tipo de falha frequente é independente do tipo de rotor utilizado, ocorrendo quando
existe uma diferenca substancial de tamanho entre duas regioes distintas no entreferro ou
airgap do motor. Na Figura 2.5, as duas regides estao representadas e fica evidente que
numa situacao de excentricidade os eixos geométricos do estator e do rotor deixam de ser
coincidentes (pontos Or e Os) (ARAUJO, 2015).

(a) (b)

airgap
minimo

airgap

maximo
| B Estator [] Rotor

Figura 2.5: Dois tipos de excentricidade no entreferro: a) estética e b) dinamica.

Na Figura 2.5 (a), este tipo de excentricidade caracteriza-se por um desalinhamento oval
do estator e a posicao do airgap minimo é invariavel. A manifestacao da irregularidade
resulta num desequilibrio das forcas radiais, passagem de corrente elétrica através dos
rolamentos, ruido e numa vibracao acrescida provocada por uma frequéncia igual ao dobro
da frequéncia de rede (100 Hz). A amplitude de vibracdo aumenta com a carga e anula-
se quando a alimentacao do motor é desligada. A causa mais comum deste tipo de
excentricidade sao imperfei¢coes no processo de manufatura, rotor e eixo nao concéntricos,

niicleo do estator oval e empeno térmico do rotor (ARAUJO, 2015).

Na Figura 2.5 (b) a posicao do airgap minimo gira juntamente com o rotor. Se o rotor
nao for perfeitamente uniforme, no caso de uma velocidade baixa existird uma frequéncia

resultante de deslizamento. Esse fato ocorre devido a uma possibilidade de motivos tais
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como veio do motor curvado, sistema trifasico desequilibrado, rolamentos danificados ou
devido a existéncia de algum apoio do motor mal apertado ou empenado o que origina a

deformacao do estator e uma distribui¢ao assimétrica do entreferro (NANDI et al., 2010).

2.4.1.8 Danos no estator

No estator poderao ocorrer varios tipos de falhas, sendo que 94% destas ocorrem ao nivel
dos seus enrolamentos e as restantes distribuidas pelo quadro e ntcleo. A falha mais
comum esta relacionada com problemas de fase dos enrolamentos do estator devido a
curto-circuito. Este fenomeno pode acontecer numa ou entre varias fases. Falhas no

nicleo ferromagnético também poderao acontecer, contudo sao menos frequentes.

A ocorréncia das falhas mencionadas tem como origem a deterioracao de um dos elemen-
tos intrinsecos mais vulneraveis numa maquina elétrica, o isolamento do estator. Um
correto isolamento preserva o tempo de vida 1til da maquina e do seu funcionamento,
atuando como dissipador térmico reduzindo deste modo o risco de sobreaquecimento dos
condutores. Outra funcao deste componente é garantir que a corrente circule no caminho

desejdvel, prevenindo a ocorréncia de curto circuitos na bobinagem (ARAUJO, 2015).

2.4.1.4 Falhas em rolamentos

Os rolamentos sao os componentes mais criticos de qualquer sistema rotativo. Sao utili-
zados para apoiar os eixos das maquinas rotativas. Assim, qualquer falha ou mau fun-
cionamento nos mancais pode resultar em perdas no nivel de producao e equipamentos,
bem como ter um ambiente de trabalho inseguro para as pessoas (ABDULBARY; EMBABY;
GOMAA, 2021). Dessa forma, o diagndstico de falhas em rolamentos tem obtido grande
atencao dos pesquisadores nos ltimos anos, especialmente com a utilizacao de modelos

classificadores de falhas dedicados a estes tipos de anomalias.

Rolamentos sao, geralmente, compostos por um anel interno e outro externo, com um
conjunto de esferas metdlicas no seu interior, fixadas por meio de uma armadura metalica
(ARAUJO, 2015). Ainda de acordo com Aradjo (2015), falhas nestes componentes po-
dem ser diagnosticadas através das analises de vibragao, detectando componentes com
frequéncias caracteristicas de defeitos e suas harmonicas. O prognéstico de falha nao se
baseia apenas na intensidade dessas componentes, mas também no padrao de distribuicao
de energia pelas diversas bandas no espectro de frequéncia, o que permite identificar o

estado de degradacao do rolamento.
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Estes defeitos podem ser classificados como defeitos localizados e defeitos distribuidos. Os
localizados sao visiveis no proprio rolamento e aparecem nos principais componentes: na
pista externa, pista interna, gaiola e nos elementos rolantes. Os distribuidos referem-se
a danos que nao estao concentrados num local especifico, como pista externa desgastada

ou elementos rolantes deformados.

O defeito localizado é considerado de ciclico pois produz um impacto entre a esfera e a
pista gerando uma frequéncia e um ruido detetavel e previsivel que pode ser visualizado
no grafico da forma de onda no dominio do tempo. Essa frequéncia a que a vibragao
ocorre ¢é previsivel e depende da superficie do rolamento em que o defeito se encontra,
bem como da dimensao geométrica dos elementos e da frequéncia de rotacao do rotor
(ARAUJO, 2015). Apesar disso as frequéncias caracteristicas de vibragao no caso de falha
nao sao sincronas, ou seja nao sao multiplas inteiras da velocidade do rotor, e nesse caso
pode permitir a identificacao da zona de falha mesmo quando nao se sabe o rolamento
presente na maquina. E importante ainda ressaltar que estas frequéncias sao verdadeira-
mente frequéncias de falha, isto é, elas s aparecem nos espectros de vibragao quando os
rolamentos estao defeituosos (SIDDIQUT; SAHAY; GIRI, 2014).

Segundo Siddiqui, Sahay e Giri (2014), as principais causas das falhas nos rolamentos sao:

e Contaminacao: o processo de contaminacao ocorre através da deposicao de peque-
nas particulas abrasivas de dureza variavel que frequentemente contaminam a lubri-

ficacao do rolamento;

e Corrosao: o processo de corrosao ocorre com a presenca de agentes oxidantes como
agua, acido ou lubrificacao contaminada. Com o avanco da corrosao particulas sao

expelidas resultando num processo idéntico a contaminacao;

e Instalacao inadequada de rolamento: no caso de o rolamento ser instalado de forma
imprépria, ocorrem falhas causadas por forcar o rolamento contra o eixo ou contra
a carcaca, desalinhamento, deflexao do eixo, empeno da pista deslizante interna ou
externa, resultando em danos fisicos. Os problemas referidos podem surgir como con-
sequencia de um carregamento mais pesado que o previsto, sobrecarga, ou de ajustes
demasiado apertados. Estas falhas referidas podem ser facilmente confundidas com
desequilibrios nas fases do estator, devido a sua influéncia no comportamento do

funcionamento do motor;

e Lubrificacao imprépria: lubrificar inadequadamente, quer por utilizar lubrificante
deteriorado devido a contaminacao, quer por uma utilizacao carente ou excessiva do
mesmo, a temperatura no interior do rolamento é influenciada. No caso de caréncia
de lubrificante surge um aquecimento gerado por atrito, que deteriora a lubrificacao
existente potenciando o aceleramento do processo de falha. Por outro lado, uma
vedacao ineficaz do isolante do rolamento pode permitir o derrame de lubrificante,
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e consequente entrada de agentes erosivos. A utilizacao de lubrificante em excesso

pode acarretar neste tipo de ocorréncia.

Além destas, Gangsar e Tiwari (2020) mencionam outras possiveis causas para falhas
em rolamentos, como alta vibragao do rotor devido ao grande torque de carga de saida
que, em ultima andlise, leva a alta tensao de fadiga, deterioracao de lubrificagao devido a
tensao do eixo direcionando para alta corrente no rolamento e, calor excessivo conduzido

através do eixo.
Quando o rolamento apresenta falhas, a distribuicao de carga é desequilibrada e resulta

em mais vibra¢do em determinadas frequéncias (SANTOS et al., 2019). Os elementos de
um rolamento podem ser visualizados na Figura 2.6.

Pista externa

Pista interna

Diametro da esfera

Dismetro da gaiola

Figura 2.6: Componentes de um rolamento.

2.4.2 Analise termografica

Durante o funcionamento, um motor elétrico realiza a conversao da energia elétrica da
alimentacao em energia mecanica e térmica. Quanto maior o trabalho mecanico realizado
pelo equipamento, a dissipagao térmica sera proporcionalmente maior. Entretanto, existe

um limite para a temperatura dos componentes internos e externos da maquina, uma vez
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que uma temperatura demasiadamente elevada pode ser um indicativo de falha.

A anadlise termografica é uma técnica nao invasiva de avaliacao de condi¢oes de um motor
elétrico. Consiste em utilizar uma camera capaz de captar radiacao infravermelha para
obter uma imagem que converte esta radiagao em niveis de temperatura (ALVARES, 2008).
Através da termografia é possivel obter um mapeamento dos componentes do motor com o
intuito de distinguir regioes de diferentes temperaturas superficiais, através da visualizagao
artificial da luz dentro do espectro de infravermelhos (ARAUJO, 2015).

Segundo Alvares (2008), o processo de radiacao ocorre em transferéncia de energia de
uma superficie com altas temperaturas para outra superficie de temperatura mais baixa,
quando tais superficies estao separadas no espaco, ainda que exista vacuo entre eles,
através de ondas eletromagnéticas denominadas calor radiante, predominando os raios
infravermelhos que viajam na velocidade da luz, a energia assim transferida é chamada
de radiagao térmica, e a capacidade de um corpo emitir energia infravermelha é chamada

de emissividade.

A emissividade, demonstrada na equacao 2.4, é uma grandeza adimensional que varia
entre 0 e 1, sendo o menor valor correspondente a um corpo transparente, e o maior valor
correspondente a um corpo negro ideal que absorve e emite toda a radiagao incidente (PE-
REIRA, 2015). De acordo com a lei de Stefan-Boltzmann, a energia emitida é proporcional
a emissividade do corpo e a quarta poténcia da temperatura, dessa forma o equipamento
de medicao de temperatura absorve esta energia e converte em sinais elétricos que sao

processados para facil visualizagao.

E=cxoxT* (2.4)

Entretanto, o processo de determinacao da emissividade de um corpo nao é uma tarefa
simples, e um valor incorreto pode causar uma variacao na temperatura lida pelo sen-
sor. Para facilitar este processo, fabricantes de sensores disponibilizam tabelas contendo
valores para diversos materiais.

As cameras sao equipamentos portateis, onde o operador aponta para o motor elétrico
e observa as temperaturas por todo o motor, correlacionando as cores no visor com a
escala determinada pelo aparelho. Embora estes leitores sejam bastante eficazes na deter-
minacao da temperatura no equipamento, estes apresentam um custo de aquisigao elevado,
e também podem nao ser eficazes para a analise de equipamentos de grande porte, uma vez
que a escala do aparelho pode nao corresponder a temperatura do equipamento, causando

distorcoes nas leituras.
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O monitoramento da temperatura na carcaga do motor também é um método que pode ser
utilizado pois permite detetar aquecimentos localizados em zonas especificas, consoante a
localizagao do sensor térmico, contudo apenas d4d indicagao de sobreaquecimento indiscri-
minado uma vez que a temperatura medida é resultado da confluéncia das temperaturas

geradas no estator, carga resistiva e da temperatura ambiente (ARAUJO, 2015).

Este método de andlise é capaz de prover medicoes de temperatura em diversos pontos
do equipamento, em tempo real. Dessa forma, é possivel identificar o ponto de origem da
falha, assim como seu grau de severidade, uma vez que o equipamento, quando em perfeito

estado, deve operar dentro de um intervalo de temperatura determinado pelo fabricante.

Outra forma possivel de analisar termicamente um motor consiste na medicao local de
temperatura. Para isso sao utilizados sensores de temperatura embebidos no isolamento
dos condutores do estator ou na parte interior da carcaca que permitem medir a evolugao

da temperatura de forma precisa em pontos desejdveis (ARAUJO, 2015).

Ainda de acordo com Araijo (2015), como alternativa mais barata tém sido desenvolvi-
das solugoes de estimagao de temperatura, com base na resisténcia dos enrolamentos do
estator. Existem varios tipos de sensores sendo os mais utilizados o termopar, o resistivo

e o de silicio.

2.4.3 Analise de assinatura de corrente

A andlise de assinatura de corrente tem seu principio baseado na coleta de leituras de
corrente por meio de sensores nas fases de alimentagao, de modo a buscar por alteragoes no
espectro de corrente. Esta medigao pode ser realizada com sensores de corrente invasivos

ou nao invasivos.

Este método identifica anomalias nos motores, através da deteccao de alteragoes nas cor-
rentes do motor pela sua analise espectral. Utiliza o motor como transdutor6 para detetar
a presenca e severidade de falhas elétricas e mecanicas em boa parte do conjunto eletro-
mecanico. Através da monitorizacao de uma das trés fases da corrente de alimentacao,
a técnica permite detetar quebras nas barras do rotor, enrolamentos do estator curto-
circuitados, problemas de acoplamento e rolamentos danificados (ARAUJO, 2015).

Ao apresentar um comportamento de falha, serdao geradas frequéncias harmonicas a partir
da modulagdo do campo magnético no entreferro (OBAID; HABETLER; GRITTER, 2000).
Os sinais sao obtidos pelos sensores no dominio do tempo, porém a analise é realizada no
dominio da frequéncia.
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Existe a possibilidade de realizar a afericao da corrente a partir de sensores instalados
diretamente nas linhas de alimentacao, ou por meio de sensores nao invasivos, onde é ne-
cessario envolver o condutor a ser medido com o sensor, que consiste em um transformador
cuja saida é proporcional a corrente que passa pelo condutor. Desta forma, esta técnica
permite a manutencao preditiva em motores sem a necessidade de acesso a instalagao dos

mesmos, mas apenas ao painel de alimentagao.

O objetivo desta técnica é coletar leituras da corrente na alimentacao do motor para entao
permitir a obtencao do sinal denominado como assinatura de corrente. De acordo com
Bonaldi et al. (2012), este sinal é necessario para identificar a magnitude e frequéncia de
cada componente individual que constitui o sinal de corrente. Dessa forma, é possivel
identificar padroes de comportamento que indicam a presenca de falhas em diversos com-

ponentes do motor.

Segundo Aratjo (2015), a corrente do estator das méquinas de indugao tem um espectro
que varia harmonicamente devido ao facto da disposicao dos enrolamentos das ranhuras
nao ser perfeitamente sinusoidal, devendo-se as imperfeigoes ou irregularidades ocorridas
no fabrico do motor ou dos elementos constituintes da fonte de alimentagao. Esse com-
portamento é previsivel e mencionado pelo fabricante como sendo a assinatura do motor

em que ¢ indicada a sua frequéncia caracteristica de alimentacao proveniente da rede.

No caso de um motor ter uma falha no estator, a configuracao do campo eletromagnético
girante é influenciada e como consequéncia as componentes harmoénicas da corrente do es-
tator tém as suas amplitudes afetadas (ARAUJO, 2015). Com a andlise periédica do espec-
tro de frequéncia das correntes do estator, identificam-se as componentes harmonicas dire-
tamente relacionadas com as perturbacoes provocadas pelas tensoes induzidas do campo
magnético resultantes de falha (MEHALA; DAHIYA, 2009).

2.4.4 Analise de sinais aciusticos

A emissao actstica é uma técnica de avaliagdo passiva e nao destrutiva que monitora
as ondas de tensao transitoria dos materiais. Além disso, como resultado de mudancas
microestruturais para os materiais ou estruturas, a emissao acustica mostra as ondas de

estresse acustico que surgem a partir da liberagao da energia (ALSHORMAN et al., 2021).

Esta técnica consiste em analisar o espectro em frequéncia de um sinal sonoro emitido pelo
motor em operagao e captado por um ou mais microfones. Utiliza-se esta metodologia
quando nao é possivel fixar um sensor no equipamento devido a diversos fatores, como
dificuldade de acesso ao mesmo, ou a impossibilidade de fixar um acelerometro a carcaca
do motor por causa de umidade e temperatura elevadas (GERMEN; BASARAN; FIDAN,
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2014).

O funcionamento anormal da maquina resulta normalmente num barulho caracteristico
de elevadas frequéncias, que pode levar a identificacao da falha derivada de problemas
elétricos e mecanicos. A principal causa do ruido do motor estd relacionada com as forcas
eletromagnéticas que atuam nas superficies dos componentes e com a ventilagao do motor
devido a turbuléncia de ar causada por distirbios de pressao impostos pelo ventilador
(ARAUJO, 2015).

Também é comum a combinacao da anélise de vibragao com esta técnica, pois ao comparar
os resultados obtidos pelas duas metodologias, é possivel obter um diagnéstico mais preciso
(GERMEN; BASARAN; FIDAN, 2014). Entretanto ruidos externos podem prejudicar ou
impossibilitar a aplicacao da analise de sinais actsticos. Estudos mostram que para a
detecgao de falhas em rolamentos, esta técnica mostra-se bem efetiva (GERMEN; BASARAN;
FIDAN, 2014).

De acordo com (ALSHORMAN et al., 2021) esta técnica apresenta uma melhor performance
para a deteccao de falhas de origem elétrica do que para falhas de origem mecanicas, e
consegue ser confiavel para detectar falhas incipientes nos motores de indugao. Entretanto,
de acordo com Mehala e Dahiya (2009), a desvantagem desta técnica reside no fato de
depender das condicgoes de ruido sonoro de fundo, pelo que normalmente em ambiente

industrial torna-se um método pouco viavel.

2.4.5 Analise de vibragao

Esta é uma técnica amplamente utilizada no ambiente industrial e que pode ser comple-
mentada com a Anélise de Assinatura de Corrente, uma vez que distorgoes na alimentagao
do equipamento refletem em vibragoes que podem ser detectadas por meio deste método.
Dessa forma, ao comparar o espectro de corrente elétrica, é possivel distinguir se a falha é
causada por instabilidades na energia ou se realmente trata-se de um problema mecanico.

Para a deteccao de falhas de origem mecanicas, é utilizada a andlise de vibracao, onde,
por meio de um equipamento dotado de um sensor acelerometro, é aferido um sinal de
vibragao em aceleracao, velocidade ou deslocamento, para entao observar estes dados no
espectro do tempo ou frequéncia.

Ao considerar o sinal no dominio do tempo, é possivel observar os niveis de vibracao pico
a pico, pico, ou RMS: os valores de pico a pico indicam uma falha severa, enquanto que
o pico sinaliza uma falha prematura.
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De acordo com Li, Wang e Wang (2019), os critérios de avaliagao da vibragao da méquina
dependem de uma ampla gama de fatores e os critérios adotados variam significativa-
mente para diferentes tipos de maquina. De acordo com a norma ISO 20816, existem trés
quantidades primarias de vibracao: deslocamento, velocidade e aceleragao. No entanto,
na maioria das situagoes, é dificil fornecer tolerancias absolutas de vibracao para qualquer
maquina. Existe, portanto, um risco ébvio de julgar os niveis de vibracao medidos, peri-
gosos quando nao sao, ou o contrario - nao perigosos quando sao perigosos. A experiéncia
humana e a interpretacao dos valores medidos ainda desempenham um papel importante
no monitoramento da condicao de vibracao. Portanto, como aplicar abordagens de apren-
dizado de méaquina para tomada de decisao com maior precisao em condic¢oes de vibracao

é sempre uma questao importante.

Para a captura de vibracgoes, sao utilizados sensores transdutores de vibragoes mecanicas.
Existem diferentes tipos de sensores com esta finalidade, porém o escolhido e o mais usado
é o acelerometro por causa da sua versatilidade. Antes da realizacdo de qualquer analise,
a vibragao precisa ser transformada para um sinal elétrico, sendo esta a finalidade do
acelerdmetro. E baseado na conversio de energia mecanica da superficie do motor em

sinais elétricos, cuja forma de onda esta relacionada com a vibracao do mesmo.

O funcionamento deste sensor capacitivo consiste em uma massa acoplada a um sistema de
molas e amortecedores com placas capacitivas em seu entorno. Em repouso, as distancias
entre massa movel e as placas fixas sao iguais. Entretanto, quando o sistema é submetido
a um movimento, esta distancia é alterada, o que causa variagoes na capacitancia, pois

este valor depende inversamente da distancia entre os condutores.

Na Figura 2.7 é possivel perceber o comportamento no espectro da frequéncia de duas
falhas: o desalinhamento angular e paralelo, onde 1x representa a frequéncia dominante de
operagao do motor. Caso este esteja alimentado diretamente em uma rede elétrica de 60
Hz, esta sera sua frequéncia dominante. Entretanto, ao inserir um inversor de frequéncia

para controle de velocidade, este componente serd alterado.

Desalinhamento Angular Desalinhamento Paralelo
Velocidade Velocidad PM*
Pmx P+ elocidade v PM*
1X 2X
- - Ll
= d
3 3
2X 3X =
3X
0o 1 2 3 4 5 6 7 8 9 10 0o 1 2 3 4 5 6 7 8 9 10

Ordem

*PM = Ponto de Monitoramento

Figura 2.7: Desalinhamento angular e paralelo e respectivos comportamentos em frequéncia.
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Dessa forma, outras falhas apresentam o que se chama de assinatura de frequéncia, ou
seja, o comportamento da vibracao gerado pela falha. Dentre as mais comuns, citadas
na Figura 2.8, estao o desbalanceamento, desalinhamento, tor¢ao no eixo, lubrificagao

inadequada e rolamentos danificados.

CAUSA FREQUENCIA | VARIAVEL AMPLITUDE OBSERVACAO
Desbalanceamento 1 Xpm d Proporcional ao Geralmente aparcce
desbalanceamento. no primeiro
Maior no sentido radial harménico
Desalinhamento ou 1/2/3/4 X rpm d Grande em diregio | Desalinhamento entre
eixo torto axial (maior que 50% mancais ou entre
da amplitude, radial) ambas metades do
“manchon”
Folga nos mancais Y2 X rpm d Grande no sentido Como a freqiiéncia ¢
vertical menor que Y2 rpm a
fase pode ser variavel
Falta de firmeza 2 X pm d Instavel Geralmente afeta o
mecinica alinhamento
Correias frouxas 1 X ipm d Instavel
Engrenagens alta, nimero de a/d “blips” Freqiiéncia entre
defeituosas dentes X rpm 15000 ¢ 40000 rpm
Almofadas Alta a “blips” A freqiiéncia alcanca
antifricgao valores maiores do
deterioradas que os registrados
para engrenagens ou
rolamentos
Rolamentos Alta a “blips” Freqiiéncia entre
deteriorados 15000 ¢ 40000 rpm
Lubrificagio Alta a - A amplitude se
modifica notadamente
em fungio da
lubrificacio
Eixo torcido I Xpm d Grandes valores no A amplitude pode se
sentido axial apresentar de forma
pulsatil

Figura 2.8: Relacao entre falhas e assinaturas de frequéncia.

E possivel combinar o uso de diversas técnicas de deteccao de falha para uma maior asser-
tividade e, também, para avaliar os efeitos causados pela falha. Ao combinar esta técnica
com a analise termogréfica é possivel, por exemplo, avaliar a elevacao de temperatura
em componentes rotativos do equipamento na presenca de desalinhamentos. De maneira
analoga, um comportamento anomalo pode também causar distorgoes na corrente elétrica
que pode ser observado com a andlise de assinatura de corrente. Devido a possibilidade
de detectar uma gama extensa de falhas por meio de anélise de vibragao, este método
foi escolhido para o desenvolvimento deste trabalho. Em conjunto com um algoritmo
de classificagao, o modelo proposto sera capaz de atuar na deteccao de falhas comuns e
também as nao recorrentes, de modo a abranger o maior de possibilidades no ambiente

industrial.

2.5 Algoritmos classificadores

Aprendizado de maquina, ou Machine Learning, é uma ramificacao da inteligéncia arti-
ficial que trata da capacidade de algoritmos aprenderem com dados fornecidos, e assim

poder realizar agoes apos este processo. Esses algoritmos podem ser classificados como
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supervisionados ou nao supervisionados.Segundo Zhang (2020), o primeiro consiste em
trabalhar com dados de entrada devidamente rotulados para que, entao, ao receber um
conjunto de dados novos, sem anotacao, seja possivel realizar a identificacao da classe des-
tes. E necessario, portanto, um conjunto de dados para treinamento e outro conjunto para
teste. A diferenca entre estes consiste na auséncia de anotacoes para os dados de teste,

de modo que o algoritmo, a partir do treinamento, seja capaz de obter as classificacoes.

A aprendizagem nao supervisionada, porém, obtém resultados a partir de dados nao
rotulados previamente, sendo assim destinados a organizacao de dados apenas tomando

como base caracteristicas e padroes de semelhanga (ZHANG, 2020).

Algoritmos classificadores sao aqueles que possuem como objetivo prever a classe de um
novo dado, a partir do aprendizado sobre dados semelhantes. Sao uma subcategoria dos
algoritmos de aprendizagem supervisionada, onde o objetivo é prever a categoria de um
novo dado baseado em observagoes passadas (RASCHKA; MIRJALILI, 2017). Serao avaliados
neste trabalho, a performance, acuracia e precisao de trés algoritmos de classificacao:
Support Vector Machine (SVM), K-Nearest Neighbor (KNN) e Redes Neurais Artificiais
(RNA).

2.5.1 SVM

Support Vector Machine (SVM) é uma ferramenta de classificacdo e regressao que utiliza
a teoria de aprendizado de maquinas para maximizar a acuracia na predi¢ao, enquanto
automaticamente evita o overfitting da rede (JAKKULA, 2006). Este algoritmo realiza
o aprendizado atribuindo anotagoes aos dados (NOBLE, 2006). Ainda de acordo com
NOBLE (2006), o SVM pode ser usado em diversas aplicagoes, desde o reconhecimento
de transacoes fraudulentas em cartoes de crédito, deteccao de padrdes de escrita a mao,
por meio de imagens, até aplicagoes na area de biologia, com o intuito de reconhecer
anomalias em DNA.

Os algoritmos SVM sao bem conhecidos por seu excelente desempenho na esfera da clas-
sificagao estatistica. Ainda assim, o alto custo computacional devido a complexidade
do tempo de execucao cubico é problematico para os conjuntos de Big Data: o treina-
mento do classificador SVM requer a resolucao de um problema de otimizacao quadratica
(CHAPELLE, 2002).

O SVM utiliza conceitos de planos de separagao para realizar a classificacao. Dessa
forma, dados que sao facilmente separaveis, este algoritmo é capaz de construir uma reta
ou plano que separa as classes. Na Figura 2.9, existem duas classes de dados linearmente
separaveis. Entretanto, o algoritmo deve encontrar o melhor separador de modo a garantir
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uma margem entre as duas classes para que um eventual dado novo seja corretamente

classificado.

Melhor hiperplano

Margem grande

..:3:;. A A
A

| A

| Margem pequena

0 I
_.::. Plano no ideal

X

Figura 2.9: Planos de separagao.

Por se tratar de um classificador binario, problemas de classificacao que envolvam mais
de duas classes requerem a aplicacao de métodos multiclasses. Os métodos multiclasses
mais utilizados sao one-vs-one e one-vs-all. No primeiro, também conhecido como todos-
contra-todos, dadas n classes sao gerados n(n — 1)/2 classificadores binérios, sendo cada
um deles responsavel por determinar apenas um par de classes. O resultado final é definido
pelo método de votagao, a classe mais votada é atribuida a amostra. No segundo método,
conhecido também como um-contra-todos, para um problema com n classes sao gerados

n classificadores bindrios, cada um especializado na sua classe (LOBAO; PINTO, 2020).

No entanto, em situacgoes reais, dados nao podem ser separados facilmente com uma reta
ou um plano, ou seja, nao sao linearmente separaveis. Para estas situacoes, o separador
ideal tende a ser uma curva, onde o grau de complexidade deste separador aumenta
conforme os dados estao sobrepostos.

De modo a reduzir a complexidade computacional para determinar o separador ideal, o
SVM propoe a reorganizacao dos dados por meio de funcoes matematicas denominadas
Kernels. De acordo com Patle e Chouhan (2013), a fun¢ao kernel projeta os dados de
um espaco de dimensao inferior para um espago com dimensao maior. Existem diversas
funcoes para esta aplicacao, dentre elas, o kernel linear, polinomial, radial e sigmoide. No
exemplo abaixo, onde a curva de separacao tem um grau elevado, ao utilizar um kernel

linear para adicionar uma nova dimensao aos dados, é possivel projetar um plano de
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separagao, conforme demonstrado na Figura 2.10.

Espaco de entrada Plano de separacio

Figura 2.10: Transformagao dos dados de um espago bidimensional para tridimensional.

e Kernel linear

De acordo com Cervantes et al. (2020), esta func¢ao é a mais simples de implementar
e, também, em uso de poder computacional. datasets com um grande volume de
features, em geral, podem ser problemas linearmente separaveis, sendo esta funcao,
portanto, ideal para tais casos. E utilizada para predicao de cotacao de acoes em
bolsas de valores (HENRIQUE; SOBREIRO; KIMURA, 2018) e deteccao de malwares
(SANJAA; CHULUUN, 2013) (Equagao 2.5).

K(fL‘i,ZEj) =< Ti, Tj > +1+ TiZ; +1 (25)

e Kernel polinomial

Este kernel permite o mapeamento de um conjunto de dados para um espago de
dimensao maior que consiste em uma combinacao de produtos de polinomios. Esta
funcao tem ampla utilizagao em algoritmos desde diagnéstico de falhas em bom-
bas centrifugas até processamento de linguagem natural (CERVANTES et al., 2020)
(Equacao 2.6).

K(zj,z;) = (< x5 > +1)" (2.6)

o Kernel RBF

Esta funcao é a mais utilizada em algoritmos, sendo considerada como uma funcao
genérica. Entretanto, o parametro deve ser definido com base em estudos (CERVAN-
TES et al.,, 2020). Dentre as aplicagoes que se beneficiam da implementacao desta
fungao estao a classificagdo de imagens multiespectrais (KUO et al., 2013) (Equagao
2.7).

|| — Jf'jH2
202

) (2.7)

K(z;,x;) = exp (
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Contudo, o algoritmo apresenta um alto custo computacional quando aplicado em datasets
grandes, uma vez que a matriz kernel aumenta de forma quadratica com o tamanho do
dataset, o que torna o processo de aprendizagem lento nestes cendrios (CERVANTES et al.,
2020). Outra desvantagem esta na dificuldade em obter os parametros otimizados para a
aplicagao, o que exige diversos testes e, consequentemente, demanda tempo para treinar
a rede novamente, a cada alteracao de parametro. Estas dificuldades se dao devido ao
SVM ter sido projetado, inicialmente, para classificagdo em problemas bindrios (HSU; LIN,
2002).

2.5.2 RNA

As Redes Neurais Artificiais podem ser definidas como méaquinas destinadas a modelar o
principio de funcionamento de um cérebro para executar uma tarefa (JUNIOR; ALMEIDA;
GOMES, 2020). Os elementos bdsicos deste algoritmo sdo as conexoes de entrada, onde
cada uma possui um peso a ser determinado, camadas subsequentes de neuronios, um
elemento acumulador para concentrar os sinais e, por fim, uma funcao de ativacao, que
pode assumir diversos formatos, para entao, apresentar o valor da saida. Este principio
pode ser exemplificado na Figura 2.11:

Rede neural

Camada oculta

Entrada Safda

Links direclonados

Figura 2.11: Exemplo de rede neural artificial.

Uma das maiores dificuldades encontradas no uso das redes neurais é a escolha da melhor
arquitetura, uma vez que esse processo é experimental e demanda um grande tempo de
execugdo. (FLECK et al., 2016) Dessa forma, a utilizacdo desta técnica requer extensos
testes com variadas configuragoes de modo a, experimentalmente, obter o modelo mais

adaptado ao problema.

As redes neurais se assemelham ao cérebro humano em dois aspectos basicos: o conhe-
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cimento é adquirido pela rede a partir de seu ambiente, por intermédio do processo de
aprendizagem, e forgas de conexao entre neuronios (pesos sinapticos) sao utilizadas para

armazenar o conhecimento adquirido (HAYKIN, 2001).

Na saida de cada neurdnio, o sinal gerado passa por uma funcao de ativacao, responsavel
por ponderar o efeito de cada saida na camada subsequente. Segundo HAYKIN (2001),
existem diversos tipos de funcoes de ativacao, dentre as mais conhecidas:

e Funcao threshold

Esta funcao apresenta um comportamento binario, resultando em uma saida em 1
ou 0 (Equagao 2.8), dependendo do valor obtido pelo neurénio (Figura 2.12).

{ogfv<0 28)
lifv>0

1,0

0,8

06
®(v)

04

0,2

0,0

Figura 2.12: Exemplo de funcao de ativagao threshold.

e Funcao sigmoide

O comportamento abrupto da funcéo limiar (Equagao 2.9) pode nao ser indicado
para alguns problemas. Dessa forma, a funcao sigmoide fornece niveis intermediarios
entre os valores 0 e 1, podendo ter o aclive ajustado conforme a necessidade (Figura
2.13).

(2.9)
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®(v)
0

Figura 2.13: Exemplo de funcao de ativagao sigmoide.

e Funcao tangente hiperbdlica

Esta funcao apresenta um comportamento similar a sigmoidal, entretanto a variagao
da saida esta entre -1 e 1, em contraste com a anterior, cujo range compreende

valores entre 0 e 1 (Figura 2.14) (Equagao 2.10).

q(v) = tanh(v) (2.10)

1,0
05

®(v) 00

Figura 2.14: Exemplo de funcao de ativagao tangente hiperbdlica.

e Funcao ReLU

Esta fungao apresenta valor 0 para quaisquer saida negativa do neurdnio (Equacao
2.11). Entretanto, para valores positivos, esta fungao assume o préprio valor de saida.
Em suma, esta fungao de ativagao elimina saidas com valores negativos (Figura 2.15).

{0ifv<() (2.11)

vifv>0

A aprendizagem de uma rede neural é um processo onde os parametros livres sao adap-
tados através de um processo de estimulagao pelo ambiente em que a rede estd inserida
(FLECK et al., 2016). Ainda segundo FLECK et al. (2016), O aprendizado de uma RNA
¢ realizado por meio de processos iterativos de ajustes aplicados aos pesos sinapticos, o

chamado treinamento.
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—1‘[] —IS ‘Ii 1‘[]
Figura 2.15: Exemplo de funcao de ativagdo ReLU

O treinamento pode ser ou nao supervisionado. Para o primeiro caso, nenhuma saida
desejada é informada ao algoritmo. Dessa forma, o algoritmo compara as saidas obtidas
com os sinais de entrada, uma vez que nao ha valores de referéncia que devem ser buscados
pelo treinamento. Nesta situacao, critério de parada pode ser o niimero de épocas de
treinamento, uma vez que nao ha a possibilidade de comparar o erro entre o resultado

obtido com o desejado.

Para a aprendizagem supervisionada, o algoritmo recebe dados rotulados e sua tarefa
¢ ajustar os parametros internos da rede de modo que, ao receber um dado novo, este
algoritmo seja capaz de classificar corretamente.

2.5.3 KNN

O KNN e um classificador nao paramétrico que atribui a amostra desconhecida a mesma
classe das k amostras mais proximas, segundo um critério de decisao (LOBAO; PINTO,
2020). Para reconhecimento de padrées, o algoritmo KNN é um método para classificar
objetos com base em exemplos de treinamento mais préximos no espago (IMANDOUST;
BOLANDRAFTAR, 2013). Este modelo foi proposto por Fukunaga e Narendra (1975) e
¢ um classificador de implementacao simples que pode obter resultados bem precisos,

dependendo da aplicacao.

O KNN usa os dados diretamente para classificacao, sem construir um modelo primeiro
(DREISEITL; OHNO-MACHADO, 2002). Assim, nenhum detalhe de constru¢ao do modelo
devem ser considerados, e a inico parametro ajustavel no modelo é k£, o nimero de vizinhos
mais proximos para incluir na estimativa de classe ades@o: o valor de P(y|z) é calculado
simplesmente como a proporcao de membros da classe y entre os k mais proximos vizinhos
de x. Variando k, o modelo pode ser feito mais ou menos flexivel (pequenos ou grandes
valores de k, respectivamente) (DREISEITL; OHNO-MACHADO, 2002).

Em outras palavras, o principio sobre o qual o KNN se baseia ¢ de que amostras similares
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tendem a se concentrar em uma mesma regiao do espaco (LOBAO; PINTO, 2020). Dessa
forma, é determinado como parametro o nimero de vizinhos que devem ser considerados
para a classificacao de um dado posterior. Este processo pode ser visualizado na figura
2.16.

Antes Depois

\ Categoria B \ Categoria B

Novo dado Novo dado
K-NN atribuido a
categoria A

Categoria A
(> ©

Categoria A

Figura 2.16: Algoritmo KNN classificando um dado novo com base na proximidade com outros
dados.

Esta regra simplesmente retém todo o conjunto de treinamento durante o aprendizado e
atribui a cada consulta uma classe representada pelo rétulo da maioria de seus vizinhos
mais préximos no conjunto de treinamento (IMANDOUST; BOLANDRAFTAR, 2013).

Este método de classificagao também apresenta uma boa acuracia e precisao, em com-
paragao com os métodos citados anteriormente. O algoritmo consiste em estimar a
distancia entre os dados para determinar os limites de classificacao. E importante ressaltar
que é possivel representar graficamente os limites de separagao de dados representados por
até trés dimensoes. Com dimensoes superiores, o método é capaz de obter a classificacao,

entretanto nao tem sentido fisico a representacao de mais dimensoes.

Para a determinacao do grau de semelhanca de uma entrada em questao com os vizinhos
mais proximos, existem diferentes métodos de calculo da distancia entre os dados, dentre
eles a distancia euclidiana, distancia de Hamming e distancia de Manhattan, sendo o

primeiro o mais utilizado com variaveis de entrada do mesmo tipo:

e Distancia euclidiana (Equagao 2.12) - é calculada a partir da raiz quadrada da soma
das diferencas quadraticas entre dois pontos, sendo um previamente conhecido, e o

outro o dado novo que deseja-se obter a classificagao.

(. 20) = /> (2] — ij)?) (2.12)
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e Distancia de Manhattan (Equacdo 2.13) - também conhecido como ” City block”,
¢ um método que determina a distancia entre dois pontos a partir da soma das

diferencas absolutas das coordenadas.

n

DManhattan (iU,y) = ||X - Y||1 = Z |:B1 - yz| (213)

=1

Neste algoritmo, a escolha do nimero de vizinhos para avaliagao deve ser escolhido com
cautela, uma vez que a variacao do valor deste hiperparametro pode alterar a classificacao
do dado, conforme pode ser visualizado na Figura 2.17, onde ao considerar trés vizinhos,
o dado novo ¢ classificado como pertencente a classe B. Entretanto, ao elevar o nimero de
vizinhos para sete, este dado torna-se pertencente a classe A. Essa caracteristica é unica
a cada dataset, devendo ser analisada e testada, o que torna a escolha do parametro, uma

etapa essencial no tuning do modelo.

A Novo exemplo Classe A
a classificar Classe B

X ok
* % X[
{* *?& gAA
| \ K_3A l IA
\\ - ’A l A
N |(= ’/

Eixo Y

——

>
Eixo X

Figura 2.17: Hiperparametro ”k”influencia na classificagdo de um dado novo.

Por fim, para a determinacao da classe do dado, é necessario calcular a moda, ou seja, o
dado mais frequente do conjunto obtido. Dessa forma, o algoritmo atribui ao dado novo
a classificagao destes dados que mais se repetem.

De acordo com Dreiseitl e Ohno-Machado (2002), a vantagem que o algoritmo K-Nearest
Neighbor tém sobre outros algoritmos é o fato de que os vizinhos podem fornecer uma ex-
plicacao para o resultado da classificacao; essa explicagao baseada em casos pode fornecer
uma vantagem em areas onde os modelos de caixa preta sao inadequados.

Entretanto, a grande desvantagem dos k-vizinhos mais préximos esta no calculo da vi-
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zinhanca do caso: para isso, é preciso definir uma métrica que meca a distancia entre
os itens de dados. Na maioria das areas de aplicacao, nao estd claro como, a nao ser
por tentativa e erro, definir uma métrica de tal forma que a importancia relativa, mas,

desconhecida, dos componentes de dados seja refletida na métrica.

2.5.4 Random Forest

Este algoritmo divide repetidamente o conjunto de dados de acordo com um critério que
maximiza a separagao dos dados, resultando em uma estrutura em forma de arvore. O
critério mais comum empregado é o ganho de informagao; isso significa que a cada divisao,
a diminuigao na entropia devido a essa divisdo é maximizada. A estimativa de P(y|z) é a
razao dos elementos da classe y sobre todos os elementos do né folha que contém o item
de dados x (DREISEITL; OHNO-MACHADO, 2002).

Uma grande desvantagem das arvores de decisao é dada pelo processo de construgao ga-
nancioso: em cada etapa, a combinacao de tinica melhor variavel e ponto de divisao 6timo
¢ selecionada; no entanto, uma antecipacao de varias etapas que considere combinagoes

de varidveis pode obter resultados diferentes, e melhores.

Outra desvantagem reside no fato de que variaveis continuas sao implicitamente discretiza-
das pelo processo de divisao, perdendo informagoes ao longo do caminho. Ainda segundo
Dreiseit] e Ohno-Machado (2002), em comparagao com os outros métodos de aprendizado
de maquina mencionados, as arvores de decisao tém a vantagem de nao serem modelos
de caixa preta, mas podem ser facilmente expressas como regras. Em muitos dominios de

aplicagao, essa vantagem pesa mais do que as desvantagens.

Melhorias significativas na precisao de algoritmos de classificagao foram obtidos por meio
da construcao de conjuntos de arvores de decisao para que, entao, estas votem pela classe
mais popular para um determinado dado (BREIMAN, 2001). O Random Forest é um
algoritmo de aprendizagem supervisionada baseado em arvores de decisao proposto por
Breiman (2001) no qual um determinado nimero de &rvores de decisao sao criados em
paralelo. A arvore de decisao é um classificador estruturado na forma de um grafo com nés
de decisao e arcos, aos quais estao associadas as regras que serao aplicadas na classificagao

De forma geral, a arvore de decisao apresenta bons desempenhos em tarefas de clas-
sificagao. Contudo, para problemas que envolvam grandes conjuntos de dados e alta
variancia, a Random Forest pode ser mais adequada. Uma das formas de se implementar
a Random Forest é a utilizacao do bagging. O bagging particiona o conjunto de treino em
diversos subconjuntos.
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Para cada subconjunto, features sao selecionadas e um modelo é treinado formando di-
versas arvores cujos resultados sao combinados. Ao estimar uma entrada, cada arvore ira
classificar o subconjunto de forma independente, sendo que a decisao a respeito da classe
que a amostra desconhecida pertence sera resultado de um processo de votacao, e a classe

atribuida serd aquela com maior nimero de votos (LOBAO; PINTO, 2020).

De acordo com Cutler, Cutler e Stevens (2012), de um ponto de vista computacional,

Random Forests sao interessantes, pois:

e Sao capazes de lidar naturalmente com a regressao e a classificagdo (multiclasse);

Sao relativamente rapidos de treinar e prever;

Dependem apenas de um ou dois parametros de ajuste;

e Possuem uma estimativa embutida de erro de generalizagao;

Podem ser usados diretamente para problemas de alta dimensao;

Podem ser facilmente implementados em paralelo.

De acordo com Cutler, Cutler e Stevens (2012), embora as Random Forests tenham a
reputacao de funcionar muito bem com os parametros padrao, existem trés parametros

que podem ser ajustados para fornecer maior precisao em situacoes especificas:

e m, o niumero de variaveis preditoras selecionadas aleatoriamente escolhidas em cada

s

no;
e J, o numero de arvores na floresta;

e tree_size, medido pelo menor tamanho de né para divisao ou o nimero maximo de

noés terminais.

Ainda de acordo com Cutler, Cutler e Stevens (2012), O tinico desses parametros ao qual
Random Forests é um pouco sensivel é o m. Na classificacio, o padrio padrao é m = v/ M,
onde M é o numero total de preditores. Na regressao, o padrao é m = N/3, onde N é o
tamanho da amostra.

Um dos problemas observados em outros algoritmos de classificacao é a possibilidade de
overfitting, ou seja, o superdimensionamento do modelo, o que pode ocasionar o apren-
dizado de dados ruidosos, ao mesmo tempo que exige elevado poder computacional para
resolucao do modelo. Este fendmeno, entretanto, nao ocorre no Random Forest, uma vez
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que o proprio algoritmo faz com que as arvores de decisao individuais de uma floresta
aleatéria enfatizem diferentes caracteristicas. A diversidade de arvores resultante pode
capturar padroes de recursos mais complexos do que uma tnica arvore de decisao e reduz
a chance de overfitting para dados de treinamento (DENISKO; HOFFMAN, 2018).

A estrutura deste algoritmo pode ser visualizada na Figura 2.18, onde um dataset de
input (A (Figura 2.18)) contém trés amostras de cada uma das cinco classes (x1, 2, T3,
x4 € x5). Em (B (Figura 2.18)), observa-se uma arvore de decisdo, onde cada ponto de
decisao possui uma regra que atribui uma amostra a um ramo ou outro, dependendo de
um valor de caracteristica. Os ramos terminam em folhas pertencentes a classe vermelha
ou a classe amarela. Esta arvore de decisao classifica a amostra 1 para a classe vermelha
(DENISKO; HOFFMAN, 2018).

Em (C (Figura 2.18)), outra arvore de decisao ¢ definida, com regras diferentes em cada
ponto de decisao. Esta arvore também classifica a amostra 1 para a classe vermelha.
Em (D (Figura 2.18)), uma floresta aleatéria combina votos de suas arvores de decisdo
constituintes, levando a uma previsdo de classe final. Por fim, em (E (Figura 2.18)) A
previsao de saida final é novamente a classe vermelha (DENISKO; HOFFMAN, 2018).

B Arvore de decisdo 1

x> 1

A Entrada (—‘ X5 > 2 E saida
Atributos Galho Folha

X1 Xp X3 X4 Xs Ponto de decisdo .
¢ G06]
w
g 3[1[4([5](1 C Arvore de decisio 2

214111111

L» X;>3 —
X3 > 1

D Floresta aleatoria

Figura 2.18: Estrutura de um algoritmo do tipo Random Forest.

2.6 Trabalhos correlacionados

Existem diversos trabalhos dedicados a desenvolver metodologias para classificacao de
falhas em motores elétricos por meio da analise de vibragao. Trabalhos como o proposto
por Marins et al. (2018) propoem a utilizagao de Similarity-based models para a classi-
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ficagao das falhas. O SBM é uma técnica pela qual a operagao normal de um sistema
¢ modelada para detectar falhas analisando sua semelhanca com os estados normais do
sistema. Proposto pela primeira vez ha cerca de duas décadas, o SBM tem sido usado
com sucesso para deteccao de falhas em sistemas variados. Apesar desse sucesso, nao ha
muitos estudos realizados na literatura sobre seu design, que englobe tanto métricas de
similaridade quanto treinamento de modelos (MARINS et al., 2018).

Marins et al. (2018) utilizou dois datasets na sua pesquisa: o MaFaulDa, também utili-
zado nesta pesquisa, e 0o CWRU (Case Western Reserve University) (SMITH; RANDALL,
2015), composto por 161 cendrios agrupados em quatro categorias. Cada cendrio pode
ser composto por sinais de aceleracao em trés diregoes: no rolamento final do eixo, que
ocorre em todos os cenarios; na carcaca do rolamento do eixo no lado do ventilador do
motor, que ocorre na maioria dos cenarios; e na placa base de suporte do motor, o que
ocorre em alguns cendrios. As taxas de amostragem utilizadas foram de 12 kHz para
alguns cenarios e 48 kHz para outros. Os sinais de vibragao foram obtidos de diferentes
estados dos rolamentos: condicao normal, falha na pista interna, falha na esfera e falha

na pista externa.

O banco de dados de rolamentos CWRU foi selecionado por dois motivos principais. A
primeira € a sua disponibilidade publica. A segunda é a sua ampla utilizacao na literatura
para reportar resultados de métodos automaticos de deteccao de falhas em rolamentos,
o que permite comparar o desempenho do método proposto com o de outros trabalhos.
Neste artigo, apenas cenarios contendo os sinais medidos no lado do ventilador do motor
e na extremidade oposta foram utilizados, reduzindo o niimero total de cendrios validos
para 153 (MARINS et al., 2018).

Assim como nesta pesquisa, Marins et al. (2018) precisou realizar etapas de pré processa-
mento no sinal contido nos datasets de modo a reduzir os dados originais a um conjunto

de valores mais informativos, relevantes e menos redundantes.

Dada a natureza distinta de cada um dos bancos de dados empregados neste trabalho,
o bloco de pré-processamento deve ser diferente para cada banco de dados, embora sua
finalidade seja a mesma para ambos. Os dois blocos de pré-processamento propostos por
Marins et al. (2018) sdo descritos a seguir:

e MaFaulDa: trés tipos de atributos foram extraidos da série temporal multivariada
original: a frequéncia de rotacao, 21 atributos espectrais adicionais e 24 outros
atributos estatisticas. A frequéncia de rotagao fr foi determinada diretamente a
partir da transformada discreta de Fourier (DFT) do sinal do tacometro. Os recursos
estatisticos adicionais incluem, para cada um dos oito sinais medidos em cada cendrio

operacional, a média estatistica, a entropia e a curtose. A variancia nao foi utilizada,
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pois os sinais sao normalizados para a variacao da unidade para reduzir o efeito das

variacoes de energia causadas por alteracoes na configuracao de aquisicao;

e CWRU : As caracteristicas estatisticas apresentadas por Marins et al. (2018), junta-
mente com a média, variancia e entropia foram extraidas de cada sinal, totalizando

36 caracteristicas.

As caracteristicas extraidas sao entao inseridas nos estagios subsequentes para realizar a
deteccao e classificacao de falhas. As duas bases de dados sao tratadas de forma indepen-
dente para avaliacao de desempenho dos métodos propostos.

Todo o banco de dados MaFaulDa foi separado aleatoriamente em dois conjuntos de
treinamento e teste disjuntos, compreendendo respectivamente 90% e 10% dos cenérios
fornecidos. A escolha aleatéria de cada conjunto foi restringida para que ambos apresen-
tassem a mesma proporcao de falhas de todo o banco de dados. O melhor conjunto de
parametros foi escolhido usando um procedimento de k-fold cross validation nas amostras
de treinamento, com k£ = 10. Em seguida, o desempenho dos melhores modelos é avaliado
no conjunto de teste, produzindo os resultados finais.

Quanto ao banco de dados CWRU, foi aplicado um processo semelhante a validacao cru-
zada de conjuntos de dados. As melhores configuragoes encontradas para o MaFaulDa sao
usadas diretamente no banco de dados CWRU. Assim, esta base de dados é utilizada para
avaliar o poder de generalizacao dos classificadores obtidos com a metodologia proposta.
Os resultados foram obtidos também usando k-fold cross validation com k = 10.

Souza, Lepikson e Sperandio (2019) apresentou uma revisao bibliografica com o objetivo
de identificar técnicas que estao sendo pesquisadas e apresentadas, através de trabalhos
cientificos, que abordem assuntos relacionados a aprendizagem de méquina, aprendizagem
profunda e anélise de vibracao de equipamentos rotativos, apresentem o estado da arte e,
através dos seus resultados, propor um modelo capaz de realizar a classificacao de falhas

com malor exatidao.

Um dos trabalhos encontrados por Souza, Lepikson e Sperandio (2019) foi a pesquisa pro-
posta por Li, Wang e Wang (2019) que propoe a comparacao de diversos algoritmos: Deep
Learning, Back Propagation Neural Network, Deep Belief Network, Support Vector Ma-
chines e K-Nearest Neighbor. Entretanto, as condicoes de falha analisadas nesta pesquisa

foram apenas desalinhamento, falha em rolamentos e atrito no eixo principal.

Em comparacao com esta pesquisa, o trabalho supracitado nao engloba a detecgao de
falhas como o desbalanceamento, ao passo que considera o desalinhamento nos eixos

horizontal e vertical como a mesma condicao. Além disto, nao é detalhado o tipo de falha
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no rolamento.

Os dados utilizados por Li, Wang e Wang (2019) foram coletados pelos autores em la-
boratério. Dentre as 10.216 amostras coletadas, 6.817 amostras foram coletadas para
classificagao de falhas e 3.399 amostras foram aplicadas para avaliacao de degradagao,

respectivamente.

Este trabalho foi capaz de obter os seguintes valores de instancias corretamente classifi-

cadas para os algoritmos, conforme Tabela 2.1:

Tabela 2.1: Taxa de acerto

Algoritmo Acurécia

Back Propagation Neural Network — 99.75%
Support Vector Machines 99.85%
K-Nearest Neighbor 99.85%

Deep Belief Network 99.80%

Deep Neural Network 99.87%

Por outro lado, o trabalho apresentado por Souza et al. (2021) propoe um modelo de ma-
nutengao preditiva (PdM) baseado em Redes Neurais Convolucionais (CNN) para a classi-
ficacao das falhas. As CNN sao amplamente utilizadas no campo da visao computacional,
que sao constituidas por pesos compartilhados espacialmente e subamostragem espacial
(pooling) com sequéncia bidimensional (2D) ou tridimensional. Além disso, também tem
sido usadas em aplicacoes de fala, audio, texto e séries temporais com sequéncia unidimen-
sional (1D). Em contraste com as imagens, que sao distribuidas espacialmente em duas
dimensoes, os sinais de saida do sensor usados no dominio de aplicagoes de engenharia
elétrica sao mais frequentes e frequentemente encontrados como dados de séries temporais
1D.

No modelo, primeiramente, foram utilizados ReLLU e normalizacao de peso. Em seguida,
a softmax e a funcao de perda foram aplicadas para otimizar as falhas em mdquinas
rotativas. O modelo proposto foi validado aplicando e analisando seus resultados para
dois conjuntos de dados disponiveis publicamente e do mundo real com diferentes classes
de falhas e graus de desequilibrio.

Para otimizar o desempenho do modelo, para cada dado do sensor de vibracao, a Trans-
formada Rapida de Fourier (FFT) correspondente foi extraida e utilizada como vetor de
entrada para as tarefas de treinamento, validacao e teste. A extracao de recursos oferece
uma grande vantagem ao reduzir drasticamente o tamanho do vetor de entrada em com-
paragao com o numero de amostras na série temporal. Além disso, esta etapa do processo
permite a utilizacao de um vetor com maior capacidade de discriminagao das classes de
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falha do que o obtido com a série temporal original.

Em vez de utilizar todos os dados dos sensores de vibracao, como foi realizado no trabalho
proposto por Marins et al. (2018) e, também, como serd feito nesta pesquisa, o modelo
proposto foi projetado para utilizar apenas os dados dos sinais captados pelos trés ace-
lerometros unidirecionais, o que equivale a um acelerometro triaxial, instalado no drive
fim (SOUZA et al., 2021).

Ali et al. (2019) apresentou um trabalho que consiste em um algoritmo do tipo Multi-
layer perceptron para identificar falhas. Diferente dos outros apresentados, o autor utilizou
apenas dados estatisticos e as frequéncias de rotagao que foi obtida por meio da Transfor-
mada Discreta de Fourier (DFT). Entretanto foi implementado uma técnica denominada
Synthetic Minority Over-sampling Techniqgue (SMOTE) para mitigar o efeito dos desba-
lanceamento nos dados que ocorre quando os dados nao sao igualmente representados.
Para resolver o problema, uma solugao possivel é reamostrar o dataset original. Isso pode
ser feito por superamostragem da classe minoritaria ou subamostragem da classe majo-
ritdria. Portanto, para reamostragem do conjunto de dados, Ali et al. (2019) utilizou a
supracitada técnica SMOTE.

O objetivo buscado por Ali et al. (2019) foi propor a arquitetura mais simples da RNA
para diferenciar, entre as rotagoes simuladas, falhas de maquinas abordadas no dataset e
mostrando a eficacia da abordagem para lidar com classes de desequilibrio com a ajuda da
precisao do sistema proposto. Nesta pesquisa, também foi utilizado o dataset MaFaulDa
(Figura 2.19).
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Tabela |
Matriz de confusdo sem SMOTE
Classe Obijetivo
Desal.Horiz. Desbalanceamento Normal Anel externo Anel interno Desal.Vert.
Desal.Horiz. 31/59 0/100 0/15 5/154 0/168 23/90
Deshalanceamento 0/59 88/100 0/15 1/154 2/168 9/90
Normal 7/59 1/100 0/15 0/154 0/168 7/90
Anel externo 6/59 0/100 0/15 134/154 12/168 2/90
Anel interno 1/59 9/100 0/15 4/154 152/168 2/90
Desal.Vert. 8/59 7/100 0/15 4/154 0/168 71/90
Total 81.2%
Tabela |l
Matriz de confusdo utilizando SMOTE
Classe Obijetivo
Desal.Horiz. Desbalanceamento Normal Anel externo Anel interno Desal.Vert.

Desal.Horiz. 161/167 0/167 0/167 2/167 1/167 3/167
Deshalanceamento 0/167 164/167 0/167 0/167 3/167 0/167
Normal 0/167 0/167 168/167 0/167 0/167 0/167
Anel externo 4/167 0/167 2/167 154/167 3/167 5/167
Anel interno 1/167 3/167 0/167 2/167 162/167 0/167
Desal.Vert. 4/167 3/167 0/167 0/167 2/167 158/167
Total 96.2%

Figura 2.19: Matrizes de confusdo do algoritmo RNA com e sem a implementagdo da técnica

SMOTE.

O algoritmo proposto, portanto, obteve uma acurécia de 96.2%, mostrando a efetividade
do modelo e das técnicas utilizadas. Ao comparar com o MLP sem a implementacao do
SMOTE, o autor foi capaz de obter uma acuracia de 81.2%. O autor apresenta as matrizes
de confusao do algoritmo em ambas situacoes na Figura 2.19. E importante notar que,
além da melhoria nos valores gerais de acuracia, classes como a horizontal misalignment
e vertical misalignment apresentaram classificacoes notoriamente mais assertivas, com

grande reducao nas classificacoes incorretas.

Por fim, o trabalho desenvolvido por Janssens et al. (2016) apresenta um modelo de
classificagao de falhas em rolamentos baseado em Convolutional Neural Networks (CNN)
e Random Forest. Para tal, o dataset utilizado consiste em dados coletados em laboratorio,
com diferentes cenarios de falhas induzidas, como defeitos nos aneis interno e externo e
falta de lubrificacao adequada. O modelo proposto apresentou acuracia de 93.61% para
o classificador baseado em CNN, e 87.25% para o Random Forest.
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Projeto e desenvolvimento da pesquisa

Este capitulo apresenta o desenvolvimento do modelo computacional para classificacao de
falhas em motores elétricos por meio de analise de vibragao.

3.1 Dataset

Para implementagao e treinamento deste modelo, foi selecionado dataset MaFaulDa (RI-
BEIRO et al., 2019) que contém 1951 séries multivaridveis contendo leituras de sensores de
vibragao. Este conjunto de dados abrange as seguintes condicoes do equipamento: funcio-
namento normal, desbalanceamento, desalinhamento axial e radial e falhas nos rolamentos

internos e externos.

Cada leitura contida neste dataset é composta por trés acelerometros de um eixo, modelo
IMI 601A01, posicionados, cada um, nos eixos radial, axial e tangencial, um acelerometro
triaxial, modelo IMI 604B31, um tacometro analdgico, modelo MT-190 e um microfone
modelo Shure SM81. Para esta pesquisa, serao considerados apenas os dados referentes
ao acelerometros em todos os eixos supracitados.

O primeiro sensor, o acelerdmetro uniaxial, possui uma sensibilidade de 100 mV /g, sendo
capaz de aferir aceleragoes entre -50 g e +50 g, e com um espectro de frequéncia de
0.27 Hz até 10.000 Hz. O principio de funcionamento deste equipamento é um sensor
piezoelétrico, onde uma massa em contato direto com o elemento piezoelétrico e, ao ser
submetido a uma aceleragao, esta massa exerce uma forca mecanica na carga que pode
ser convertida em sinal elétrico, dessa forma, podendo ser lido por meio de um conversor
analégico para digital conectado a um controlador. Este tipo de sensor é indicado para
aplicagoes industriais que exigem resposta em frequéncia elevada enquanto devem manter

respostas estaveis em ambientes com variacao de temperatura.

O segundo sensor, o acelerometro triaxial, também possui a mesma sensibilidade do ante-
rior (100 mV/g) e o mesmo alcance de medicao (-50 g até + 50g), entretanto sua resposta
em frequéncia varia entre 0.5 e 5.000 Hz. Este equipamento possui elemento sensor de
ceramica, o que resulta em uma baixa interferéncia por ruidos externos, além de sofrer

variacoes minimas de leitura quando submetido a diferentes temperaturas.

No dataset, cada sequéncia de dados foi obtida com uma taxa de amostragem de 50 kHz
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durante 5 segundos, totalizando 250.000 amostras (RIBEIRO et al., 2019), conforme distri-

buigao apresentada na Figura 3.1. Esta taxa de amostragem ¢ elevada, entretanto permite

a reconstrugao do sinal com maior fidelidade, além de permitir que sejam detectadas falhas

que se apresentam em harmonicos elevados. O dataset completo é composto de diversos

arquivos CSV (comma-separated values), organizados em pastas por tipo de falha. Cada

arquivo estd nomeado por valor de frequéncia de operacao do motor em Hertz.

Sequéncia
Normal
Desalinhamento horizontal
Desalinhamento vertical
Desbalanceamento

Rolamento inferior
Falha na gaiola
Pista externa
Falha na esfera

Rolamento externo

Falha na gaiola

Pista externa
Falha na esfera

Total

WEGIGEE

Figura 3.1: Distribuicao dos dados do dataset MaFaulDa

Marins et al. (2018) descreve com maior detalhamento o contetido e organizagao do da-

taset:

e Normal: esta classe representa o sistema operando em condigoes normais sem qual-

rpm;

quer falha. Inclui um conjunto de 49 cenarios distintos, cada um com uma velocidade

de rotagao fixa na faixa de 737 rpm a 3686 rpm com passos de aproximadamente 60

e Desbalanceamento: para simular diferentes graus de operagao desequilibrada, valores

de carga distintos de 6 g, 10 g, 15 g, 20 g, 25 g, 30 g e 35 g foram acoplados ao
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rotor. Para cada valor de carga abaixo de 30 g, a frequéncia de rotagao assumiu os
mesmos 49 valores empregados no caso de operagao normal. Para cargas iguais ou
superiores a 30 g, entretanto, a vibragao resultante inviabiliza o sistema de atingir
frequéncias de rotacao acima de 3300 rpm, limitando o ntmero de frequéncias de
rotacao distintas a apenas 44 nesses casos. Como tal, o banco de dados inclui um

total de 333 cenarios de operacao de desequilibrio diferentes;

e Desalinhamento horizontal paralelo: este tipo de falha foi induzida no motor des-
locando o eixo do motor horizontalmente de 0,5 mm, 1,0 mm, 1,5 mm e 2,0 mm.
Usando o mesmo intervalo para a frequéncia de rotagao como na operacao normal
para cada deslocamento horizontal, um total de 197 cenérios diferentes foram con-
siderados para esta classe;

e Desalinhamento vertical paralelo: esta falha foi induzida no motor deslocando o eixo
do motor verticalmente de 0,51 mm, 0,63 mm, 1,27 mm, 1,4 mm, 1,78 mm e 1,9
mm. Usando a mesma faixa de frequéncia de rotacao que na operacao normal para
cada deslocamento vertical, um total de 301 cendrios diferentes foram considerados
para esta classe de falha;

e Falhas em rolamentos: por ser um dos elementos mais complexos da maquina, os
rolamentos sao os elementos mais suscetiveis a ocorréncia de falhas. Foram utilizados
trés rolamentos defeituosos, cada um com um elemento defeituoso distinto (pista
externa, corpos rolantes e pista interna), que foram colocados um de cada vez em
duas posigoes diferentes na bancada experimental: entre o rotor e o motor (posi¢ao
de balango), ou na posigao externa, tendo o rotor entre o mancal e o motor (posigao
de balango). As falhas nos rolamentos sao praticamente imperceptiveis quando nao
ha desequilibrio. Assim, as trés massas de 6 g, 10 g e 20 g foram adicionadas
para induzir um efeito detectavel, com diferentes frequéncias de rotacao como antes,

levando a um total de 558 cenarios de underhang e 513 cenarios de overhang.

3.2 DModelo computacional

O modelo computacional consiste em duas camadas de software: a primeira para realizar o
pré processamento dos dados, onde é realizada a transformacao do dominio do tempo para
a frequeéncia e, posteriormente, a extracao de dados estatisticos referentes aos conjuntos de
dados. Por fim, a saida desta camada resulta em arquivo que contém os dados anotados
com as respectivas classes. A segunda camada é responsavel pela classificagdo, onde
é realizado o treinamento por meio dos algoritmos selecionados nesta pesquisa: RNA,
SVM, KNN e RF. Em seguida, a rede ¢ treinada de modo a avaliar a eficacia de cada

algoritmo. A Figura 3.2 descreve a arquitetura do modelo.
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Pré -processamento
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Figura 3.2: Arquitetura do modelo computacional.

3.2.1 Pré processamento

A etapa de pré processamento consiste em importar os dados do dataset, originalmente
dispostos em arquivos CSV para variaveis de programa. Em seguida, deve-se realizar a
Transformada Rapida de Fourier em todos os sinais para extrair o espectro de frequéncia.
Em seguida, o algoritmo de pré-processamento recuperara os recursos estatisticos, como
desvio padrao, curtose, média, assimetria e variancia (TOMA; PROSVIRIN; KIM, 2020).
Todas essas informagoes serao armazenadas em um arquivo ARFF que sera utilizado

para treinar os classificadores.

Esta camada foi desenvolvida na linguagem de programagao Java, por meio da IDE Visual
Studio Code. A escolha desta linguagem deve-se a possibilidade de executar os algoritmos
em diversos sistemas operacionais, sem a necessidade de adaptar o codigo ao sistema.
A IDE permite a instalacao de extensoes para executar o codigo em Java e realizar a

depuracao substituindo a IDE Eclipse.

A primeira etapa durante a execucao do programa é buscar os arquivos do tipo CSV no
diretorio onde se encontra o dataset e carregar no algoritmo. Os dados estao distribuidos
em pastas correspondentes a cada tipo de condicao do equipamento. No algoritmo, é

necessario manter este padrao de anotagao.

Para cada um dos oito sinais contidos no dataset importado, é realizada a Transformada
de Fourier. Esta operacao converte os sinais de vibragao para o espectro da frequéncia,
onde é possivel extrair o comportamento gerado por cada tipo de falha. Realizar a anélise

com o sinal no espectro do tempo torna-se impraticavel, justamente devido ao sinal ser
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composto pela soma de sinais em diferentes frequéncias e nao possuirem componentes que

facilmente permitam a distincao entre as condigoes.

A extracao de atributos reduz a dimensao dos dados brutos iniciais, convertendo-os em
dados menores, grupos mais gerenciaveis para processamento posterior. Na maioria das
vezes, o conjunto de dados brutos contém um alto nimero de varidveis, exigindo assim
um grande poder computacional para processamento. O principal objetivo deste método
é selecionar e converter as variaveis em atributos, de modo a compactar efetivamente os
dados que devem ser processados, e descrever precisamente o conjunto de dados brutos
original (TOMA; PROSVIRIN; KIM, 2020).

Tabela 3.1: Varidveis estatisticas

Atributo Equacao Atributo Equacao
N N 3
L 1 . 5 1 (e —
Média n= N ; T; Distorcao  Zsiewness = NW
N+1 1S (o — )
Mediana median = (g)thvalue Curtose  Trurtosis = NW
a
N 2
. ; S (i — p)? 2i=1%]
D d = == RMS RMS =-*—
esvio padrao o N1 ~
N Y N
Variancia o’ = W Soma Sum = ; T;

Na Tabela 3.1 podem ser visualizados os atributos que foram extraidos dos sinais. Tais
variaveis estatisticas foram obtidas para cada um dos oito conjuntos de dados contidos no
dataset MaFaulDa, totalizando 80 atributos no total. Os atributos gerados pelo programa

sao divididos conforme a seguinte distribuicao:

e mean;
e quadratic_mean;
e max;

e min;

e skewness;

e deviation;

e kurtosis;

e sum;

e sumSquares;

e variance.
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A parte final do programa realiza a escrita dos valores obtidos em um arquivo do tipo
ARFF (Attribute-Relation File Format). Este formato consiste em um arquivo de texto
ASCII que descreve uma lista de instancias que compartilham um conjunto de atributos.
Os arquivos ARFF foram desenvolvidos pelo Departamento de Ciéncia da Computacao
da Universidade de Waikato para uso com o software de aprendizado de maquina Weka
(Waikato Environment for Knowledge Analysis) (EIBE; HALL; WITTEN, 2016).

3.2.2 Modelo de classificacao

Com o auxilio do software de aprendizado de méquina Weka (EIBE; HALL; WITTEN, 2016),
o préximo passo é realizar uma andalise para determinar quais recursos sao relevantes para
os modelos. Portanto, outro arquivo do tipo ARFF é gerado incluindo os recursos mais

relevantes. Em seguida, o conjunto de dados filtrado é usado para treinar classificadores
usando algoritmos KNN, SVM e RNA.

3.2.2.1 Filtragem de atributos relevantes

O algoritmo CFS subset evaluator, utilizado para filtragem do dataset foi desenvolvido
por Hall (1998), e consiste em avaliar valor de um subconjunto de atributos considerando
a capacidade preditiva individual de cada recurso junto com o grau de redundancia entre
eles. Sao preferidos subconjuntos de recursos que sao altamente correlacionados com a

classe, embora tenham baixa intercorrelagao (HALL, 1998).

Para realizar a busca entre os dados do dataset, o algoritmo de filtro usa o método Best-
first search. Este método pesquisa o espaco de subconjuntos de atributos por escalada
gananciosa, aumentado com uma facilidade de retrocesso. Definir o niimero permitido
de nés consecutivos que nao melhoram controla o nivel de retrocesso feito. O Best-first
search pode comecar com o conjunto vazio de atributos e pesquisar para a frente, ou
comecar com o conjunto completo de atributos e pesquisar para tras, ou comegar em
qualquer ponto e pesquisar em ambas as direcoes, considerando todas as possiveis adigoes
e exclusoes de atributos tnicos em um determinado ponto (EIBE; HALL; WITTEN, 2016).

Apés submeter o dataset original, com 80 atributos, ao algoritmo de filtro, o CFS subset
evaluator determinou que os seguintes atributos sao os mais relevantes para o classifica-
dor. Dessa forma, utilizar o dataset completo, sem filtro, resultard em um maior tempo
para construcao e treinamento dos modelos, devido ao niimero elevado de dados, sem

representar um aumento expressivo na acuracia e precisao.
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Tabela 3.2: Atributos selecionados ap6s filtragem

Posigao Atributo
3 sensibility601A01_mean
5 sensibility601A01_quadraticMean
12 frequency601A01_max
16 frequency601A01 _skewness
17 frequency601A01 _deviation
21 measurement601A01_kurtosis
26 measurement601A01_skewness
33 sensibility604B31_mean
34 sensibility604B31_min
37 sensibility604B31_deviation
38 sensibility604B31_sum
42 frequency604B31 _max
43 frequency604B31_mean
44 frequency604B31_min
47 frequency604B31_deviation
48 frequency604B31_sum
56 measurement604B31_skewness
73 sound_mean
78 sound _sum

Dessa forma, o dataset utilizado para estudo dos algoritmos de classificacao contém os 18
atributos mais relevantes conforme o filtro de atributos. Este dataset foi utilizado para o
treinamento de modelos de classificacao por meio dos algoritmos RNA, KNN e SVM.

3.2.2.2  Redes Neurais Artificiais

O algoritmo de RNA foi configurado com uma taxa de aprendizado de 0,3. Este parametro
varia entre 0 e 1 e influencia na velocidade de aprendizagem da rede, uma vez que um
nimero mais proximo de 0 reflete em uma rede mais lenta, porém menos suscetivel a
erros. Entretanto, um valor mais préximo de 1 resulta em uma rede mais réapida, porém
provoca instabilidades no aprendizado, o que pode até resultar em um modelo que nao

converge.

O valor escolhido para tal parametro foi baseado em testes, onde 0,3 resultou em uma
melhor assertividade na classificacao. Ao utilizar um valor inferior, a rede tornou-se exces-
sivamente lenta, porém sem apresentar melhorias na acuracia, o que significa que o valor
definido é o equilibrio entre a taxa de aprendizagem, tempo necessario para treinamento

do modelo, e acuracia.

O modelo foi construido com uma camada oculta contendo 14 neurdénios, conforme exem-

plificado na Figura 3.3. A camada de entrada contém um neurénio para cada atributo
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presente no dataset, enquanto que a camada de saida contém 10 neuronios, correspondente
ao numero de classes possiveis. Nao ha uma féormula exata para a determinacao de tais

hiperparametros.
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Figura 3.3: Estrutura da rede neural utilizada.

Entretanto, ao considerar o niimero de neuronios, um valor inferior ao utilizado no modelo
faz com que o modelo nao seja capaz de aprender os atributos do dataset com eficacia.
Por sua vez, um numero elevado demais resulta em overfitting, onde o classificador se

torna mais suscetivel a considerar ruidos no aprendizado, o que compromete a acuracia.

Neste caso, em vez do algoritmo aprender com base em uma tendéncia, um modelo super-
dimensionado pode memorizar atributos nao previsiveis do conjunto de dados utilizado
para treinamento (BILBAO; BILBAO, 2017).

Ainda segundo Bilbao e Bilbao (2017), o overfitting é percebido quando ocorre um erro

de treinamento muito pequeno e, ao mesmo tempo, um erro de validacao muito alto. E

geralmente é devido a uma das seguintes causas:

e A primeira estd relacionada ao tamanho 6timo da rede;

A segunda, com a existéncia de outliers no conjunto de entrada (isso faz com que a

variancia dos parametros da rede seja alta);

Uma terceira causa é quando algoritmos de resolucao muito complexos sao usados;

e E o iltimo é quando o nimero de dados usados no treinamento ¢ muito alto
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Outro hiperparametro a ser considerado é o nimero de camadas ocultas. Da mesma forma
que a quantidade de neurénios em uma camada pode prejudicar o algoritmo com valores

demasiados ou insuficientes, o mesmo efeito pode ser observado no nimero de camadas

Por fim, o critério de parada pode ser escolhido como um valor fixo de épocas, ou um
erro aproximado. O modelo em avaliagao neste estudo foi limitado a 500 épocas e 4 casas
decimais no erro. Estes valores foram obtidos por meio de testes, uma vez que incrementar
tais limites resultam em um ganho minimo na acuracia, enquanto demanda mais poder

computacional.

3.2.2.8 K-Nearest Neighbors

Como o classificador KNN é um tipo de algoritmo mais simples, o hiperparametro a ser
ajustado é o nimero de vizinhos. Para tal, também nao ha uma féormula capaz de definir
com exatidao o valor a ser escolhido, entretanto valores muito baixos podem tornar o
classificador suscetivel a interferéncia de ruidos no dataset, o que compromete a acuracia.
Valores mais altos podem causar overfitting que acarreta em maior custo computacional

e, também, reducao na acuracia.

Apos testes, o valor que apresentou o melhor resultado foi apenas 3 vizinhos, uma vez
que o dataset possui um ruido muito baixo. Ao incrementar este valor, o modelo perde
eficiencia. Outra caracteristica do modelo que pode ser alterada é a funcao de deter-
minacgao da distancia entre os vizinhos. Por meio de testes, o algoritmo apresentou um

melhor resultado por meio da distancia de Manhattan.

3.2.2.4  Support Vector Machines

O modelo SVM permite o ajuste de hiperparametros como o gamma e C, assim como
a funcao kernel. Apods testes comparando as fungoes disponiveis, o kernel polinomial
apresentou o melhor resultado. O ajuste dos hiperparametros também foram feitos por

meio de testes.

O parametro C (cost) determina o tamanho da margem da funcao de separa¢ao. Um valor
maior resulta em uma margem menor, o que permite que o modelo realize a separacao de
maneira mais precisa. Entretanto, ao considerar um valor menor para C, uma margem
maior pode resultar em dados incorretamente classificados. Para este modelo o parametro
C definido para 10*, uma vez que o incremento deste valor ndo aumenta a acurdcia de

forma significativa, enquanto que os requisitos computacionais elevam-se.
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3.2.2.5 Random Forest

Algoritmos do tipo Random Forest sdo uma combinagao de preditores de arvore, de modo
que cada arvore depende dos valores de um vetor aleatorio amostrado de forma indepen-

dente e com a mesma distribui¢do para todas as arvores na floresta (BREIMAN, 2001).

3.3 Meétodo de validacao dos modelos

Para realizar o treinamento dos trés algoritmos, o dataset filtrado foi dividido em diversos
blocos para validagao cruzada. Este processo consiste em particionar o conjunto de dados
em um determinado nimero n de segoes, com aproximadamente a mesma quantidade de
dados, de modo a realizar repetidos treinamentos utilizando n — 1 conjuntos, para entao

realizar a validagdo dos dados com o subconjunto restante (BERRAR, 2019).

Este processo repete-se n vezes, para que a cada treinamento uma nova combinagao de
subconjuntos seja utilizada para treinar a rede e, consequentemente, validar a rede com

outros dados.

O resultado do modelo é dado pela média entre os valores obtidos por todas as validagoes,
o que contribui para uma melhor acurdcia do modelo, uma vez que multiplas combinagoes

entre os dados foram feitas tanto para treinamento como para validagao.

E importante ressaltar que um nimero alto de divisdes (folds) aumenta de forma notéria
o tempo de construcao do modelo. Em contrapartida, considerar um nimero baixo pode
contribuir negativamente para a precisao dos classificadores, uma vez que uma menor

porcentagem dos dados serd destinada para treinamento (BERRAR, 2019).

3.4 Meétodo de avaliacao dos resultados

Ao final da execucao da classificacao, o software Weka fornece outras métricas para a
avaliacao dos resultados das redes, além da acuréacia geral de cada modelo, detalhadas a

seguir:

o Mean absolute error: o MAE é um parametro bésico de precisao que calcula a
magnitude média dos erros dos resultados de previsao. Ele fornece as diferencas
numéricas entre os valores reais e previstos. Em estatisticas, o erro médio absoluto

(MAE) é uma quantidade usada para medir o quao préximas as previsoes estao dos
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resultados finais (USHA; BALAMURUGAN, 2016). E definido pela seguinte equacio
3.1:

=1
1

MAE = — i — Ui 3.1
2l =l (3.1)

e Root mean squared error: O RMSE (Equagao 3.2) é a diferenga entre a previsao
e os valores observados correspondentes sao, cada um, ao quadrado e, em seguida,
calculada a média da amostra. Por fim, a raiz quadrada da média é obtida (USHA;
BALAMURUGAN, 2016).

RMSE = % > (@i — ) (3.2)

Além destas, outra forma de avaliar o desempenho do modelo é por meio de um detalha-

mento da acuracia por classe. Para tal, as seguintes métricas estatisticas sao utilizadas:

TP Rate e FP Rate: o primeiro refere-se a taxa de verdadeiros positivos, ou seja, os
valores corretamente classificados, enquanto que o segundo corresponde a taxa de
falsos positivos, quando incorretamente classificados

e Kappa statistic: A caracteristica Kappa fornece o nivel de concordancia entre as ver-
dadeiras classes e as classificacoes. O valor 1 é o mais alto, mostrando concordancia
total (ABDULHAMID et al., 2018).

e Precision: refere-se a proporcao de instancias que sao verdadeiramente de uma classe

dividida pelo total de instancias classificadas como aquela classe.

e Recall: é proporgao de instancias classificadas como uma determinada classe dividida
pelo total real nessa classe (ABDULHAMID et al., 2018).

e F-Measure: é uma combinacao matematica destes dois valores definida pela seguinte

equacao 3.3:
2 x recall x precision

(3.3)

F_Measure =

recall + precision
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Avaliacao e resultados experimentais

Neste capitulo serao apresentados o desempenho do modelo de classificacao para cada um
dos algoritmos analisados: Support Vector Machines (SVM), K-Nearest Neighbor (KNN)
e Redes Neurais Artificiais do tipo Multi-layer Perceptron.

O computador utilizado para a execucao do modelo computacional possui um processador
Intel Core i7 6700K com 4 nucleos e 8 threads, limitado a uma frequéncia de 4.20 GHz, 16
GB de RAM, e o sistema operacional Linux Zorin OS 15, uma distribui¢ao Linux baseada
no Ubuntu 20.04 LTS. Foi instalado o Weka na versao 3.8.

Apos avaliar a precisao de todos os quatro modelos, o Random Forest apresentou a melhor
precisdo para o conjunto de dados, conforme Tabela 4.1. E importante notar que o
tempo necessario para treinar o conjunto de dados usando este classificador é notavelmente
menor do que SVM e RNA, devido a natureza do algoritmo, que exige menor poder

computacional.
Tabela 4.1: Resultados dos modelos de classificacao.
Algoritmo Acuricia (dataset filtrado) Acuracia (dataset original)
Random Forest 97.1809% 98.1548%
SVM 94.0543% 95.6433%
RNA 92.1066% 94.5115%
KNN 91.389% 91.3378%

O segundo algoritmo com a melhor taxa de acerto foi o SVM, com 94.0543% de acuracia
com o dataset filtrado. O modelo KNN apresentou 91.389% de acerto, tornando-o o menos
assertivo dentre os envolvidos no estudo, enquanto que o RNA apresentou uma vantagem
relevante quando treinado com o dataset completo, sem os filtros de atributos. E impor-
tante notar que o algoritmo RNA realizou os calculos em um tempo consideravelmente
maior do que os outros algoritmos, o que torna estes outros modelos mais indicados para

aplicacoes em sistemas embarcados ou com baixo poder computacional a disposicao.
Na Figura 4.1 é possivel visualizar a taxa de instancias classificadas corretamente e incor-

retamente, para cada um dos algoritmos estudados, ao utilizar o dataset filtrado, assim

como o RMSE e Kappa.
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Dataset original
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Figura 4.2: Comparacao entre os resultados dos algoritmos utilizando o dataset original.

Dataset filtrado
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Figura 4.1: Comparacao entre os resultados dos algoritmos utilizando o dataset filtrado.

E importante, também, realizar a comparacao com o dataset inteiro, de modo a avaliar
se a metodologia utilizada para o filtro do conjunto inteiro apresenta melhorias na classi-
ficacao, uma vez que a intengao ao remover instancias menos significativas é minimizar o
aprendizado de amostras ruidosas que possam a vir a prejudicar o modelo. Outro motivo
para realizar a filtragem do dataset é a reducao no tempo de treinamento e validagao dos
modelos. A Figura 4.2 mostra as estatisticas dos algoritmos ao utilizar o dataset original.

Ao analisar os resultados estatisticos dos modelos de classificacao com o dataset filtrado,
nota-se uma leve melhora nas estatisticas dos modelos. Contudo, o tempo de proces-
samento aumenta significativamente, conforme sera discutido em detalhes nas segoes se-
guintes, dedicadas a cada algoritmo. O algoritmo KNN, embora tenha sido o com menos

95



Capitulo Quatro 4.1. K-Nearest Neighbor

acuracia dentre os quatro utilizando o dataset filtrado, sofreu uma influéncia minima ao

ser treinado com o dataset completo.

Ao comparar com os trabalhos apresentados no Capitulo 2, o modelo proposto por Li,
Wang e Wang (2019) entregou valores de acerto acima de 99.74%, conforme pode ser
visto na Tabela 4.2. Entretanto vale salientar que o dataset utilizado difere do que foi
empregado nesta pesquisa. Além disto, a pesquisa de Li, Wang e Wang (2019) considera

menos condicoes de falhas do que o modelo proposto neste trabalho.

Tabela 4.2: Taxa de classificacoes corretas

Algoritmo  Acertos

BPNN 99.74%
SVM 99.85%
KNNC 99.85%
DBN 99.80%
DNN 99.87%

Em contrapartida, os modelos desenvolvidos por Marins et al. (2018), voltado para a
utilizacao de Similarity-based Models, foram capazes de obter mais de 98.91% de acerto,
conforme Tabela 4.3 para o dataset MaFaulDa, o mesmo do presente trabalho. Por outro

lado, para o dataset CWRU, os valores foram diferentes, porém muito préximos.

Tabela 4.3: Taxa de classificaces corretas para os datasets MaFaulda e CWRU
Algoritmo MaFaulDa CWRU
Model A 98.95% 98.48%

Model B 98.91% 98.48%
Model C 98.91% 97.48%

Nas segoes seguintes, os resultados de cada algoritmo serao detalhados de modo a avaliar

com outras métricas o comportamento de cada modelo.

4.1 K-Nearest Neighbor

A Tabela 4.4 apresenta o resultado do teste do algoritmo, apds o treinamento. E impor-
tante ressaltar o valor do Kappa statistic, proximo de 1, e o RMSE (Root Mean Square
Error) com valor de 0.1186, préximo de 0. Estes indicadores, além da porcentagem de
instancias corretamente classificadas, em 91.389%, mostram que o modelo possui uma

alta taxa de assertividade e, portanto, é capaz de realizar a correta classificacao de um
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dado novo.

Tabela 4.4: Resultados do algoritmo de classificacao KNN.
Correctly Classified Instances 1783 - 91.389%

Incorrectly Classified Instances 168 - 8.611%

Total Number of Instances 1951
Kappa statistic 0.9027
Root mean squared error 0.1186

Ao observar a matriz de confusao, apresentada na Tabela 4.5, é possivel notar que, para
a classe NORMAL, o erro observado foi de 42.86%. Um dos fatores que contribuem
para tal resultado é o niimero menor de dados disponiveis nesta categoria, apenas com 49
amostras, dentre 1951 do dataset inteiro, portanto o aprendizado para esta classe torna-se
limitado e suscetivel a falsos positivos.

Dessa forma, apds o teste, foram observadas 8 das 49 amostras classificadas incorreta-
mente como UNDERHANG_BEARING_CAGE_FAULT, 8 classificadas como HORIZON-
TAL_MISALIGNMENT e, por fim, 5 classificadas como VERTICAL_MISALIGNMENT.

Entretanto, para outras classes, a classificagao resultou em erros consideravelmente me-
nores, a exemplo das categorias UNDERHANG_BEARING_.OUTER_RACE, UNDER-
HANG_BEARING_BALL_FAULT e OVERHANG_BEARING_BALL_FAULT com 100%
de taxa de acerto. O modelo apresentou um erro na classificacao de 19.29% dos sinais
da classe HORIZONTAL_MISALIGNMENT, sendo este o mais expressivo, além da classe
NORMAL citada anteriormente.

Tabela 4.5: Matriz de confusao do algoritmo KNN com o dataset filtrado

a b c d e f g h i j  Classified as

28 8 5 0 8 0 0 0 0 0 a = normal

5 159 20 0 11 0 0 2 0 0 b = horizontal_misalignment

3 17 277 2 1 0 0 1 0 0 ¢ = vertical_misalignment

0 2 7 319 2 0 0 3 0 0 d = imbalance

5 6 2 9 157 1 0 3 5 0 e = underhang bearing_cage_fault
0 0 0 0 0 184 0 0 0 0  f = underhang_bearing_outer_race
0 0 0 0 0 0 18 O 0 0 g = underhang_ bearing_ball fault
1 4 0 3 3 0 0 164 13 0  h = overhang_bearing_cage_fault
2 0 0 1 2 0 11 172 0 i = overhang bearing outer_race
0 0 0 0 0 0 0 0 0 137 j = overhang_ bearing_ball_fault

Por outro lado, ao considerar o dataset original, o modelo apresentou um resultado de
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91.3378% de acuracia, um valor bem préximo do valor obtido pelo dataset filtrado, vi-
sualizado na Tabela 4.6. Dessa forma, a metodologia de filtro de atributos mostrou-se
efetiva, uma vez que, além de reduzir o tempo necessario para computacao do modelo de

classificacao, a acuracia obtida com o filtro apresentou uma leve melhora.

Tabela 4.6: Resultados do algoritmo de classificagao KNN.
Correctly Classified Instances 1782 - 91.3378%

Incorrectly Classified Instances 169 - 8.6622%

Total Number of Instances 1951
Kappa statistic 0.9021
Root mean squared error 0.1157

Ao visualizar a matriz de confusao apresentada na Tabela 4.7, é possivel observar que,
para a classe NORMAL, ocorreram mais instancias classificadas incorretamente, o que
representou um erro de 57.14%. Para a classe HORIZONTAL_MISALIGNMENT, o erro
aumentou para 21.32%, contra 19.29% de classificacoes incorretas com o dataset filtrado.
Com estes resultados, a utilizagao dos algoritmos de filtro de dataset disponiveis no soft-
ware Weka mostraram-se relevantes para este modelo.

Tabela 4.7: Matriz de confusao do algoritmo KNN com o dataset completo.

a b ¢ d e f g h i j  Classified as

21 11 6 0 11 0 0 0 0 0 a = normal

9 155 20 2 0 0 4 2 0 b = horizontal _misalignment

0 8§ 288 3 0 1 1 0 0 ¢ = vertical_misalignment

0 2 14 313 2 0 0 1 1 0 d = imbalance

3 10 1 7 160 1 0 3 3 0 e = underhang bearing_cage_fault
0 0 0 0 0 183 0 1 0 0 f = underhang_bearing_outer_race
0 0 0 0 0 0 186 O 0 0 g = underhang_bearing_ball_fault
0 7 0 0 2 1 0 169 9 0  h = overhang_bearing_cage_fault
1 2 0 1 1 0 0 13 170 0 i = overhang_bearing_outer_race
0 0 0 0 0 0 0 0 0 137 j = overhang_ bearing_ball_fault

4.2 Support Vector Machines

Este algoritmo apresentou o segundo melhor resultado dentre os alvos do estudo. Na
Tabela 4.8 é possivel observar, além da porcentagem de instancias corretamente classifi-
cadas, de 94.0543%, o valor do Kappa statistic, em 0.9329, um valor 3.34% superior ao

obtido com o algoritmo KNN, com o dataset filtrado.
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Tabela 4.8: Resultados do algoritmo de classificagao SVM com o dataset filtrado.
Correctly Classified Instances 1835 - 94.0543%

Incorrectly Classified Instances 116 - 5.9457%

Total Number of Instances 1951
Kappa statistic 0.9329
Root mean squared error 0.1022

Na matriz de confusdo (Tabela 4.9), as entradas, em geral, foram classificadas com erro
minimo, exceto para a classe NORMAL, que apresentou 73,47% de classificagoes corretas.
A classe HORIZONTAL_MISALIGNMENT resultou em 85,28% de precisao, o que indica
que o modelo apresenta uma certa dificuldade em distinguir sinais desta classe dos dados
pertencentes a classe VERTICAL_MISALIGNMENT. Este valor de precisao esta abaixo
das outras classes, o que contribui negativamente com a acuracia do modelo como um

todo, de 91.24%, assim como a classificacao dos sinais da classe NORMAL.

Ao analisar a acurdcia das demais classes, é possivel observar uma taxa de acerto entre
92.69% para a classe VERTICAL_MISALIGNMENT, até 100% para as classes OVERHANG_BEARI]
e UNDERHANG_BEARING_OUTER_RACE.

Tabela 4.9: Matriz de confusao do algoritmo SVM com o dataset filtrado.

a b ¢ d e f g h i j Classified as

36 2 2 0 6 0 0 3 0 0 a = normal

3 168 16 0 0 0 0 10 0 0 b = horizontal_misalignment

2 13 2719 1 4 0 0 2 0 0 ¢ = vertical_misalignment

0 0 0 324 3 0 0 4 2 0 d = imbalance

4 3 1 0o 177 1 0 1 1 0 e = underhang_bearing_cage_fault
0 0 0 0 0 184 0 0 0 0 f = underhang_bearing_outer_race
0 0 0 0 0 0 18 0 1 0 g = underhang bearing_ball _fault
2 4 0 4 3 0 1 165 9 0 h = overhang_bearing_cage_fault
1 0 0 0 1 0 1 5 180 0 i = overhang_bearing_outer_race
0 0 0 0 0 0 0 0 0 137 j = overhang_ bearing_ball _fault

Diferente do algoritmo KNN, o SVM obteve uma melhora de 1.68% na acurdcia ao utilizar
todos os atributos do dataset original, conforme observado na Tabela 4.10. De maneira
andloga, o Kappa statistic obteve um acréscimo de 1.92%, enquanto que o RMSE foi
reduzido de 0.1022 para 0.0901, o que resultou em um decréscimo de 11.84%.
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Tabela 4.10: Resultados do algoritmo de classificagcaio SVM com o dataset original.
Correctly Classified Instances 1866 - 95.6433%

Incorrectly Classified Instances 85 - 4.3567%

Total Number of Instances 1951
Kappa statistic 0.9509
Root mean squared error 0.0901

Na matriz de confusao, na Tabela 4.11, é possivel notar que o modelo foi capaz de clas-
sificar corretamente 93.9% dos dados da classe NORMAL, enquanto que ao considerar o
dataset filtrado, a assertividade para esta classe foi de 73,47%. A classe que apresentou
o menor indice de verdadeiros positivos foi IMBALANCE, com 93.09% de acerto. Diante
do exposto, o algoritmo SVM é beneficiado ao utilizar o dataset original, com todos os

atributos, embora esta escolha acarrete em um tempo maior de processamento do modelo.

Tabela 4.11: Matriz de confusao do algoritmo SVM com o dataset filtrado.

a b c d e f g h i j Classified as

46 1 1 0 1 0 0 0 0 0 a = normal

5 187 1 0 2 0 0 2 0 0 b = horizontal_misalignment

0 10 28 0 6 0 0 0 0 0 ¢ = vertical_misalignment

1 6 7 310 8 0 0 1 0 0 d = imbalance

4 4 0 1 176 1 0 1 1 0 e = underhang bearing_cage_fault
2 0 0 0 0 182 0 0 0 0  f = underhang_bearing_outer_race
1 0 0 0 0 0 18 0 0 0 g = underhang bearing_ball _fault
4 1 0 0 0 0 0 178 5 0 h = overhang_bearing_cage_fault
1 1 0 0 2 0 0 4 180 O i = overhang_bearing_outer_race
0 0 0 0 0 0 0 0 0 137 j = overhang_bearing_ball _fault

4.3 Redes Neurais Artificiais

Os resultados do algoritmo RNA, vistos na Tabela 4.12 mostram que este modelo apre-
sentou uma acuracia superior ao KNN, porém inferior ao SVM. Como consequéncia o
Kappa statistic deste modelo mostrou-se maior do que o apresentado pelo algoritmo KNN
em 0.9% e, em comparacao com o SVM, 2.43% menor. O RMSE foi apenas 0.67% maior
do que o KNN e 16.83% maior do que o SVM.
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Tabela 4.12: Resultados do algoritmo de classificagio RNA com o dataset filtrado.
Correctly Classified Instances 1797 - 92.1066%

Incorrectly Classified Instances 154 - 7.8934%

Total Number of Instances 1951
Kappa statistic 0.9107
Root mean squared error 0.1194

Ao visualizar a matriz de confusao na Tabela 4.13, nota-se uma baixa taxa de acerto para
a classe NORMAL, em 42.85%, e 70.05% para a classe HORIZONTAL_MISALIGNEMT.
Apesar destas taxas de erro, as demais classes apresentaram mais de 91% de acerto, pelo
menos, a exemplo da OVERHANG_BEARING_CAGE_FAULT com 91.49% de acerto, até
99.46% de assertividade para a classe UNDERHANG_BEARING_OUTER_RACE.

Tabela 4.13: Matriz de confusao do algoritmo RNA com o dataset filtrado.

a b c d e f g h i j Classified as

21 7 12 0 8 0 0 1 0 0 a = normal

5 138 44 3 1 0 0 3 2 1 b = horizontal_misalignment

2 4 286 1 5 0 0 3 0 0 ¢ = vertical_misalignment

0 2 3 320 1 0 0 4 2 1 d = imbalance

2 2 0 3 175 1 2 1 2 0 e = underhang_ bearing_cage_fault
0 0 0 1 0 183 O 0 0 0 f = underhang_bearing outer_race
0 0 0 0 0 0 184 1 1 0 g = underhang_ bearing_ball_fault
0 5 0 1 2 0 0 172 8 0 h = overhang_bearing_cage_fault
0 0 0 0 1 0 0 5 182 0 i = overhang_bearing_outer_race
0 0 0 0 0 0 0 1 0 136 j = overhang bearing_ball fault

Ao realizar o treinamento com o dataset original, nota-se na Tabela 4.14 uma melhora de
1.89% na acurécia, em comparagao com o dataset filtrado. Devido ao ntimero superior de
atributos a serem analisados, a camada de entrada precisou ser ajustada para 80 neuronios,
ou seja, um para cada atributo. Entretanto, a camada oculta manteve-se inalterada para

permitir uma comparagao com o modelo anterior.

O RMSE foi reduzido em 15.24%, para 0.1012, enquanto que o Kappa statistic foi elevado
de 0.9107 para 0.9322, representando um acréscimo de 2.36%. Estas métricas mostram
que este algoritmo é levemente comprometido pela filtragem de atributos, uma vez que a

quantidade reduzida de dados diminui a qualidade do aprendizado.
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Tabela 4.14: Resultados do algoritmo de classificagaio RNA com o dataset original.
Correctly Classified Instances 1834 - 94.0031%

Incorrectly Classified Instances 117 - 5.9969%

Total Number of Instances 1951
Kappa statistic 0.9322
Root mean squared error 0.1012

A matriz de confusao apresentada na Tabela 4.15 mostra que o algoritmo RNA foi capaz
de classificar corretamente 55.10% dos dados da classe NORMAL, o que representa uma
melhora de 28.5% em relacao ao resultado anterior, com o dataset filtrado. Da mesma
forma, os valores para a classe HORIZONTAL_MISALIGNEMT apresentaram acuracia
de 88.83%, em contraste com os 70.05% obtidos com o dataset filtrado, o que representa
uma melhoria de 26.81%.

Tabela 4.15: Matriz de confusao do algoritmo RNA com o dataset original.

a b ¢ d e f g h i j Classified as

27 7 3 6 5 0 0 0 1 0 a = normal

4 175 11 0 2 1 0 2 1 1 b = horizontal,,isalignment
0 4 286 1 4 0 3 2 0 1 ¢ = vertical,,isalignment

0 3 1 323 1 0 2 1 1 1 d = imbalance

1 3 5 6 167 1 0 4 1 0 e = underhangyearing.age rault
0 0 0 0 0 184 0 0 0 0  f = underhangyearing,uter,ace
0 0 0 0 0 0 186 0 0 0 g = underhangyearingyall pault
0 1 7 2 3 2 172 1 0 h = overhangyearing.age rault
1 1 1 0 2 0 0 6 177 0 i = overhang,earing,uter,ace
0 0 0 0 0 0 0 0 0 137 j = overhangyearingyall rault

4.4 Random Forest

Este algoritmo obteve o melhor resultado dentre os avaliados. A Tabela 4.16 mostra que o
modelo foi capaz de classificar corretamente 97.18% das entradas durante o teste, também
atingindo o menor RMSE e o Kappa statistic mais proximo de 1, o que indica uma maior
assertividade.
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Tabela 4.16: Resultados do algoritmo de classificacao Random Forest com dataset filtrado.
Correctly Classified Instances 1896 - 97.1809%

Incorrectly Classified Instances 55 - 2.8191%

Total Number of Instances 1951
Kappa statistic 0.9682
Root mean squared error 0.077

A matriz de confusao apresentada na Tabela 4.17 mostra que, no geral, o Random Forest
apresentou uma alta taxa de acerto, obtendo 100% de assertividade para classes como UN-
DERHANG_BEARING_.OUTER_RACE e OVERHANG_BEARING_BALL_FAULT. En-
tretanto, para a classe HORIZONTAL_MISALIGNMENT, o algoritmo apresentou 90.86%
de acerto, o valor mais baixo dentre as demais classes. E interessante notar, também, que

com o algoritmo SVM, com o dataset original, a taxa de acerto para tal classe foi de
94.92%.

Tabela 4.17: Matriz de confusao do algoritmo Random Forest com dataset filtrado.

a b ¢ d e f g h i j Classified as

45 2 0 0 1 0 0 1 0 0 a = normal

0 179 16 0 0 0 0 2 0 0 b = horizontal_misalignment

1 4 280 2 1 0 0 4 0 0 ¢ = vertical_misalignment

0 2 2 325 1 0 0 1 2 0 d = imbalance

0 0 1 0 18 1 0 0 1 0 e = underhang bearing_cage_fault
0 0 0 0 0 184 O 0 0 0 f = underhang_bearing outer_race
0 0 0 0 0 0 18 0 1 0 g = underhang_ bearing_ball_fault
0 1 0 0 0 1 0 18 1 0 h = overhang_bearing_cage_fault
0 0 0 0 1 0 0 5 182 0 i = overhang_bearing_outer_race
0 0 0 0 0 0 0 0 0 137 j = overhang_ bearing_ball fault

Os resultados deste algoritmo ao utilizar o dataset original podem ser observados na Ta-
bela 4.18, que demonstrou a maior taxa de assertividade dentre todas as demais avaliagoes,
com 98.15%. Consequentemente, o Kappa statistic obtido foi o maior dentre os demais,

assim como este modelo apresentou o menor RMSE.

Tabela 4.18: Resultados do algoritmo de classificacaio Random Forest com dataset original.
Correctly Classified Instances 1915 - 98.1548%

Incorrectly Classified Instances 36 - 1.8452%

Total Number of Instances 1951
Kappa statistic 0.9792
Root mean squared error 0.0717
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Por fim, a Tabela 4.19 traz a matriz de confusao do algoritmo Random Forest, porém con-
siderando o dataset original, sem o processo de filtragem. Nesta tabela é possivel notar
que o algoritmo apresenta desvios minimos, em comparacao com os demais, em espe-
cial para as classes NORMAL e HORIZONTAL_MISALIGNMENT, nas quais os demais

modelos apresentaram menores taxas de acerto na classificagao.

Tabela 4.19: Matriz de confusao do algoritmo Random Forest com dataset original.

a b ¢ d e f g h i j Classified as

46 2 0 0 0 0 0 1 0 0 a = normal

0 187 9 0 0 0 0 1 0 0 b = horizontal_misalignment

1 3 295 1 1 0 0 0 0 0 ¢ = vertical_misalignment

0 1 0 327 3 0 0 1 1 0 d = imbalance

0 0 1 0 183 1 1 1 1 0 e = underhang bearing_cage_fault
0 0 0 0 0 183 O 1 0 0 f = underhang_bearing outer_race
0 0 0 0 0 0 186 O 0 0 g = underhang bearing_ball _fault
0 0 0 0 0 1 0 186 1 0 h = overhang_bearing_cage_fault
0 0 0 0 1 0 0 2 18 0 i = overhang_bearing_outer_race
0 0 0 0 0 0 0 0 0 137 j = overhang bearing_ball _fault

4.5 Comparacao entre os algoritmos

Conforme apresentado nas segoes anteriores, é notavel que o algoritmo Random Forest é
capaz de obter uma precisao muito boa de maneira continua ao longo das classes, enquanto
os outros algoritmos apresentam erros mais consideraveis para algumas doas classes, o que
pode ser visualizado pela Figura 4.3 que mostra os valores de precisao entre os algoritmos
ao considerar o dataset filtrado, e Figura 4.4 para o dataset original. OS algoritmos
KNN, SVM e RNA apresentaram maior dificuldade em realizar a classificacao correta dos
dados das classes NORMAL, HORIZONTAL MISALIGNMENT e IMBALANCE, sendo

a primeira classe a que apresentou uma taxa maior de erros.

O algoritmo RNA, por ter utilizado somente uma camada oculta, ndao obteve resultados
acima de 94%. Este modelo pode ter uma precisao mais elevada com uma rede com maior
nimero de camadas ocultas, entretanto o ganho na precisao acompanha uma elevacao no

custo computacional a medida que camadas adicionais sao implementadas.
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Precision - Dataset filtrado
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Figura 4.3: Comparacao entre a precisao dos algoritmos utilizando o dataset filtrado.
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Figura 4.4: Comparacao entre a precisao dos algoritmos utilizando o dataset original.

As taxas de verdadeiros positivos podem ser observadas nas Figuras 4.5 e 4.6 que con-
tabilizam as instancias corretamente classificadas. Novamente é possivel notar que os
algoritmos SVM e KNN apresentaram dificuldades ao corretamente classificar os dados

correspondentes as duas primeiras classes.
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TP Rate - Dataset filtrado
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Figura 4.5: Comparagao entre a taxa de verdadeiros positivos dos algoritmos utilizando o dataset
filtrado.
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Figura 4.6: Comparagao entre a taxa de verdadeiros positivos dos algoritmos utilizando o dataset

original.

Além dos valores de verdadeiros positivos, é interessante, também, observar a taxa da
falsos positivos, uma vez que esta métrica avalia o numero de entradas que foram in-
corretamente classificadas como pertencentes a uma determinada classe, entretanto nao
correspondem a realidade. A Figura 4.7 mostra a taxa de falsos positivos para cada uma
das classes de saida, para os quatro algoritmos analisados. E possivel notar que o KNN
apresentou uma taxa de FP elevada para classes como HORIZONTAL_-MISALIGNMENT,
NORMAL e UNDERHANG_BEARING_CAGE_FAULT.

66



Capitulo Quatro 4.5. Comparacao entre os algoritmos

FP Rate - Dataset filtrado
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Figura 4.7: Comparagao entre a taxa de falsos positivos dos algoritmos utilizando o dataset
filtrado.

Por outro lado, na Figura 4.8, ao considerar o dataset original, é possivel notar que o
algoritmo KNN obteve uma taxa mais alta de falsos positivos para as classes HORI-
ZONTAL_MISALIGNEMT e VERTICAL_MISALIGNEMT. Em contrapartida, o SVM
foi capaz de classificar menos instancias incorretamente como pertencentes a uma deter-

minada classe.

O RNA, no geral, para esta métrica, apresentou resultados inferiores. E possivel notar que
em algumas classes houveram menos classificagoes incorretas, a exemplo da NORMAL e
HORIZONTAL_MISALIGNMENT, enquanto que em outras apresentaram um aumento
na taxa de FP, como pode ser observado nas classes VERTICAL MISALIGNMENT,
IMBALANCE. A classe OVERHANG_BEARING_OUTER_RACE nao apresentou uma

variacao significativa.
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FP Rate - Dataset original
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Figura 4.8: Comparagdo entre a taxa de falsos positivos dos algoritmos utilizando o dataset

original.




Capitulo Cinco m———

Consideracoes finais

A manutencao preditiva é imprescindivel, principalmente no ambiente industrial, onde
a falha de determinados equipamentos que resulte na necessidade de manutencgao corre-
tiva pode ocasionar a paralisacao parcial ou total da planta produtiva, o que acarreta

transtornos e prejuizos para a empresa.

Em motores elétricos, para mitigar a possibilidade de falha, a técnica de andlise de vi-
bracao é utilizada. A maioria dos problemas do motor reflete diretamente em sua vibracao
devido a varios fatores: desalinhamento, desequilibrio ou falhas relacionadas aos rolamen-
tos. Cada componente de um motor possui uma assinatura em uma frequéncia diferente,
assim, a partir da analise do comportamento do perfil de vibracao do equipamento, é

possivel detectar o tipo de falha presente na maquina.

Os estudos atuais mostram algoritmos de classificacao especializados em uma falha es-
pecifica, o que nao permite sua implementagao em um ambiente industrial para obter
indicios de véarias falhas, uma vez que a aplicacao de um motor elétrico pode induzir

defeitos em diferentes componentes deste equipamento.

Este estudo apresenta um modelo computacional baseado em algoritmos de classificacao
para determinar a presenca e o tipo de falhas em motores elétricos através de andlise
de vibragao. Foram estudados os algoritmos RNA (Redes Neurais Artificiais), KNN (K-
Nearest Neighbor), SVM (Support Vector Machines) e RF (Random Forest). O modelo
computacional consiste em uma camada de pré processamento, onde os sinais provenientes
do dataset MaFaulDa sao convertidos numericamente para o espectro da frequéncia, por
meio do algoritmo FF'T, e outra camada onde os algoritmos de classificagao sao treinados
e avaliados.

5.1 Conclusoes

O modelo proposto foi capaz de identificar corretamente diferentes tipos de falhas mecanicas
em motores elétricos por meio de leituras de analise de vibracao. Para obter este resul-
tado, uma etapa inicial de processamento foi necessaria para transformar os sinais para o
espectro de frequéncia, extrair caracteristicas estatisticas relevantes e filtrar a quantidade

de dados fornecidos para treinar os classificadores.
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O modelo foi treinado para detectar falhas em multiplas velocidades de rotagao do motor,
para fornecer uma melhor precisao em um cenario do mundo real, uma vez que em muitas

aplicacoes, a velocidade dos equipamentos é controlada por inversores de frequéncia.

Os algoritmos estudados neste trabalho apresentaram boa acurdcia para a deteccao de
falhas a partir dos sinais de vibragao. Contudo, o algoritmo Random Forest (RF) de-
monstrou ser o mais assertivo para tal finalidade, conforme detalhado no Capitulo 4, com
97.18% de acurécia.

Foi avaliada, também, a possibilidade de filtrar os dados fornecidos ao algoritmo de treina-
mento e validacao de modo a otimizar o processo, para reduzir os custos computacionais
e 0 tempo necessario para a resolucao do problema. Ao comparar os resultados dos qua-
tro algoritmos, com e sem o dataset filtrado, nota-se que, embora os algoritmos tenham
sofrido uma perda na precisao de maneira geral, esta perda nao ¢é significativa para a

classificacao das falhas.

Para o algoritmo Random Forest, ao utilizar o dataset filtrado, foi gerada uma diminuigao
da acurécia de 0.97%, sendo o RNA mais afetado, com a reducao de 2.41%. Entretanto,
para o RNA o dataset filtrado oferece uma reducao significativa no tempo de processa-

mento dos dados, tanto no treinamento, como na validacao.

5.2 Contribuicoes

As principais contribui¢oes desta pesquisa sao:

e Desenvolvimento de algoritmos de pré processamento e classificagdo para sinais de

vibragao mecanica para a detecgao de falhas em motores elétricos de inducao.

e Avaliacao de desempenho e acuracia de diferentes modelos de classificadores de modo
a determinar a metodologia mais eficiente para a solugao do problema.

A aplicacao do modelo computacional apresentado neste trabalho de pesquisa em um
ambiente industrial permite a facil e rapida deteccao de falhas em motores de modo a
permitir uma intervencao mais assertiva e eficiente no equipamento. Esta metodologia
evita que o motor entre em falha e cause a parada da producao, ao mesmo tempo que
permite que os responsaveis pela manutencao das maquinas acompanhem a condi¢ao dos

mesmos para programar o periodo ideal para intervencao.
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5.3 Atividades Futuras de Pesquisa

A utilizacao de Deep Learning esta definida como atividade futura desta pesquisa. Estes
algoritmos sao ideais para reconhecimento de padroes e podem ser aplicados para o pro-
blema descrito neste trabalho. Deve-se avaliar a acuracia desta proposta, assim como o

custo computacional para o treinamento e validagao do modelo.

Embora os algoritmos apresentados neste e em outros trabalhos correlatos demonstrem
boa acuracia e precisao na classificacao de falhas em equipamentos por analise de vibracao,
o uso do Deep Learning permite tornar o algoritmo ainda mais preciso e menos suscetivel

a erros.
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