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RESUMO 

Dengue, chikungunya e Zika são arboviroses transmitidas por mosquitos do 
gênero Aedes com diversos surtos de doenças no mundo nos dez últimos anos, 
causando um impacto negativo na saúde pública e danos econômicos em todo 
o mundo. Atualmente, a identificação morfológica de mosquitos inclui um exame 
visual individual do inseto, o que demanda tempo elevado para a sua 
classificação, e, além disso, requer expertise na área (vários anos de experiência 
do profissional). Outra possibilidade também utilizada, é a classificação a partir 
de técnicas moleculares, que apesar da elevada precisão, requer um alto grau 
de investimento, limitando o seu uso. Dentro desta problemática, pesquisadores 
têm desenvolvido um arsenal de ferramentas para reduzir, prever ou eliminar 
efeitos causados por esses mosquitos. Com base nesse contexto, neste 
trabalho, foi desenvolvido um modelo computacional baseado em redes neurais 
convolucionais (CNN’s) para extrair características de imagens de mosquitos 
com o objetivo de classificar as espécies de Aedes aegypti, Aedes albopictus e 
de Culex quinquefasciatus, bem como para detectar mosquitos do gênero 
Aedes. Dessa forma, para treinar as CNN’s, com o intuito de realizar a 
classificação morfológica automática dos mosquitos, foi usado um banco de 
imagens que incluiu 7.561 imagens das três espécies-alvo do estudo e 1.187 
imagens de outros insetos. As amostras de mosquitos usadas para captura de 
imagens foram obtidas a partir do Laboratório de Parasitologia da Universidade 
Federal da Bahia (UFBA) e também coletadas em campo (Salvador, Bahia, 
Brazil). Diferentes redes neurais, incluindo LeNet, AlexNet, GoogleNet, Xception 
e DenseNet, foram utilizadas para o desenvolvimento do modelo de classificação 
automática a partir de imagens. Um processo estruturado de pesquisa aleatória 
e pesquisa exaustiva foi desenvolvido para otimização dos hiperparâmetros na 
busca do aumento da acurácia do modelo. Estratégias de eliminação de 
overfitting foram empregadas computacionalmente, visando a maior 
generalização do modelo proposto. O modelo otimizado foi testado para as 
atividades de classificação dos mosquitos-alvo do estudo e para detecção do 
gênero Aedes, obtendo o resultado de acurácia balanceada global de 93,5% 
para classificação e de 97,3% para detecção. Uma investigação sobre a 
influência do ângulo do mosquito na imagem foi conduzida para orientar sobre a 
maneira mais adequada para aquisição das imagens. Os resultados fornecem 
informações fundamentais para a classificação morfológica automática de 
espécies de mosquitos. A incorporação do modelo em uma poderosa ferramenta 
entomológica é um recurso valioso e acessível para profissionais de saúde e 
outros não especialistas para a identificação de insetos que podem transmitir 
agentes infecciosos para seres humanos. 

 

Palavras-chave: Aedes; Culex; Classificação; Aprendizagem de Máquina; 
Aprendizagem Profunda; Redes Neurais Convolucionais.  
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ABSTRACT 

Dengue, chikungunya and Zika are arboviruses transmitted by mosquitos of the 
genus Aedes with several outbreaks in world over the past ten years, causing a 
negative impact on public health and economic damages worldwide. Currently, 
morphological identification of mosquitos includes an individual visual 
examination of the samples, which is time consuming and requires adequately 
trained professionals with several years of experience. Another possibility also 
used is the classification from molecular techniques, which, despite its precision, 
requires a high degree of investment, limiting its use. Within this problem, 
researchers have developed an arsenal of tools to reduce, predict or eliminate 
effects caused by these mosquitoes. In this context, in this work a computational 
model based on convolutional neural network (CNN) was developed to extract 
features from mosquito images and classify the species Aedes aegypti, Aedes 
albopictus and Culex quinquefasciatus, as well as to detect mosquitoes of the 
genus Aedes. Thus, to train the CNN’s to perform automatic morphological 
classification of mosquitoes, a dataset was structured, that included 7,561 
images of the three target mosquitoes of the study and 1,187 images of other 
insects. The mosquito samples used for image capture were obtained from the 
Parasitology Laboratory of the Federal University of Bahia (UFBA) and also 
collected in the field (Salvador, Bahia, Brazil). Different neural networks, including 
LeNet, AlexNet, GoogleNet, Xception e DenseNet, were used for the 
development of the image based automatic classification model. A structured 
random search and grid search was developed to optimize the hyperparameters 
in order to increase the accuracy of the model. Strategies to eliminate overfitting 
were also implemented, aiming at greater generalization of the proposed model. 
The optimized model was tested for the classification task of the target 
mosquitoes and for the detection task of the genus Aedes, obtaining the overall 
balanced accuracy of 93.5% for classification and 97.3% for detection. An 
investigation about the influence of the angle of the mosquito on the image was 
conducted to guide the appropriate way to acquire the images. The results 
provide fundamental information for the automatic morphological classification of 
mosquito species. The use of CNN embedded in an entomological tool is a 
valuable and accessible resource for health workers and other non-taxonomists 
for the identification of insects that can transmit infectious agents to humans. 

 

Key-words: Aedes; Culex; Classification; Machine Learning; Deep Learning, 
Convolutional Neural Networks 
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1 INTRODUÇÃO 

1.1 DEFINIÇÃO DO PROBLEMA 

As doenças transmitidas por vetores são responsáveis por 17% da carga global 

estimada de doenças transmissíveis. De acordo com os dados da Organização 

Mundial da Saúde (OMS), elas causam mais de 700.000 mortes por ano e 80% 

da população mundial vive em áreas de risco (WHO, 2017). Desta forma, geram 

altos custos aos programas de saúde pública, principalmente em países 

subdesenvolvidos ou em desenvolvimento, e, por consequência, impactam de 

forma significativa no desenvolvimento econômico dos países afetados. Além 

dos custos gerados por conta da perda de produtividade dos trabalhadores 

infectados, essas doenças reduzem também receitas trazidas pelo turismo 

devido às recomendações de evitar áreas com elevada transmissão de 

arboviroses (WHO, 2017). Na Figura 1, apresenta-se a distribuição global dos 

principais vetores de transmissão de doenças, e, verifica-se que América do Sul, 

África e Ásia são os continentes que apresentam maior índice de doenças 

relacionadas à transmissão por mosquitos. 

 

Figura 1. Distribuição global dos principais vetores de transmissão de doenças 

(A escala de cor indica o número de doenças que representam risco em um raio de 5 x 5 km. 

Cinza indica menor risco e azul escuro maior risco). 

Fonte: (WHO, 2017). 

 

Dengue, chikungunya e Zika são as doenças virais mais comuns transmitidas 

por vetores e causaram várias epidemias na França e na América Latina nos 
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últimos cinco anos (CAUCHEMEZ et al., 2016; DEL CARPIO-ORANTES; 

GONZÁLEZ-CLEMENTE; LAMOTHE-AGUILAR, 2018; DING et al., 2018). 

Essas três doenças virais estão entre os maiores desafios de saúde pública no 

mundo (PAHO, 2017). A pesquisa entomológica é considerada prioritária pela 

OMS para o desenvolvimento de ferramentas que possam ser aplicadas para 

reduzir o número de doenças transmitidas por vetores em todo o mundo (WHO, 

2017). Em 2017, essa mesma organização propôs um plano de resposta global 

no controle de vetores transmissores de doenças de 2017 a 2030 com o objetivo 

de reduzir casos de doença e de mortalidade, além de erradicar epidemias, 

conforme apresentado na Tabela 1. 

Tabela 1. Metas estabelecidas no plano de resposta global no controle de vetores 

transmissores de doenças de 2017 a 2030. 

Fonte: (WHO, 2017). 

Metas Metas intermediárias Meta final 

2020 2025 2030 

Reduzir a mortalidade devido a doenças 

transmitidas globalmente por vetores, 

comparado com 2016 

Em no 

mínimo 

30% 

Em no 

mínimo 

50% 

Em no 

mínimo 

75% 

Reduzir casos de ocorrências de doenças 

transmitidas globalmente por vetores, 

comparado com 2016 

Em no 

mínimo 

25% 

Em no 

mínimo 

40% 

Em no 

mínimo 

60% 

Prevenir epidemias de doenças transmitidas 

globalmente por vetores (detecção e 

redução rápidas de surtos, para evitar 

propagação no mundo) 

 Em todos os 

Países sem 

transmissão 

em 2016 

Em todos os 

Países 

 

As espécies de mosquitos Aedes aegypti e Aedes albopictus receberam uma 

atenção global, uma vez que são vetores eficientes para a transmissão de 

doenças arbovirais humanas, como Zika, dengue, chikungunya e febre amarela 

(CEVALLOS et al., 2018; LETA et al., 2018; THANGAMANI et al., 2016). 

Adicionalmente, estudos controversos indicam o Culex quinquefasciatus como 

um possível transmissor do vírus Zika (GUEDES et al., 2017; GUO et al., 2016a; 

MAIN et al., 2018). Ae. aegypti, Ae. albopictus e C. quinquefasciatus são 

mosquitos domiciliares notificados em quase todas as áreas urbanas do território 

brasileiro (CONSOLI; OLIVEIRA, 1998; PANCETTI et al., 2015). Além disso, os 
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mosquitos Aedes estão presentes durante o ano todo em muitas áreas tropicais 

nas Américas, na África e na Ásia (ATTAWAY et al., 2017). 

Dentro dessa problemática, pesquisadores têm desenvolvido um arsenal de 

ferramentas mecânicas, químicas, biológicas e educacionais para mitigar os 

efeitos causados por insetos (BATISTA et al., 2011). Entretanto, a eficiência 

dessas ferramentas depende do conhecimento da dinâmica espaço temporal 

dos mesmos. Desta forma, a caracterização entomológica é fundamental para 

adquirir informações sobre o comportamento dos mosquitos. Em geral, a prática 

atualmente utilizada para identificar espécies de insetos é feita principalmente 

por profissionais treinados através de exame microscópico visual. A Figura 2 

representa um esquema de fluxo do processo utilizado para a classificação de 

mosquitos adultos. 

 

Figura 2. Representação esquemática do processo de classificação tradicional de mosquitos 

adultos. 

 

É importante destacar que esta atividade consome tempo e requer vários anos 

de experiência dos profissionais que a executam (PARK et al., 2016; WANG et 

al., 2012; YANG et al., 2015). Embora o interesse geral em documentar a 

diversidade de espécies tenha crescido exponencialmente ao longo dos anos, o 

número de taxonomistas e outros profissionais treinados na identificação de 

espécies tem diminuído constantemente (KARTHIKA et al., 2018; UTSUGI; 

TOSHIHIDE; MOTOMI, 2011; WANG et al., 2012). Além disso, fatores 

importantes podem interferir na identificação correta dos mosquitos, como a 
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preservação de amostras durante o transporte e o uso de equipamentos 

adequados para capturar os mosquitos sem causar danos na amostra coletada 

(MINISTÉRIO DA SAÚDE, 2011). Outra possibilidade para a identificação de 

espécies é utilizar técnicas moleculares, que foram evidenciadas por diferentes 

estudos, como códigos de barras de DNA (KUMAR et al., 2007), DNA ambiental 

(SCHNEIDER et al., 2016) e PCR em tempo real (qPCR) (VOSSENBERG et al., 

2015). Contudo, apesar da eficiência no processo de identificação de espécies 

quando empregadas técnicas moleculares, os altos custos de infraestrutura e 

pessoal treinado limita a utilização desses métodos para a maioria dos 

laboratórios. 

Sistemas para classificação automática têm sido desenvolvidos não apenas para 

mosquitos, mas também para vespas, traças, aranhas, abelhas e outros (YANG 

et al., 2015). Apesar do avanço no desenvolvimento desses sistemas, alguns 

problemas permanecem sem solução. Por exemplo, alguns dos sistemas 

desenvolvidos apresentam uma boa acurácia na classificação, mas tem pouca 

funcionalidade, uma vez que o código fonte do algoritmo precisa ser reescrito 

quando novos dados morfológicos são inseridos (YANG et al., 2015). Um 

segundo problema, também reportado por Yang et al. (2015), está relacionado à 

baixa acurácia desses sistemas, por não conseguirem capturar toda a 

variabilidade de atributos morfológicos dos insetos. 

Outra limitação está relacionada à dependência laboratorial desses sistemas e 

sua dificuldade de capturar dados e aplicar essas ferramentas no ambiente real 

que vivem esses insetos (BATISTA et al., 2011). Neste sentido, taxonomistas 

têm buscado métodos eficientes para atender aos requisitos de identificação e 

classificação de insetos no mundo real (WANG et al., 2012). 

Recentemente novos modelos para automatizar o processo de contagem, 

detecção e classificação de mosquitos foram desenvolvidos. Alguns estudos 

foram desenvolvidos com o intuito de detectar e classificar as espécies com base 

na frequência e harmônicos do batimento de asa do mosquito (ARTHUR et al., 

2014; KISKIN et al., 2017; OUYANG et al., 2015; SILVA et al., 2013). Técnicas 

baseadas em análise de padrões de imagem foram utilizadas por outros autores 

como método de contagem, detecção e classificação (DA SILVA; RODRIGUES; 
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DE ARAUJO, 2012; KESAVARAJU; DICKSON, 2012; LORENZ; SERGIO; 

SUESDEK, 2015; MUNDADA; GOHOKAR, 2013; REYES et al., 2016; 

SANCHEZ-ORTIZ et al., 2017; YAO et al., 2012). Alguns desses pesquisadores 

desenvolveram métodos de detecção e classificação baseados em machine 

learning e técnicas de deep learning (LORENZ; SERGIO; SUESDEK, 2015; 

OUYANG et al., 2015; SANCHEZ-ORTIZ et al., 2017; SILVA et al., 2013). 

Contudo, os problemas relacionados às questões do tempo entre a colocação 

de armadilhas, captura dos mosquitos e a análise do espécime, bem como a 

necessidade de recursos laboratoriais ainda permanecem sem solução. No 

Quadro 1 são apresentados alguns trabalhos desenvolvidos para a classificação 

de insetos utilizando diferentes técnicas. 

Quadro 1: Diferentes técnicas desenvolvidas e aplicadas para contagem, detecção e 

classificação de insetos. 

Amostra Técnica Aplicada Objetivo Referência 

Ae. aegypti 
Processamento de 

imagens 
Contagem de ovos 

(DA SILVA; 

RODRIGUES; DE 

ARAUJO, 2012) 

Mosquitos adultos 
Processamento de 

imagens 

Contagem de 

mosquitos em 

armadilhas 

(KESAVARAJU; 

DICKSON, 2012) 

Lepidoptera (praga 

de arroz) 

Processamento de 

imagens e Máquina 

de vetores de 

suporte (SVM) 

Detecção e 

contagem de pragas 

em plantação de 

arroz 

(YAO et al., 2012) 

Ae. aegypti, 

Anopheles gambiae, 

Apis melífera, Cotinis 

mutabilis, C. 

quinquefasciatus, 

Culex tarsalis, 

Drosophila 

melanogaster, 

Musca domestica e 

Psychodidae díptera. 

Ótica, Acústica e 

Machine learning 

Classificação de 

mosquitos em 

armadilhas. 

(SILVA et al., 2013) 

Pragas de plantas 
Processamento de 

imagens e Máquina 

Detecção precoce de 

pragas nas culturas 

infectadas em estufa 

(MUNDADA; 

GOHOKAR, 2013) 
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de vetores de 

suporte (SVM) 

Ae. aegypti 

Frequência e 

harmônicos do 

batimento de asas 

Classificação de Ae. 

aegypti 

(ARTHUR et al., 

2014) 

Anopheles, Aedes, e 

Culex 

Processamento de 

imagens e Rede 

neural artificial 

Classificação da 

espécie a partir das 

características 

morfológicas das 

asas 

(LORENZ; SERGIO; 

SUESDEK, 2015) 

Ae. albopictus, Ae. 

aegypti e C. 

quinquefasciatus 

Ótica, Acústica e 

Machine learning 

Classificação de 

mosquitos 

(OUYANG et al., 

2015) 

Ae. Aegypti e não 

Ae. Aegypti (ex. 

Culex)  

Processamento de 

imagens e Máquina 

de vetores de 

suporte (SVM) 

Detecção de Ae. 

aegypti 
(REYES et al., 2016) 

Ae. Aegypti e não 

Ae. Aegypti 

Processamento de 

imagens e Rede 

neural convolucional 

(CNN)  

Detecção de Ae. 

aegypti 

(SANCHEZ-ORTIZ 

et al., 2017) 

Mosquitos adultos 

Acústica e Rede 

neural convolucional 

(CNN) 

Detecção de 

mosquitos 
(KISKIN et al., 2017) 

 

Ressalta-se que, a aplicação de inteligência artificial (IA) nos últimos anos tem 

experimentado um rápido crescimento em diversos setores da economia, como 

evidenciado pelos relatórios anuais de IA, publicado pela Universidade de 

Stanford em 2017 (SHOHAM et al., 2017) e em 2018 (SHOHAM et al., 2018). 

Redes neurais artificiais (ANNs) têm sido utilizadas para identificar organismos 

com base em suas características morfológicas desde 1988 e são cada vez mais 

utilizadas para classificar organismos biológicos. Métodos baseados em deep 

learning são essenciais para o reconhecimento geral de objetos (KRIZHEVSKY; 

SUTSKEVER; HINTON, 2012). No maior concurso para reconhecimento de 

objetos, o ImageNet (ILSVRC) - desafio de reconhecimento visual de grande 

escala, os algoritmos de deep learning consagram-se vencedores desde 2012, 

quando uma rede convolucional venceu a competição, reduzindo a taxa de erro-



26 
 

 

top-5 de 26,1% para 15,3% (GOODFELLOW; BENGIO; COURVILLE, 2016). 

Redes neurais convolucionais (CNN) constituem uma classe de modelos que 

utiliza conhecimento prévio para compensar os dados que não estão disponíveis 

(KRIZHEVSKY; SUTSKEVER; HINTON, 2012). 

Neste contexto, a justificativa deste trabalho baseia-se em três pontos principais: 

(1) A classificação automática de mosquitos adultos em campo será um forte 

instrumento epidemiológico para a rápida identificação de foco de doenças 

transmitidas aos humanos, reduzindo assim o tempo entre coleta e análise das 

amostras e permitindo sua aplicação sem a necessidade de recursos 

laboratoriais; (2) O desenvolvimento de uma ferramenta que possa ser aplicada 

por não-especialistas permitirá o envolvimento da comunidade no alerta às 

autoridades de saúde sobre a circulação de potenciais vetores de transmissão 

de doenças, ampliando assim o conhecimento da dinâmica espaço temporal 

desses vetores; (3) Técnicas baseadas em deep learning atualmente 

apresentam desempenho superior à outras técnicas para a atividade de 

classificação de objetos. Por se tratar de uma atividade de treinamento de 

máquina supervisionada, esta técnica requer conhecimento prévio do objeto a 

ser classificado. Neste sentido, a estruturação de um dataset robusto de imagens 

de mosquitos permitirá não só o aperfeiçoamento das técnicas aqui 

apresentadas, bem como o seu uso por qualquer novo método, baseado em 

imagens, que venha a ser desenvolvido no futuro. 

 

1.2 OBJETIVOS 

1.2.1 Objetivo Geral 

O objetivo geral deste trabalho foi o de investigar e determinar métodos 

baseados em redes neurais convolucionais (CNN) para realizar a classificação 

automática em campo, a partir de imagens, de mosquitos adultos das espécies 

Ae. aegypti, Ae. albopictus e C. quinquefasciatus, bem como para detectar 

mosquitos do gênero Aedes. 
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1.2.2 Objetivos Específicos 

 Elaborar um estudo prospectivo e de revisão utilizando informações 

científicas e tecnológicas contidas nas bases de artigos e patentes sobre as 

diferentes técnicas utilizadas para classificação de insetos e sobre a 

aplicação de IA no controle de arboviroses. 

 Avaliar a viabilidade na aplicação de CNN para classificação de mosquitos 

adultos das espécies Ae. aegypti, Ae. albopictus e C. quinquefasciatus, a 

partir de imagens. 

 Desenvolver modelos computacionais, utilizando CNN’s, para extração de 

atributos de imagens e para classificação das mesmas, em uma abordagem 

supervisionada. 

 Realizar a otimização dos hiperparâmetros do modelo para classificação de 

mosquitos adultos das espécies Ae. aegypti, Ae. albopictus e C. 

quinquefasciatus, bem como para detectar mosquitos do gênero Aedes. 

 Avaliar o desempenho do modelo otimizado na classificação de mosquitos 

adultos das espécies Ae. aegypti, Ae. albopictus e C. quinquefasciatus e na 

detecção do gênero Aedes. 

 Avaliar a influência do ângulo da imagem no desempenho do modelo para 

classificação de mosquitos adultos. 

 

1.3 VALOR AGREGADO DESTE ESTUDO 

De acordo com o levantamento técnico e científico, este é o primeiro estudo 

usando um modelo baseado em CNN’s dedicado a extrair características de 

imagens de mosquitos adultos para classificar automaticamente as espécies Ae. 

aegypti, Ae. albopictus e C. quinquefasciatus. 

O banco de dados desse trabalho conta com 7.561 imagens das espécies-alvo 

do estudo, sendo 95% das imagens de aquisição própria. O desenvolvimento de 

novas arquiteturas de rede tem sido contínuo e, ano após ano, mais complexas 

e com melhor desempenho. Independente da arquitetura que se utilize, um 
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banco de dados é fundamental para o processo de aprendizagem das redes 

neurais. Dessa forma, o banco de dados estruturado neste trabalho permitirá o 

desenvolvimento de estudos futuros e aperfeiçoamento do processo de 

classificação automática de mosquitos adultos. 

As CNN’s exigem a definição de diversos hiperparâmetros que não são 

ajustados automaticamente durante o processo de aprendizagem. A otimização 

desses parâmetros precede a etapa de aprendizagem do modelo e, portanto, se 

constitui em uma fase fundamental para garantir o melhor desempenho do 

mesmo. Neste trabalho um processo estruturado de investigação dos melhores 

valores de hiperparâmetros foi realizado, permitindo assim o desenvolvimento 

de um modelo otimizado para a classificação automática, a partir de imagens, de 

mosquitos adultos das espécies Ae. aegypti, Ae. albopictus e o C. 

quinquefasciatus. Os pesos da rede treinada podem ser usados como ponto de 

partida para o processo de transferência de aprendizagem (transfer learning) em 

trabalhos similares de classificação. 

O processo de caracterização entomológica tradicional é lento e tem um alto 

custo. Assim, este trabalho sugere o desenvolvimento de uma ferramenta 

entomológica para uso em campo por especialistas e não especialistas, visando 

facilitar a classificação das três espécies estudadas. Desta forma, foi proposto 

um modelo que permitirá maior eficiência e eficácia nas ações de controle de 

vetores transmissores de doenças, com o objetivo de reduzir casos de doença e 

de mortalidade. O resultado deste trabalho fornece evidências de que as CNN’s 

podem ser usadas como técnica para o desenvolvimento dessa ferramenta 

entomológica e constitui o primeiro passo para construção de uma nova 

biblioteca com imagens de outros mosquitos transmissores de doenças para os 

seres humanos, incluindo Anopheles e outras espécies entre os Culicídeos. 

 

1.4 ESTRUTURA DO TRABALHO 

Este trabalho foi organizado no formato de capítulos para uma melhor 

apresentação e entendimento do mesmo, possuindo no total seis capítulos, 

conforme descrito a seguir: 
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O capítulo 1 constitui a introdução, objetivos, valor agregado deste trabalho e a 

estrutura do documento apresentado. Neste capítulo o contexto geral que 

sustenta a importância do desenvolvimento do estudo é discutido, evidenciando 

as principais contribuições científicas. 

O capítulo 2 apresenta a revisão bibliográfica que é dividida em dois tópicos 

principais. O primeiro discute a diversidade de métodos utilizados com o objetivo 

de detectar e classificar espécies de mosquitos em diferentes fases do seu ciclo 

de vida, e o segundo aprofunda sobre conceitos e evolução de algumas 

arquiteturas das CNN’s ao longo do tempo. 

O capítulo 3 refere-se a um capítulo de livro, publicado online em novembro de 

2018 pela IntechOpen, como parte do desenvolvimento dos objetivos específicos 

desse trabalho. Consiste em um estudo prospectivo e de revisão utilizando 

informações científicas e tecnológicas contidas nas bases científicas (artigos) e 

tecnológicas (patentes) sobre as diferentes técnicas utilizadas para classificação 

de insetos e sobre a aplicação de IA no controle de arboviroses. 

O capítulo 4 apresenta um artigo publicado em janeiro de 2019 na revista PloS 

ONE, como parte do desenvolvimento dos objetivos específicos desse trabalho. 

Refere-se à avaliação da viabilidade de aplicação de técnicas de deep learning 

para classificação de mosquitos adultos das espécies Ae. aegypti, Ae. albopictus 

e C. quinquefasciatus. Os resultados deste trabalho evidenciaram a viabilidade 

da técnica baseada em CNN e sustenta o aprofundamento do estudo a partir de 

um processo estruturado de otimização. 

O capítulo 5 consiste no desenvolvimento do modelo computacional, no 

processo de otimização dos hiperparâmetros e na avaliação de desempenho do 

modelo proposto. Neste capítulo são apresentadas as etapas do processo de 

ampliação do banco de imagens, desenvolvimento do modelo, otimização dos 

hiperparâmetros e os resultados do processo de otimização para classificação 

de mosquitos adultos. 

Por fim, no capítulo 6 são apresentadas as considerações finais do trabalho e 

sugestões para trabalhos futuros. 
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2 REVISÃO BIBLIOGRÁFICA 

2.1 MÉTODOS PARA CLASSIFICAÇÃO DE MOSQUITOS 

A identificação correta das espécies de mosquitos é um passo essencial no 

desenvolvimento de estratégias eficazes de controle de doenças transmitidas 

por vetores. 

A classificação de mosquitos provê informações imediatas sobre as espécies 

presentes no ambiente e possibilita a obtenção de outras informações 

relacionadas a seu estado fisiológico, comportamento e infecção vetorial (MELO-

SANTOS, 2008). Recentemente, os métodos mais utilizados para classificação 

de mosquitos estão baseados em critérios morfológicos ou no uso de biologia 

molecular (NEBBAK et al., 2016). Estudos demonstram a aplicação de métodos 

de classificação nas diversas fases do ciclo de vida do mosquito, representados 

na Figura 1. 

 

Figura 1. Ciclo de vida do mosquito (genérico). 

Fonte: (NTAGEREKA, 2015). 
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2.1.1 Métodos baseados na observação de ovos 

Estudos baseados da observação dos ovos buscam o desenvolvimento de 

métodos para determinar a densidade populacional dos mosquitos e também 

para classificação das espécies, a partir de suas características morfológicas. 

Com o objetivo de obter a estimativa de fecundidade dos mosquitos, Gaburro et 

al. (2016) apresentaram um sistema de contagem automática de ovos utilizando 

uma câmera e um software próprio desenvolvido para contagem. As imagens 

que representam toda a paleta com ovos depositados em sua superfície são 

segmentadas em imagens menores tiradas com uma câmera convencional e um 

estereoscópio. O sistema proposto apresentou resultado semelhante à 

contagem manual, com uma velocidade três vezes maior, demonstrando assim 

a sua eficiência. 

Para a atividade de classificação, Obenauer, Buss & Kaufman (2009) 

apresentaram uma proposta de tecnologia para classificação de espécies a partir 

da melhoria da resolução da imagem de ovos capturados de Ae. albopictus, 

Aedes triseriatus, Orthopodomyia signifera e Toxorhynchites rutilus. Este estudo, 

contudo, não conseguiu demonstrar a eficácia do método, uma vez que não foi 

possível gerar uma imagem nítida dos ovos por conta do contínuo movimento 

destes nas lâminas de coleta e de algumas características como o 

ressecamento. 

No trabalho realizado por Bova, Paulson & Paulson (2016) foram analisadas as 

características morfológicas entre os ovos das espécies Aedes japonicus 

japonicus, Ae. triseriatus e Ae. albopictus através de processamento digital de 

imagens. As figuras dos ovos foram retiradas a partir de câmeras acopladas aos 

microscópios, e analisadas utilizando um software. Os resultados apontam que 

a maior parte dos ovos é amendoada, em formato análogo a um charuto. O 

software utilizado combina diversas imagens em diversos níveis de focos e os 

autores apontam que o método de classificação permitiu classificar quatro 

espécies diferentes utilizando apenas um estereoscópio. 
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2.1.2 Métodos baseados na observação da fase larvária 

Outros trabalhos propõem métodos para classificação morfológica na fase 

larvária. Em seu trabalho, Schaper & Hernández-Chavarría (2006) propuseram 

um método de classificação morfológica para todos os quatro estágios da fase 

larvária do mosquito Ae. aegypti. O método utiliza um microscópio eletrônico de 

varredura para avaliação das imagens do segmento abdominal e, a partir delas, 

identifica cada um dos estágios da larva do mosquito Ae. aegypti. Segundo os 

autores essa classificação é fundamental para compreender a história natural do 

mosquito, principalmente nos novos territórios afetados. 

Em outra aplicação, imagens digitais de larvas de mosquito foram utilizadas em 

um algoritmo de machine learning para identificação de larvas de Aedes. 

Utilizando a CNN AlexNet, Sanchez-Ortiz et al. (2017) desenvolveram um 

método de identificação de larvas de mosquitos Aedes a partir de imagens 

captadas por celulares. O método de classificação foi dividido nos seguintes 

passos: 1) Aquisição de imagens; 2) pré-processamento das imagens; 3) 

treinamento da CNN; e 4) classificação em tempo real. Como resultado, a taxa 

verdadeiro-positivo para classificação de larvas de Aedes foi de 100%, enquanto 

que a taxa verdadeiro-negativo foi de 70%. Apesar do número baixo de apenas 

310 imagens no banco de dados, os autores consideraram o método proposto 

rápido para identificar larvas de Aedes. Contudo, estudos com maior banco de 

imagens para o treinamento da rede são necessários para dar a confiabilidade 

ao modelo proposto. 

 

2.1.3 Métodos baseados na observação de mosquitos adultos 

Estudos evidenciam que a observação de mosquitos adultos tem como propósito 

o desenvolvimento de métodos para avaliar a evolução das espécies, a 

identificação da presença de novas espécies, a avaliação das condições de 

saneamento básico e a classificação automática de espécies já conhecidas a 

partir de suas características morfológicas. 

Para a avaliação morfológica de mosquitos adultos, alguns autores utilizam 

chaves dicotômicas, a exemplo das propostas por Consoli & Oliveira (1998) ou 



36 
 

 

chaves picturais, como a proposta por Huang & Rueda (2015). As chaves 

dicotômicas/picturais, em sua maioria, existem para classificar as espécies a 

partir do 4º estágio da fase de larva (SCHAPER; HERNÁNDEZ-CHAVARRÍA, 

2006) e não estão disponíveis para todas as espécies já identificadas de insetos 

(NEBBAK et al., 2016). 

Um exemplo prático de chaves picturais foram as utilizadas por Huang & Rueda 

(2015) para a classificação de oito espécies do subgênero Zavortinkius, do 

gênero Aedes presentes na região da África, a partir de fotos do tórax e perna 

de mosquitos adultos. Os mesmos autores propuseram mais tarde o mesmo 

processo de chaves picturais para classificação de outras espécies. Para a 

classificação de nove espécies do subgênero Diceromyia Theobald, gênero 

Aedes, presentes na região da África (HUANG; RUEDA, 2016) e para a 

classificação de oito espécies do subgênero Finlaya Theobald, do gênero Aedes, 

também presentes na região da África (HUANG; RUEDA, 2017).  

Em alguns casos o estudo morfológico foi realizado com o objetivo de avaliar a 

evolução das espécies. Vidal, Carvalho & Suesdek (2012), por exemplo, 

apresentam a evolução da espécie Ae. albopictus com o passar dos anos usando 

o estudo de suas asas como efeito comparativo. Durante quatro anos (2007-

2010) mosquitos foram coletados na região de São Paulo – Brasil e a asa 

esquerda de cada inseto foi analisada utilizando o microscópio estereoscópio. 

Por estas imagens, 18 pontos de referência foram representados nas 

interseções das veias da asa. A partir destes pontos foi possível medir as 

mudanças de distância e tamanho das asas com o passar dos anos, podendo 

assim, ter o efeito comparativo. Os resultados mostraram que a morfologia da 

asa do Ae. albopictus muda durante períodos menores que um ano. Durante a 

fase do estudo se tornou perceptível que houve aumento na forma da asa. Outra 

constatação do estudo é a diferença no padrão de crescimento das asas entre 

macho e fêmea. 

O estudo morfológico é também utilizado com o objetivo de identificar a presença 

de novas espécies de mosquitos em determinada região. Em 2008, uma espécie 

de mosquito, não identificado anteriormente, foi encontrada na Bélgica. Com a 

avaliação morfológica detalhada foi possível analisar e comparar com a 
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taxonomia do mosquito Aedes koreicus, originário da Península coreana. 

Segundo Pecor et al. (2014), os mosquitos analisados compartilharam muitas 

características e, portanto, foi possível concluir que se tratavam da mesma 

espécie. Em outro estudo, Airi & Kaur (2015) avaliaram a taxonomia do Culex 

tritaeniorhynchus (principal transmissor de encefalite japonesa) e do Culex 

tritaeniorhynchus summorosus (considerado inicialmente uma subespécie do C. 

tritaeniorhynchus). Amostras de mosquitos adultos das duas espécies foram 

estudadas e comparadas, evidenciando diferenças morfológicas significativas 

entre elas. Desta forma, ao invés de subespécies, os resultados comprovaram 

que se tratava de duas espécies diferentes. 

Em alguns estudos realizados, a avaliação de espécies adultas teve como 

objetivo o monitoramento da fauna e avaliação das condições de saneamento 

básico em cidades. Santos & Calado (2014) estudaram os culicídeos de 

importância médica encontrados na região do oeste da Bahia, mais 

precisamente em Barreiras e municípios próximos. Entre fevereiro de 2009 e 

janeiro de 2010 foram capturados 1.744 culicídeos, sendo identificadas diversas 

espécies de Aedes, Coquilletidia, Culex, Limatus, Mansonia, Ochlerotatus, 

Psorophora e Uranotaenia. Baseado na quantidade de C. quinquefasciatus 

encontrados ao longo do período estudado e a quantidade de mosquitos 

capturados durante as estações mais secas, os autores evidenciaram o impacto 

da falta de saneamento na região correlacionando-a com o aumento no índice 

de infestação de mosquitos. 

Na busca pela classificação automática de espécies conhecidas, alguns autores 

utilizam técnicas de processamento de imagem para classificação de mosquitos 

a partir do estudo de determinadas partes do corpo. Henry et al. (2010) estudam 

as variações taxonômicas venosas nas asas de mosquitos Ae. aegypti e Ae. 

albopictus. Amostras de ambos os sexos para as duas espécies foram coletadas 

através de armadilhas e suas asas foram fotografadas e digitalizadas para 

permitir comparações entre seus tamanhos. Utilizando um software 

desenvolvido para classificação morfológica a partir das imagens, foram 

encontradas relações fortes entre as espécies dos diversos locais. Os autores 

indicaram mudanças sutis nos perfis de asas dos insetos devido ao ambiente em 

que vivem, mas uma conexão forte à herança genética aos padrões de asas. 
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Técnicas de máquina de vetores de suporte (Support Vector Machine - SVM) 

também foram aplicadas para classificação automática de mosquitos. Reyes at 

al. (2016) utilizaram o processamento digital de imagens e SVM para detectar o 

mosquito Ae. aegypti. Os autores sugeriram um método de identificação como 

chave binária de mosquitos a partir da identificação visual de sua morfologia. 

Uma câmera foi integrada a uma placa de circuito, onde as imagens foram 

alimentadas em uma máquina de vetores de suporte, correspondendo às 

características corporais do inseto. Fotos de insetos foram tiradas e, em seguida, 

entregues à máquina para comparação de dados, onde as propriedades da foto 

foram avaliadas e, em seguida, equiparadas. Pela construção do equipamento, 

o sistema só respondeu se o mosquito identificado fosse o Ae. aegypti ou não. 

Para este propósito o sistema apresentou uma taxa verdadeiro positivo acima de 

90%. 

Ainda com o objetivo de classificar espécies conhecidas, técnicas baseadas na 

frequência de vibração do batimento de asas dos mosquitos relataram bons 

resultados em relação à acurácia. De Souza, Silva & Batista (2013) evidenciaram 

a diferença da frequência do batimento de asas em sete espécies, Lucidota atra, 

Chauliognathus marginatus, Oulema melanopus, Drosophila melanogaster, C. 

quinquefascitus, Anopheles stephensi, e Ae. aegypti. No entanto, os sensores 

testados tiveram uma quantidade limitada de memória e não armazenaram todo 

o fluxo de dados para processamento posterior. Essa mesma técnica foi utilizada 

para ajudar no reconhecimento de insetos, aplicando machine learning para 

projetar armadilhas inteligentes (SILVA et al., 2013). O dispositivo desenvolvido 

pelos autores foi capaz de atrair e distinguir os insetos danosos dos benéficos, 

e dessa forma capturar e matar apenas os insetos-alvo, com o objetivo de 

fornecer informações para estimar a densidade populacional. Diferentes 

conjuntos de recursos de análise de áudio e algoritmos de machine learning 

alcançaram acurácia de 98% na classificação de insetos. 

Outro exemplo foi o desenvolvimento de um sistema automático de classificação 

de mosquitos com um dispositivo de gravação por infravermelho para traçar o 

perfil da frequência das batidas de asas das espécies de mosquitos em voo. 

Também foi usado um modelo de machine learning para classificar o gênero e 

as espécies dos mosquitos (OUYANG et al., 2015). Para avaliar o desempenho 
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do sistema, os autores usaram Ae. albopictus, machos e fêmeas vivos, Ae. 

aegypti e C. quinquefasciatus. Os resultados mostraram que a acurácia do 

sistema proposto ficou acima de 80% na identificação da espécie e gênero dos 

mosquitos. 

 

2.2 REDES NEURAIS CONVOLUCIONAIS – CNN 

Os conceitos das redes neurais convolucionais foram inspirados pela pesquisa 

desenvolvida por Hubel & Wiesel (1968), que propuseram uma explicação para 

a maneira pela qual os mamíferos percebem visualmente o mundo ao seu redor 

usando uma arquitetura em camadas de neurônios no cérebro. Em 1981, por 

conta deste estudo, David Hubel e Torsten Wiesel juntamente com Roger Sperry, 

receberam o Prêmio Nobel de Fisiologia ou Medicina. 

Convolução é uma operação em duas funções de um argumento de valor real, 

tipicamente representada pela equação 1. 

𝑠(𝑡) = (𝑥 ∗ 𝑤)(𝑡).         (1) 

Na terminologia de rede convolucional, o primeiro argumento para a convolução 

é frequentemente chamado de entrada (input), nesta equação representado por 

𝑥 e o segundo argumento é o filtro (ou kernel), nesta equação representado por 

𝑤. A saída (output) é às vezes referenciada como o mapa de atributos (feature 

map) (GOODFELLOW; BENGIO; COURVILLE, 2016). 

 

2.2.1 Modelo genérico das CNN’s 

As CNN’s são classificadas como redes de Deep Learning e consideradas como 

uma das mais robustas abordagens para aplicação em visão computacional 

(GUO et al., 2016b). Em sua arquitetura genérica para extração de atributos 

incluem uma camada de entrada de dados (input layer), diversas camadas 

intercalando entre convolucionais e de pooling e uma camada totalmente 

conectada (fully-connected), como verificado na Figura 2. 
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Figura 2. Representação genérica da arquitetura de uma rede neural convolucional (CNN). 

Fonte: Adaptado de (GUO et al., 2016b). 

 

Nas camadas convolucionais, a CNN utiliza vários filtros para convolver toda a 

imagem gerando vários mapas de atributos (feature maps), conforme 

apresentado na Figura 3. As principais vantagens dessa operação são (1) o 

mecanismo de compartilhamento de peso no mesmo mapa de atributos reduz o 

número de parâmetros; (2) conectividade local aprende as correlações 

existentes entre pixels próximos; (3) invariância em relação à localização do 

objeto (GUO et al., 2016b). 

 

Figura 3. Representação de uma camada convolucional. 

Fonte: (GUO et al., 2016b). 

 

A camadas de pooling vem normalmente após às de convolução e são utilizadas 

para reduzir a dimensões dos mapas de atributos (feature maps) e dos 
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parâmetros da rede, tornando a representação invariante a pequenas 

translações do sinal de entrada (GOODFELLOW; BENGIO; COURVILLE, 2016). 

Um exemplo de pooling máximo (max pooling) é apresentado na Figura 4. 

 

 

Figura 4. Representação de uma camada de pooling máximo. 

 

As estratégias mais comuns utilizadas nas camadas de pooling são o pooling 

médio (average pooling) e o pooling máximo (max pooling), que retornam os 

valores de pixel médio do filtro e máximo, respectivamente (GUO et al., 2016b). 

Uma avaliação de desempenho dessas duas estratégias realizada por Scherer, 

Muller & Behnke (2010), conclui que o pooling máximo é muito superior para 

capturar invariâncias em dados semelhantes às imagens em comparação com 

uma operação de pooling médio. 

Após a última camada de pooling vem as camadas totalmente conectadas, 

convertendo os mapas de atributo 2D em um vetor de atributo 1D. São elas que 

calculam a pontuação de cada classe dos atributos extraídos de uma camada 

convolucional nas etapas anteriores e realizam o processo de classificação ou 

reconhecimento do objeto (ALOM et al., 2018). Essas camadas estão 

estruturadas de forma semelhante à uma rede neural tradicional e contêm cerca 

de 90% dos parâmetros de uma CNN (GUO et al., 2016b). Na Figura 5, é 

apresentada uma representação gráfica das camadas totalmente conectadas. 
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Figura 5. Representação de uma camada totalmente conectada: FC: Fully-connected. 

Fonte: (GUO et al., 2016b). 

 

Atualmente, uma estratégia utilizada para eliminar o efeito de overfitting é a 

desativação aleatória de alguns neurônios nas camadas de classificação ao 

longo do treinamento da rede. Essa estratégia é conhecida como Dropout e é 

um método bastante utilizado de regularização em redes neurais convolucionais 

(WU; GU, 2015). Sua função é zerar a ativação de determinados neurônios de 

forma estocástica ao longo das épocas de treinamento. O uso do dropout tem 

por objetivo eliminar a co-dependência entre neurônios que pode ser 

desenvolvida durante o processo de aprendizagem. 

 

2.2.2 Evolução das arquiteturas CNN (um histórico) 

Nos anos 80 um modelo de rede neural chamado de neocognitron foi utilizado 

para reconhecimento de padrões visuais de numerais manuscritos 

(FUKUSHIMA, 1988). Essa foi a primeira vez que uma arquitetura de rede neural 

convolucional foi proposta. No entanto, este modelo não foi amplamente utilizado 

devido à limitação de capacidade computacional para treinamento da rede 

(ALOM et al., 2018). 

Nos anos 90, Lecun et al. (1998) aplicaram uma rede convolucional, então 

chamada de LeNet, no reconhecimento de mais de 60.000 caracteres 

manuscritos e compararam seus resultados com outras técnicas. Na 
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comparação em relação à acurácia na classificação, a técnica de máquina 

suporte a vetor (Support Vector Machine) e de aprendizado à distância tangente 

(Tangent Distance Learning) apresentaram desempenho similar à LeNet. 

Contudo, em relação à demanda de memória computacional, a CNN demandou 

muito menos memória que as demais. Os autores concluíram que os conceitos 

apresentados de redes neurais convolucionais eram claramente aplicáveis em 

diversas situações onde o conhecimento pode ser representado graficamente. 

Por um longo período a LeNet foi considerada o estado da arte das CNN’s, sendo 

considerado o primeiro passo para uma real aplicação do método de deep 

learning. Desde então, outras arquiteturas de redes neurais convolucionais têm 

sido desenvolvidas e testadas. A Figura 6 apresenta uma linha do tempo de 

algumas arquiteturas comumente utilizadas para resolver questões de 

reconhecimento de padrões gráficos. 

 

Figura 6. Linha do tempo de arquiteturas de redes neurais convolucionais entre 2012 e 2018. 

Fonte: (ALOM et al., 2018; CANZIANI; PASZKE; CULURCIELLO, 2016). 

 

Em 2012, Alex Krizhevsky lançou a AlexNet, uma arquitetura de rede baseada 

na LeNet com 650 mil neurônios, cinco camadas convolucionais, algumas 

seguidas de camadas de pool máximo, e três camadas totalmente conectadas 

(KRIZHEVSKY; SUTSKEVER; HINTON, 2012). A AlexNet foi colocada à prova 
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na competição ILSVRC-2012 - ImageNet Large-Scale Visual Recognition 

Challenge de 2012 - vencendo a competição com uma taxa de erro-top-5 de 

15,3%. A rede que obteve a segunda colocação obteve 26,2% de erro-top-5. 

A partir de 2012 as tarefas de classificação de imagens e de localização de 

objeto do ILSVRC foram vencidas por redes neurais convolucionais 

(RUSSAKOVSKY et al., 2015). A Figura 7 evidencia as redes vencedoras do 

ILSVRC para classificação de imagens desde 2012. Apesar de ainda não ter sido 

divulgada a arquitetura da rede vencedora do desafio em 2016, percebe-se que 

as redes artificiais já superam desde 2015 o desempenho humano nesta 

atividade. Desde o início, em 2010, deste desafio, houve uma redução de 9,4 

vezes a margem de erro na classificação de imagens (de 28,20% para 2,99%), 

evidenciando o grande progresso que foi feito no reconhecimento de objetos em 

grande escala nos últimos anos (RUSSAKOVSKY et al., 2015). 

 

Figura 7. Margem de erro-top-5 das arquiteturas de redes vencedoras do desafio ILSVRC entre 

2012 e 2016. 

(Em amarelo, para referência, o percentual médio de erro humano) 

Fonte: (ALOM et al., 2018; RUSSAKOVSKY et al., 2015) e http://image-

net.org/challenges/LSVRC/. 

 

Em 2013, o desafio foi vencido pela rede ZFNet (ou Clarifai). Essa arquitetura foi 

desenvolvida por Matthew Zeiler e Rob Fergus a partir do modelo da AlexNet 

(ZEILER; FERGUS, 2014). A principal diferença está na significativa redução nos 
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números de parâmetros de treinamento da rede que melhorou a acurácia geral 

na atividade de reconhecimento de padrões (ALOM et al., 2018). 

Mais tarde, Lin, Chen & Yan (2014) propuseram um novo modelo de estrutura 

de rede, chamado de Network in Network (NiN). Este modelo foi construído com 

micro redes neurais com estruturas mais complexas para abstrair os dados 

dentro do campo receptivo, diferente das arquiteturas da época, que utilizavam 

filtros lineares seguidos por uma função de ativação não-linear para digitalizar 

os dados de entrada. Um segundo conceito importante introduzido pela NiN foi 

o uso do Global Average Pooling (GAP) como uma alternativa de camadas 

totalmente conectadas para reduzir o número de parâmetros de rede. O GAP 

altera significativamente a estrutura da rede e ao aplica-lo um vetor de atributo 

final de baixa dimensionalidade é gerado sem reduzir a dimensão dos mapas de 

atributos (ALOM et al., 2018). Esta nova abordagem aumentou o poder 

representacional das redes neurais e serviu de inspiração para outras 

arquiteturas propostas a partir de então, a exemplo da GoogLeNet (SZEGEDY 

et al., 2014). 

Ainda em 2014, Christian Szegedy, da empresa Google, começou a investigar 

métodos para reduzir a carga computacional das redes neurais profundas 

(SZEGEDY et al., 2014). Nesta nova arquitetura, codinome Inception e mais 

tarde chamada de GoogLeNet, todos os filtros são aprendidos. Além disso, as 

camadas iniciais são repetidas muitas vezes levando a um modelo profundo de 

22 camadas, aumentando a eficiência da rede. A GoogLeNet foi a vencedora do 

ILSVRC 2014, superando a ZFNet e foi proclamada como o novo paradigma das 

redes neurais convolucionais. 

No desafio do ILSVRC 2014, outra arquitetura obteve o segundo lugar na tarefa 

de classificação e o primeiro lugar na tarefa de localização de objetos. Foi o time 

da Visual Geometry Group (VGG). A principal contribuição da VGG foi a 

avaliação completa das redes de maior profundidade usando uma arquitetura 

com pequenos filtros de convolução (3x3). Essa abordagem representa uma 

melhoria significativa nas configurações apresentadas anteriormente 

(SIMONYAN; ZISSERMAN, 2014). Contudo, comparada com outras redes, a 

VGG é que apresenta os maiores custos operacionais, em termos de número de 
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operações requeridas a cada época de aprendizado e pelo número de 

parâmetros da rede (CANZIANI; PASZKE; CULURCIELLO, 2016; SZEGEDY; 

VANHOUCKE; SHLENS, 2015). A VGG apresenta configurações com números 

de camadas convolucionais diferentes. A VGG-11 com oito camadas 

convolucionais, a VGG-16 com 13 camadas convolucionais e a VGG-19 com 16 

camadas convolucionais.  

He et al. (2015) apresentaram a ResNet (Residual Network). O principal desafio 

deste modelo foi aumentar significativamente a profundidade da rede (número 

de camadas) sem tornar o treinamento mais difícil. As camadas foram 

reformuladas como funções de aprendizado residuais com referência aos dados 

de entrada ao invés de aprender funções não referenciadas. A ResNet 

apresentou 152 camadas, oito vezes mais profunda que a VGG-19 e sagrou-se 

campeã do desafio ILSVRC 2015 na categoria de classificação de objetos com 

a margem de erro-top-5 de 3,57%. A arquitetura mais conhecida é a ResNet50, 

com 49 camadas convolucionais e uma camada totalmente conectada. 

Baseado na arquitetura da GoogLeNet (também conhecida por Inception), 

Szegedy, Vanhoucke & Shlens (2015) propuseram a arquitetura conhecida como 

InceptionV3. Nesta configuração a rede tem 42 camadas, o custo operacional é 

superior à GoogLeNet em 2,5 vezes, mas muito inferior ao da VGG. Na análise 

de desempenho realizada por Canziani, Paszke & Culurciello (2016), a 

InceptionV3 obteve melhor acurácia e menor custo operacional que as 

configurações avaliadas da VGG. A combinação de menor número de 

parâmetros e a regularização adicional com classificadores auxiliares com batch-

normalizado permitiram o treinamento de redes de alta qualidade com tamanho 

modesto de banco de dados (SZEGEDY; VANHOUCKE; SHLENS, 2015). 

Em 2016, uma nova arquitetura de rede foi apresentada, a ENet (efficient neural 

network). Esta configuração foi criada especificamente para atividades que 

requerem operação de baixa latência. O principal objetivo é a segmentação de 

imagens e aplicações em tempo real que demandem baixo tempo de resposta 

(PASZKE et al., 2016). 

Na busca de uma evolução dos modelos GoogLeNet e InceptionV3, Szegedy et 

al. (2016) propuseram a arquitetura da InceptionV4 e, baseado nos resultados 
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alcançados pelo modelo com funções de aprendizado residuais nas camadas, 

propõem uma combinação das arquiteturas Inception e ResNet. Em seu estudo, 

os autores concluíram que o modelo que introduziu as ligações residuais 

aumenta significativamente a velocidade de treinamento comparada com a 

arquitetura da GoogLeNet. Também determinaram que as novas versões, 

InceptionV4 e Inception-ResNet-v2, superam o desempenho de todas as redes 

anteriores avaliadas pelos autores. 

Em 2017, o conceito até então de que as funções residuais eram essenciais para 

a aplicação de redes mais profundas foi questionado por Larsson, Maire & 

Shakhnarovich (2017). Segundo os autores, a chave pode ser a capacidade de 

transição, durante o treinamento, entre camadas rasas e profundas. Eles 

apresentam então a FractaNet, uma rede ultra profunda sem funções residuais 

e que apresenta desempenho melhor que a ResNet. 

A partir da observação de que as camadas da GoogLeNet (Inception) podem ser 

um passo intermediário entre a convolução regular e a convolução profunda, 

Chollet (2017) apresentou uma nova arquitetura chamada Xception (Extreme 

Inception). A Xception é baseada inteiramente em camadas de convolução 

separáveis em profundidade, o que torna a arquitetura fácil de definir e modificar. 

São necessárias apenas 30 a 40 linhas de código usando uma biblioteca, a 

exemplo do Keras ou Tensorflow. Em uma comparação com as redes VGG-16, 

ResNet-152 e InceptionV3, a Xception apresentou melhor desempenho em 

relação à acurácia na classificação. Apesar da necessidade de otimização dos 

parâmetros de treinamento (hiperparâmetros), o autor considera que este 

conceito pode servir como base para desenvolvimentos futuros. 

Huang et al. (2018) apresentaram a DenseNet (Dense Convolutional Network). 

Enquanto nas redes convolucionais as camadas se conectam de maneira 

subsequente, na DenseNet os mapas de atributos de todas as camadas 

anteriores são usados como entradas para as camadas subsequentes, conforme 

verificado na Figura 8. Os resultados evidenciaram que a DenseNet produziu 

melhorias consistentes na acurácia, sem sinais de overfitting. Em comparação 

com outras arquiteturas, esta alcançou melhor desempenho em diversos 



48 
 

 

critérios de avaliação. Além disso, a DenseNet demanda menor número de 

parâmetros e menor capacidade computacional. 

 

 

Figura 8. Representação da arquitetura da DenseNet. 

Fonte:(HUANG et al., 2018). 

 

O Quadro 1 apresenta a configuração básica de algumas CNNs, evidenciando 

suas evoluções de arquitetura ao longo dos anos. 

 

Quadro 1: Configuração básica de algumas CNNs. 

Ano CNN Configuração básica Referência 

1998 LeNet-5 

Sete camadas, sem contar a de entrada (duas 

convolucionais, duas de subamostragem, duas 

totalmente conectadas e uma conexão 

Gaussiana). 

(LECUN et al., 

1998) 

2012 AlexNet 
Oito camadas, sem contar a de entrada (cinco 

convolucionais e três totalmente conectadas) 

(KRIZHEVSKY; 

SUTSKEVER; 

HINTON, 2012) 

2013 ZFNet 
Oito camadas, sem contar a de entrada (cinco 

convolucionais e três totalmente conectadas). 

(ZEILER; FERGUS, 

2014) 
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As principais diferenças em relação à AlexNet 

estão nos filtros e nas formas de conexão 

usadas entre as camadas. 

2014 NiN 

Número flexível de camadas. A arquitetura 

básica corresponde a três camadas 

convolucionais MLP (multilayer perceptron) e 

uma camada GAP (Global Average Pooling), 

em substituição às camadas totalmente 

conectadas. Camadas de subamostragem 

podem ser adicionadas entre as camadas 

convolucionais. 

(LIN; CHEN; YAN, 

2014) 

2014 GoogLeNet 

22 camadas, considerando apenas as camadas 

com parâmetros de treinamento. Em sua 

arquitetura inclui camadas convolucionais, max 

pooling, módulos inception e GAP. 

(SZEGEDY et al., 

2014) 

2014 VGG 

Apresenta configurações com 11, 13, 16 e 19 

camadas com parâmetros de treinamento. A 

construção da rede apresenta um número total 

de 100 camadas. Em sua arquitetura inclui 

camadas convolucionais, max pooling e 

totalmente conectadas. 

(SIMONYAN; 

ZISSERMAN, 2014) 

2015 ResNet 

Apresenta configurações com 18, 34, 50, 101 e 

152 camadas com parâmetros de treinamento. 

Em sua arquitetura inclui camadas 

convolucionais, max pooling, GAP e totalmente 

conectadas. 

(HE et al., 2015) 

2015 
Inception-

V3 

42 camadas, incluindo camadas convolucionais,  

módulos inception e camadas de pooling. 

(SZEGEDY; 

VANHOUCKE; 

SHLENS, 2015) 

2016 ENet 

Apresenta arquitetura básica em dois blocos. 

No primeiro apresenta camada max pooling e 

convolucional com 13 filtros. O segundo 

consiste de três camadas convolucionais. Este 

segundo bloco é repetido em estágios. A 

arquitetura termina com uma camada 

totalmente conectada. 

(PASZKE et al., 

2016) 

2016 
Inception-

V4 

Número flexível de camadas. A arquitetura 

básica consiste de módulos inception, blocos de 

redução, GAP e camadas de dropout. 

(SZEGEDY et al., 

2016) 
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2017 FractalNet 

Apresenta configurações com 20 e 40 camadas 

com parâmetros de treinamento. Sua 

arquitetura inclui subcaminhos de diferentes 

comprimentos, mas não incluem pass-through 

ou conexões residuais. Cada sinal interno é 

transformado por um filtro e não-linearidade 

antes de ser visto por camadas subsequentes. 

(LARSSON; 

MAIRE; 

SHAKHNAROVICH, 

2017) 

2017 Xception 

Apresenta 36 camadas convolucionais 

estruturadas em 14 módulos, todos com 

conexões residuais lineares em torno deles, 

com exceção do primeiro e último módulos. Sua 

arquitetura apresenta o mesmo número de 

parâmetros da Inception V3. O ganho de 

desempenho não está no aumento de 

capacidade, mas sim no uso mais eficiente dos 

parâmetros do modelo. 

(CHOLLET, 2017) 

2018 DenseNet 

Apresenta configurações com 121, 169, 201 e 

264 camadas com parâmetros de treinamento, 

incluindo camadas convolucionais, pooling, 

blocos densos, camadas de transisão, GAP e 

camadas totalmente conectadas. Os mapas de 

atributos de todas as camadas anteriores são 

usados como entradas para as camadas 

subsequentes. 

(HUANG et al., 

2018) 
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Este capítulo avalia o cenário atual e o potencial de aplicação de técnicas de IA 

no combate às doenças transmitidas por vetores. Após uma introdução dos 

conceitos de IA, machine learning e deep learning, uma pesquisa em base de 

dados de artigos e patentes é realizada, correlacionando técnicas de IA com as 

arboviroses. Este levantamento evidencia o crescimento em aproximadamente 

seis vezes, entre 2000 e 2017, na quantidade de artigos publicados e de 10 

vezes no número de patentes de 2017, comparado com a média dos anos 

anteriores. Também são apresentadas aplicações de como a entomologia pode 

se beneficiar com as técnicas de IA, bem como os principais desafios e 

limitações das técnicas de machine learning e deep learning. Este capítulo 

responde ao objetivo específico da tese de elaborar um estudo prospectivo e de 

revisão utilizando informações científicas e tecnológicas contidas nas bases de 

artigos e patentes sobre as diferentes técnicas utilizadas para classificação de 

insetos e sobre a aplicação de IA no controle de arboviroses. 
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Este capítulo do trabalho avalia a viabilidade do uso de técnicas baseadas em 

CNN para classificação automática de mosquitos adultos a partir de imagens de 

mosquitos adultos das espécies Ae. aegypti, Ae. albopictus e C. 

quinquefasciatus. Com um banco de dados que incluiu 4.056 imagens de 

mosquitos, três redes neurais, LeNet, AlexNet e GoogleNet, foram usadas. 

Durante a fase de validação, a acurácia da classificação foi de 57,5% usando a 

rede LeNet, 74,7% usando a AlexNet e 83,9% usando a GoogleNet. Durante a 

fase de testes, o melhor resultado (76,2%) foi obtido usando a GoogleNet; os 
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resultados de 52,4% e 51,2% foram obtidos usando LeNet e AlexNet, 

respectivamente. 

Os resultados obtidos neste artigo evidenciaram a viabilidade de aplicação e 

sugeriram um estudo mais aprofundado para aumento da acurácia com o uso de 

arquiteturas mais complexas de CNN. Este capítulo responde ao objetivo 

específico da tese de avaliar a viabilidade na aplicação de CNN para 

classificação de mosquitos adultos das espécies Ae. aegypti, Ae. albopictus e C. 

quinquefasciatus, a partir de imagens. 
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5 ARTIGO II 

Optimization of CNN hyperparameters for automatic classification of adult 

mosquitoes 
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Este capítulo do trabalho consiste no desenvolvimento de modelos 

computacionais, baseados em redes neurais convolucionais (CNN) e na 

otimização dos hiperparâmetros do modelo para melhoria no desempenho de 

classificação automática de mosquitos adultos a partir de imagens das espécies 

Ae. aegypti, Ae. albopictus e C. quinquefasciatus. Os modelos computacionais 

foram elaborados na linguagem python, com a utilização da biblioteca do 

framework Keras. O processo de otimização passou por etapas de investigação 

aleatória e de pesquisa exaustiva para definição dos melhores hiperparâmetros 

do modelo. Com um banco de dados de 7.561 imagens dos mosquitos-alvo do 

estudo e 1.187 imagens de outros insetos, arquiteturas mais complexas de CNN, 

incluindo a Xception e a DenseNet, foram utilizadas para treinamento da rede. O 

modelo foi testado para a atividade de classificação de espécies e para detecção 

do gênero Aedes, obtendo resultados de acurácia balanceada superiores a 90%. 

Uma investigação sobre o ângulo do mosquito na imagem também foi conduzida 

para avaliar a influência da forma de aquisição da imagem na acurácia do 

modelo. Os resultados obtidos neste artigo evidenciaram que a aplicação de 

modelos baseados em CNN pode se tornar uma ferramenta entomológica 

importante para uso por especialistas e para melhoria da eficácia dos planos de 
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combate às arboviroses, a exemplo da dengue, chikungunya e Zika. Este 

capítulo do estudo responde aos objetivos específicos de desenvolver modelos 

computacionais, utilizando CNN’s, para extração de atributos de imagens e para 

classificação das mesmas, em uma abordagem supervisionada; realizar a 

otimização dos hiperparâmetros do modelo para classificação de mosquitos 

adultos das espécies Ae. aegypti, Ae. albopictus e C. quinquefasciatus ; avaliar 

o desempenho do modelo otimizado na classificação e na detecção de 

mosquitos adultos e; avaliar a influência do ângulo da imagem no desempenho 

do modelo para classificação de mosquitos adultos.  
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Otimização de hiperparâmetros de CNN para classificação 

automática de mosquitos adultos 

 

5.1 RESUMO 

O impacto econômico e social causado pelas doenças transmitidas por vetores 

no mundo nos últimos anos é significativo. Atualmente não há tratamento 

específico ou vacina comercial para o controle e prevenção das arboviroses, o 

que torna a caracterização entomológica fundamental no combate a doenças 

como dengue, chikungunya e Zika. Atualmente, a identificação morfológica de 

mosquitos inclui um exame visual individual do inseto, o que demanda tempo 

elevado para a sua classificação, e, além disso, requer expertise na área (vários 

anos de experiência do profissional). Dentro desta problemática, o 

desenvolvimento de um novo método automatizado de percepção e classificação 

de mosquitos torna-se cada vez mais essencial. Com base nesse contexto, neste 

trabalho, foi desenvolvido um modelo computacional baseado em redes neurais 

convolucionais (CNN’s) para extrair características de imagens de mosquitos 

com o objetivo de classificar as espécies de Aedes aegypti, Aedes albopictus e 

de Culex quinquefasciatus, bem como para detectar mosquitos do gênero 

Aedes. Dessa forma, para treinar as CNN’s, com o intuito de realizar a 

classificação morfológica automática dos mosquitos, foi usado um banco de 

imagens que incluiu 7.561 imagens das três espécies-alvo do estudo e 1.187 

imagens de outros insetos. Diferentes redes neurais, incluindo Xception e 

DenseNet, foram utilizadas para o desenvolvimento do modelo de classificação 

automática a partir de imagens. Um processo estruturado de pesquisa aleatória 

e pesquisa exaustiva foi desenvolvido para otimização dos hiperparâmetros na 

busca do aumento da acurácia do modelo e uma investigação sobre a influência 

do ângulo do mosquito na imagem foi conduzida. Estratégias de eliminação de 

overfitting foram empregadas computacionalmente, visando a maior capacidade 

de generalização do modelo proposto. O modelo otimizado foi testado para as 

atividades de classificação dos mosquitos-alvo do estudo e para detecção do 

gênero Aedes, obtendo o resultado de acurácia balanceada global de 93,5% 

para classificação e de 97,3% para detecção. Os resultados fornecem 
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informações fundamentais para a classificação morfológica automática de 

espécies de mosquitos. A incorporação do modelo em uma poderosa ferramenta 

entomológica é um recurso valioso e acessível para profissionais de saúde e 

outros não especialistas para a identificação de insetos que podem transmitir 

agentes infecciosos para seres humanos. 

Palavras-chave: Aedes; Culex; Classificação; Aprendizagem de Máquina; 

Aprendizagem Profunda; Redes Neurais Convolucionais. 

 

5.2 INTRODUÇÃO 

O impacto econômico causado pelas doenças transmitidas por vetores à 

sociedade é bastante significativo. Para governos em países endêmicos, isso 

inclui os custos das atividades de controle de vetores e de gerenciamento de 

casos (WHO, 2017). Além disso, muitos casos de arboviroses não são 

reportados, o que dificulta estimar a verdadeira extensão econômica dessas 

doenças (SHEPARD et al., 2016). 

Dengue, chikungunya e Zika são as doenças virais mais comuns transmitidas 

por vetores (PAHO, 2017) e atualmente causam o maior impacto negativo na 

saúde pública e danos econômicos em todo o mundo (MAYER; B. TESH; 

VASILAKIS, 2016). 

Shepard et al. (2016), estimaram que em 2013 houve um total de 58,4 milhões 

de infecções sintomáticas por vírus da dengue, incluindo 13.586 casos fatais. 

Desta forma, o custo global da dengue foi em torno de 9 bilhões de dólares. 

Em relação à Zika, o Programa de Desenvolvimento das Nações Unidas (2017), 

em parceria com a Federação Internacional da Cruz Vermelha, avaliaram os 

impactos socioeconômicos do vírus da Zika em países da América Latina e no 

Caribe, em especial no Brasil, Colômbia e Suriname. A Zika foi responsável por 

perdas tangíveis no produto interno bruto, estimado entre sete e oito bilhões de 

dólares somente no período de 2015 a 2017, impondo um ônus imediato aos 

sistemas de saúde e assistências sociais. 
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É importante destacar que o impacto econômico vai além dos custos 

relacionados à saúde pública e ao produto interno bruto dos países, pois afeta 

diretamente a economia doméstica. Em estudo realizado por Gopalan & Das 

(2017), no estado de Orissa na Índia, 10% da renda mensal familiar foi destinada 

à despesas com cuidados de saúde por conta da chikungunya. Entre as pessoas 

entrevistadas, em média, o trabalhador perdeu 35 dias de trabalho por 

consequência da doença.  

O mosquito da espécie Aedes. aegypti, consiste no principal vetor de 

transmissão das arboviroses e é responsável pela infecção de milhões de 

pessoas globalmente. Além disso, a espécie Aedes. albopictus é também um 

vetor transmissor dessas doenças e nas últimas três décadas experimentou uma 

rápida expansão geográfica de sua população no mundo (MAUCOURANT et al., 

2019). O Culex quinquefasciatus, além de também ser um vetor transmissor de 

doenças, é, juntamente com o Ae. aegypti, um dos mosquitos urbanos, mais 

comuns em ambientes tropicais e subtropicais, causando incômodo para os 

seres humanos (NG et al., 2018). 

Atualmente não há tratamento específico ou vacina comercial para o controle e 

prevenção das arboviroses, portanto, o controle populacional de mosquitos é a 

única alternativa de prevenção (PARRA-AMAYA et al., 2016). A caracterização 

entomológica é fundamental para adquirir informações sobre o comportamento 

dos mosquitos, contudo, a prática atualmente utilizada para identificar espécies 

de insetos é manual, demanda tempo elevado e requer vários anos de 

experiência dos profissionais que a executam (PARK et al., 2016; WANG et al., 

2012; YANG et al., 2015). O desenvolvimento de um novo método automatizado 

de percepção e classificação de mosquitos torna-se cada vez mais essencial 

(FUCHIDA et al., 2017). 

Dentre as técnicas estudadas para classificação automática, as técnicas de 

inteligência artificial (IA), baseadas em machine learning e deep learning, têm-

se destacado (LORENZ; SERGIO; SUESDEK, 2015; OUYANG et al., 2015; 

SANCHEZ-ORTIZ et al., 2017; SILVA et al., 2013). Entretanto, conforme 

discutido por Batista et al. (2011), a eficiência dessas ferramentas depende do 

conhecimento da dinâmica espaço temporal dos vetores transmissores e o 
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tempo que se leva entre a coleta dos mosquitos e a análise em laboratório afeta 

negativamente essa eficiência. 

Em estudo recente, Motta et al. (2019), evidenciaram a viabilidade da aplicação 

de CNN’s para classificação automática de mosquitos adultos em campo. Esse 

estudo apresentou resultados importantes e que fomentam a investigação com 

arquiteturas de redes neurais mais complexas, com o objetivo de aumentar a 

acurácia do modelo. 

Adicionalmente à utilização de arquiteturas mais complexas, os algoritmos de 

deep learning envolvem otimizações em diversos contextos e de todos os 

problemas de otimização de deep learning, os mais difíceis são os de redes 

neurais (GOODFELLOW; BENGIO; COURVILLE, 2016). As CNN’s exigem a 

definição de diversos parâmetros de treinamento que não são ajustados 

automaticamente durante o processo de aprendizagem. É bastante comum 

investir meses para otimizar um limitado número de parâmetros de treinamento 

e, por se tratar de um problema tão importante e caro, existem técnicas de 

otimização desenvolvidas para resolvê-lo (GOODFELLOW; BENGIO; 

COURVILLE, 2016). As técnicas de pesquisa aleatória (random search) e 

pesquisa de grade (grid search) são as estratégias mais usadas para otimização 

dos hiperparâmetros (BERGSTRA; BENGIO, 2012). 

Dentro deste contexto, o objetivo deste trabalho foi o de desenvolver uma 

ferramenta entomológica, baseada em CNN, para uso em campo por 

especialistas e não especialistas, visando automatizar a classificação das 

espécies Ae. aegypti, Ae. albopictus e C. quinquefasciatus, bem como permitir a 

detecção do gênero Aedes. Ressalta-se que arquiteturas mais complexas de 

CNN, incluindo a Xception e a DenseNet, foram utilizadas para treinamento da 

rede e os hiperparâmetros do modelo foram otimizados, com uma abordagem 

em etapas aleatórias e exaustivas de investigação para o aumento da sua 

acurácia. 
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5.3 MATERIAIS E MÉTODOS 

5.3.1 Declaração de ética 

Não foram necessárias autorizações para amostragem usada neste estudo. A 

amostragem de campo não envolveu nenhuma espécie ameaçada ou protegida. 

 

5.3.2 Coleta de amostras 

As amostras de mosquitos utilizadas para captura de imagens foram obtidas no 

Laboratório de Parasitologia da Universidade Federal da Bahia – UFBA 

(Salvador, Brasil), no Instituto de Entomologia Oswaldo Cruz da FIOCRUZ (Rio 

de Janeiro, Brasil) e também foram coletadas em campo. As amostras obtidas 

da UFBA foram dos mosquitos Ae. aegypti (10 fêmeas e 6 machos) e Ae. 

albopictus (5 fêmeas e 5 machos). As amostras obtidas da FIOCRUZ foram dos 

mosquitos Ae. aegypti (3 fêmeas), Ae. albopictus (3 fêmeas) e C. 

quinquefasciatus (3 fêmeas). 

A captura de insetos adultos no campo foi realizada por um entomologista e 

resultou na coleta de 120 exemplares de Ae. aegypti, sendo 94 fêmeas e 26 

machos, 94 exemplares de de Ae. albopictus, 71 fêmeas e 23 machos, além de 

110 exemplares de C. quinquefasciatus, 97 fêmeas e 13 machos. A amostragem 

de campo ocorreu em dois períodos, entre setembro e outubro de 2017 e entre 

março e abril de 2018, ambos na cidade de Salvador (Bahia, Brasil) e em duas 

áreas de coleta localizadas nos Bairros de Piatã e Águas Claras. Utilizaram-se 

armadilhas do tipo CDC luminosa, tubos de sucção e puçá para a coleta de 

insetos adultos. Os espécimes capturados foram mortos com acetato de etila, 

armazenados em tubos entomológicos e separados por espécie em laboratório. 

A identificação foi realizada por entomologista utilizando microscópio 

estereoscópio. 

 

5.3.3 Aquisição das imagens 

A abordagem de deep learning utilizada neste trabalho foi a de aprendizado 

supervisionado e, desta forma, a correta aquisição e rotulação das imagens é 

um passo fundamental para treinamento e avaliação do modelo desenvolvido. 
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Das 7.561 imagens de Ae. aegypti, Ae. albopictus e C. quinquefasciatus 

utilizadas neste estudo, aproximadamente 95% (7.180) foi fruto de aquisição 

própria, a partir das amostras coletadas. As espécies foram fotografadas com 

diferentes câmeras, incluindo uma Leica DMC2900 (Leica Microsystems, 

Heerbrugg, Suíça) acoplada a uma Leica M205C estereoscópica do Instituto de 

Entomologia Oswaldo Cruz da FIOCRUZ (Rio de Janeiro, Brasil), uma Canon 

Power Shot D30 (Canon, Tóquio, Japão) acoplada a um estereomicroscópio Wild 

M3C (Leica Microsystems, Heerbrugg, Suíça) do SENAI CIMATEC (Salvador, 

Brasil), um celular Samsung J5 (Samsung, Seul, Coreia do Sul) e um iPhone 

Apple 7 (Apple, Cupertino, Califórnia, EUA). As imagens foram coletadas em 

diferentes resoluções e níveis de qualidade, bem como a posição (ângulo e 

zoom) do mosquito na imagem foi variada. O objetivo foi ampliar a variabilidade 

dos dados de entrada do modelo para reduzir o efeito de overfitting, melhorando 

o desempenho do método de classificação. A Figura 1 apresenta uma amostra 

das imagens adquiridas e utilizadas neste trabalho. 

As outras 381 imagens, aproximadamente 5% do total, foram fornecidas pelo 

Instituto de Entomologia Oswaldo Cruz da FIOCRUZ (Rio de Janeiro, Brasil) ou 

extraídas da Internet (banco de dados da Imagenet). Também foram adquiridas 

1.187 imagens de aranhas, besouros e abelhas da internet (site de pesquisa 

Google) e rotuladas no trabalho como ‘outros’. 

Todas as imagens utilizadas neste estudo foram avaliadas por um um 

entomologista para validar a sua classificação. A Tabela 1 apresenta o número 

de imagens, por classe, utilizadas neste trabalho. 

Tabela 1. Número de imagens por classe. 

Nome da classe Número de imagens 

Ae. aegypti fêmea 1.193 

Ae. aegypti macho 1.562 

Ae. albopictus fêmea 1.448 

Ae. albopictus macho 1.360 

C. quinquefasciatus fêmea 1.025 

C. quinquefasciatus macho 973 

Outros 1.187 

Total 8.748 
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Figura 1. Amostra de Imagens utilizadas para treinamento, validação e teste do modelo: (A) Ae. 

aegypti fêmea; (B) Ae. aegypti macho; (C) Ae. albopictus fêmea; (D) Ae. albopictus macho; (E) 

C. quinquefasciatus fêmea; (F) C. quinquefasciatus macho. 
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5.3.4 Divisão das imagens em treinamento, validação e teste 

A metodologia utilizada para desenvolvimento do modelo de classificação 

automática dos mosquitos seguiu a metodologia de treinamento da rede 

proposta por Motta et al (2019). 

O banco de dados foi dividido para ser utilizado em três fases distintas: 

treinamento, validação e teste; (a) treinamento: nesta fase o conjunto de dados 

é apresentado ao algoritmo com seus rótulos, desta forma a máquina é treinada 

com os atributos de cada classe; (b) validação: é realizada ao mesmo tempo que 

a fase de treinamento, sevindo para medir a qualidade do treinamento com 

dados nunca vistos. Nesta fase, a classificação é avaliada e os pesos da rede 

são ajustados com o objetivo de aumentar a acurácia e diminuir a perda; (c) 

teste: um novo conjunto de dados é apresentado ao modelo já treinado e 

validado. Não há ajustes de pesos nessa fase, mas apenas a avaliação da 

acurácia da classificação. 

Neste trabalho foi adotada a divisão entre as três fases da seguinte forma: 60% 

das imagens utilizadas para a fase de treinamento; 20% para validação e 20% 

para teste. As imagens foram divididas em cada fase aleatoriamente, de acordo 

com os percentuais definidos. 

 

5.3.5 Indicadores de avaliação de desempenho do modelo 

5.3.5.1 Fases de treinamento e validação 

Durante as etapas de treinamento e validação, os indicadores utilizados para 

avaliação de desempenho do modelo foram: função perda e acurácia. A função 

perda utilizada neste trabalho foi a função de custo de entropia cruzada (cross 

entropy). O cálculo desta função perda, tanto na fase de treinamento, como na 

fase de validação foi realizado computacionalmente como uma função do Keras 

e sua forma de cálculo está apresentada na equação 1 (GOODFELLOW; 

BENGIO; COURVILLE, 2016). 

𝐻(𝑃, 𝑄) = −𝐸௑~௉[𝑙𝑜𝑔𝑄(𝑥)]      (1) 
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Onde, 𝐻 é a entropia cruzada, 𝑃 é o valor real, 𝑄 é o valor previsto, 𝑥 é o sinal 

de entrada e 𝐸௑~௉[𝑙𝑜𝑔𝑄(𝑥)] corresponde à expectativa de 𝑙𝑜𝑔𝑄(𝑥) em relação à 

𝑃(𝑥). O cálculo de acurácia, assim como a função perda, foi realizado 

computacionalmente como uma função do Keras. 

5.3.5.2 Fase de teste 

Na fase de teste, o desempenho do modelo foi avaliado em uma matriz de 

confusão. Destaca-se que o banco de dados utilizado neste trabalho foi 

desbalanceado, ou seja, cada uma das classes teve quantidades diferentes no 

banco de dados e, portanto, um peso diferente no resultado global. 

Desta forma, optou-se por aplicar uma métrica que ponderasse o efeito desse 

desbalanceamento e, definiu-se por utilizar a métrica de acurácia balanceada 

(Balanced Accuracy), conforme proposto por Straube & Krell (2014). 

O Quadro 1 apresenta uma matriz de confusão 2x2. As equações 2, 3, 4 e 5 

apresentam as formas de cálculo dos indicadores desta matriz. 

Quadro 1: Matriz de Confusão 2x2. 

Fonte: (STRAUBE; KRELL, 2014). 

  Valor Previsto 

  Positivo Negativo 

V
a

lo
r 

R
e

a
l Positivo VP FN 

Negativo FP VN 

Precisão: 𝑃𝑅 =
௏௉

௏௉ାி௉
        (2) 

Taxa Verdadeiro-Positivo: 𝑇𝑉𝑃 =
௏௉

௏௉ାிே
      (3) 

Taxa Verdadeiro-Negativo: 𝑇𝑉𝑁 =
௏ே

௏ேାி௉
     (4) 

Acurácia Balanceada: 𝐵𝐴 = 0,5 × (𝑇𝑉𝑃 + 𝑇𝑉𝑁)    (5) 

 

Adicionalmente, neste trabalho, o processo de classificação também considerou 

matrizes acima de duas classes. A forma de cálculo dos indicadores, nestes 
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casos, deve ser alterada em relação à uma matriz 2x2. Para a obtenção de um 

indicador único de avaliação de desempenho, utilizou-se primeiramente à 

análise de desempenho para cada classe, conforme as equações apresentadas 

no quadro 2. Para os casos acima de duas classes, o resultado global de 

acurácia do modelo foi considerado como sendo a média das acurácias 

balanceadas de cada classe. 

Quadro 2: Matriz de Confusão acima de duas classes. 

  Valor Previsto 
TVP TVN BA 

  Classe 1 Classe 2 Classe 3 

V
a

lo
r 

R
e

al
 

Classe 
1 

𝒂 𝒃 𝒄 
𝑎

𝑎 + 𝑏 + 𝑐
 

𝑒 + 𝑓 + ℎ + 𝑖

𝑑 + 𝑒 + 𝑓 + 𝑔 + ℎ + 𝑖
 𝐵𝐴ଵ =

𝑇𝑉𝑃 + 𝑇𝑉𝑁

2
 

Classe 
2 

𝒅 𝒆 𝒇 
𝑒

𝑑 + 𝑒 + 𝑓
 

𝑎 + 𝑐 + 𝑔 + 𝑖

𝑎 + 𝑏 + 𝑐 + 𝑔 + ℎ + 𝑖
 𝐵𝐴ଶ =

𝑇𝑉𝑃 + 𝑇𝑉𝑁

2
 

Classe 
3 

𝒈 𝒉 𝒊 
𝑖

𝑔 + ℎ + 𝑖
 

𝑎 + 𝑏 + 𝑑 + 𝑒

𝑎 + 𝑏 + 𝑑 + 𝑒 + 𝑔 + ℎ
 𝐵𝐴ଷ =

𝑇𝑉𝑃 + 𝑇𝑉𝑁

2
 

Precisão 
𝑎

𝑎 + 𝑑 + 𝑔
 

𝑒

𝑏 + 𝑒 + ℎ
 

𝑖

𝑐 + 𝑓 + 𝑖
   

𝐵𝐴ଵ + 𝐵𝐴ଶ+𝐵𝐴ଷ

3
 

 

5.3.6 Aumento dos dados (data augmentation) 

Utilizou-se a estratégia de ampliar computacionalmente o banco de dados das 

fases de treinamento e validação, a partir das imagens originais obtidas. O banco 

de dados de teste não foi ampliado. 

Diferentes parâmetros (rotação, deslocamento de largura, deslocamento de 

altura, brilho, ângulo de corte e zoom) foram testados aleatoriamente e após uma 

avaliação do desempenho do modelo, definiu-se, por realizar uma pesquisa de 

grade, em duas etapas. 

Na primeira etapa, definiu-se o melhor conjunto de hiperparâmetros para 

geração de novas imagens, conforme experimentos da Tabela 2. Inicialmente foi 

determinada variação das imagens em relação à rotação, deslocamento de 

largura e deslocamento de altura. Posteriormente houve a definição da variação 

da rotação em dois valores (45º e 90º) e dos deslocamentos de largura e altura 

em três valores (5%, 15% e 25%). Por fim, foi realizado o treinamento da rede, 

variando os hiperparâmetros em seis diferentes conjuntos e comparando os 

resultados com o treinamento da rede sem ampliação do banco de dados. A 



100 
 

 

partir dos resultados, o conjunto de hiperparâmetros com melhor desempenho 

em relação à acurácia e à função perda, ambas na fase de validação, foi definido 

como padrão a ser usado na segunda etapa. 

Tabela 2. Pesquisa de grade – hiperparâmetros para ampliação das imagens no banco de 

dados. 

Hiperparâmetros 
Experimentos 

1° 2° 3° 4° 5° 6° 7° 
Rotação da imagem 

Sem 
aumento 

45° 45° 45° 90° 90° 90° 
Deslocamento de largura da imagem 5% 15% 25% 5% 15% 25% 
Deslocamento de altura da imagem 5% 15% 25% 5% 15% 25% 

 

Cabe ressaltar que todos os outros hiperparâmetros do modelo foram mantidos 

fixos nesta etapa. A arquitetura de CNN utilizada foi a DenseNet201, o tamanho 

de lote (batch size) foi 32, o número de épocas foi 200, a taxa de aprendizagem 

inicial foi 2E-5 e o otimizador foi o Adam. 

Na segunda etapa, foi avaliado em quantas vezes os dados deveriam ser 

aumentados. Desta forma, utilizando o conjunto de valores selecionado na 

primeira etapa, o banco de dados foi aumentado em 5, 10, 15 e 20 vezes. O 

multiplicador com o melhor desempenho, considerando os mesmos critérios da 

etapa anterior, foi selecionado para o desenvolvimento do modelo otimizado. 

 

5.3.7 Definição da arquitetura de CNN e otimização dos 

hiperparâmetros das camadas de classificação 

A biblioteca do Keras (“Keras Documentation”, 2019) foi utilizada com 

arquiteturas de rede pré-treinadas. A utilização de uma CNN pré-treinada, 

também conhecido como transfer learning, foi definido para melhorar o 

desempenho de classificação de imagens, uma vez que seus pesos já foram 

otimizados com atributos que são importantes na maioria dos problemas de visão 

computacional. 

O processo de seleção da CNN e otimização dos hiperparâmetros foi 

desenvolvido em cinco etapas. Primeiramente, de forma aleatória, avaliou-se o 

desempenho de algumas arquiteturas de rede e de alguns hiperparâmetros no 
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processo de classificação automática de mosquitos, em relação à acurácia e à 

perda nas etapas de treinamento e validação. 

Posteriormente, 16 experimentos foram conduzidos, conforme apresentado na 

Tabela 3, para avaliar o desempenho das arquiteturas Xception e DenseNet201, 

bem como a variação dos hiperparâmetros das camadas de classificação do 

modelo (número de épocas e taxa de aprendizagem). Considerando o 

comportamento das redes na etapa de pesquisa aleatória, definiu-se que nessa 

etapa de otimização as redes Xception e DenseNet201 seriam as únicas a serem 

utilizadas. 

Tabela 3. Pesquisa de grade – CNN para extratação dos atributos das imagens e 

hiperparâmetros paras as camadas de classificação. 

CNN e 
Hiperp. 

Experimentos 

1° 2° 3° 4° 5° 6° 7° 8° 9° 10° 11° 12° 13° 14° 15° 16° 

CNN Xcp Xcp Xcp Xcp Xcp Den Den Den Den Den Den Den Den Den Den Den 

Épocas 200 200 200 200 300 200 200 200 200 200 200 200 200 200 200 300 

LR 4e-7 4e-6 2e-5 1e-4 4e-6 4e-6 1e-5 2e-5 3e-5 6e-5 1e-4 2e-4 3e-4 6e-4 1e-3 4E-6 

Épocas: número de épocas; LR: taxa de aprendizagem inicial; Xcp: rede Xception; Den: rede 

DenseNet201. 

 

A partir dos resultados de desempenho dos hiperparâmetros da Tabela 3, os 

cinco melhores desempenhos em relação à acurácia na fase de validação e os 

cinco melhores em relação à função perda na fase de validação foram 

selecionados para avaliação da classificação com os bancos de dados de testes. 

Considerando que os valores dos pesos iniciais atribuídos em um treinamento 

de rede neural iniciam-se de forma aleatória e, que, essa aleatoriedade pode 

alterar o resultado final de desempenho, definiu-se por submeter os dois 

melhores modelos, em relação à acurácia balanceada na fase de teste, à dois 

treinamentos adicionais. Desta forma, foi possível avaliar essa variação e o seu 

impacto na seleção do conjunto de hiperparâmetros. 

Por fim, avaliou-se o desempenho do modelo otimizado, com melhor 

desempenho na fase de teste, com a alteração do tamanho de lote, variando-o 

com os valores 32, 64, 128 e 256. 
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5.3.8 Avaliação do modelo otimizado 

Com o intuito de avaliar a aplicabilidade do modelo desenvolvido para utilização 

por pessoas não especialistas, e, tendo em vista que a classificação da espécie 

pode não ser o requisito mais importante para a classe de não especialistas, o 

modelo também foi treinado para a detecção de gênero e, desta forma, permitir 

a classificação adequada do gênero Aedes. Além disso, destaca-se que para os 

programas de saúde pública envolvidos na prevenção das arboviroses, detectar 

e georeferenciar o gênero Aedes, independente da espécie, já se configura em 

um importante resultado. Outro ponto importante para avaliação do modelo é a 

sua capacidade em reconhecer outros insetos e distingui-los dos mosquitos-alvo 

utilizados neste estudo. 

Desta forma, o modelo otimizado foi utilizado para classificação de imagens em 

três cenários distintos: (a) seis classes – neste caso a classificação das três 

espécies, bem como a diferenciação entre machos e fêmeas foi avaliada; (b) 

duas classes – neste caso houve a diferenciação entre Aedes e Culex; (c) sete 

classes – neste caso incluiu-se uma categoria de outros para avaliar o 

comportamento da rede quando uma imagem de outro inseto (não mosquito) é 

apresentada. 

Para avaliar o desempenho da rede na distinção de seis classes, a classe ‘outros’ 

(Tabela 1) foi excluída do treinamento do modelo. Cabe ressaltar que esta foi a 

configuração utilizada no processo de otimização. Para avaliar o desempenho 

da rede na distinção de gênero, todos os mosquitos das classes Ae. aegypti 

fêmea, Ae. aegypti macho, Ae. albopictus fêmea, Ae. albopictus macho foram 

rotulados como Aedes,e todos os mosquitos das classes C. quinquefasciatus 

fêmea e C. quinquefasciatus macho foram rotulados como Culex. Para avaliar o 

desempenho da rede na distinção de sete classes, a classe ‘outros’ (Tabela 1) 

foi incluída no treinamento do modelo.  

 

5.3.9 Avaliação da influência do ângulo da imagem 

A influência do ângulo do mosquito na imagem sobre o desempenho na predição 

do modelo também foi avaliada neste estudo. Desta forma, um especialista em 
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fotografia separou o banco de dados de teste das seis classes estudadas (Ae. 

aegypti fêmea, Ae. aegypti macho, Ae. albopictus fêmea, Ae. albopictus macho, 

C. quinquefasciatus fêmea e C. quinquefasciatus macho) em quatro diferentes 

conjuntos: (A) ângulo frontal e de baixo, que considera as fotos tiradas de frente 

da região da cabeça e abaixo do tórax do mosquito; (B) ângulo de costas, que 

consiste na região das asas; (C) ângulo direito e (D) ângulo esquerdo. 

Na Figura 2 está apresentada uma amostra de cada um dos quatro conjuntos 

utilizados durante a etapa de avaliação da influência do ângulo de imagens. O 

banco de dados de testes apresentou 344 imagens com ângulo frontal e de 

baixo, 287 imagens com ângulo de costas, 460 com ângulo direito e 419 com 

ângulo esquerdo. 

 
Figura 2. Amostras de imagens com diferentes ângulos dos mosquitos:(A): ângulo de baixo; 

(B): ângulo de costas; (C): ângulo direito; (D): ângulo esquerdo. 

 

O modelo otimizado foi utilizado para a classificação das imagens do banco de 

dados de teste de cada um dos quatro diferentes conjuntos.  
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5.4 MODELO COMPUTACIONAL 

5.4.1 Programas 

Foram elaborados cinco códigos de programas, conforme apresentado na Figura 

3. A linguagem computacional escolhida para a programação foi python e a 

interface de programação de aplicativos (framework) foi o Keras. 

 

Figura 3. Programas elaborados e utilizados para treinamento e avaliação do modelo de 

classificação. 

 

Foram utilizados, para execução dos programas, os nós de GPU (Graphics 

Processing Unit) do supercomputador Ogun (Bull Atos, Sequana X410, França), 

disponível no Centro de Supercomputação para a Inovação Industrial (CS2I) do 

Centro Universitário SENAI CIMATEC (Salvador, Brasil).  

 

5.4.1.1 SPLIT_DATASET.PY 

O split_dataset.py foi utilizado para dividir aleatoriamente as classes de imagens 

em três blocos: treinamento, validação e teste. As linhas de código deste 

programa encontram-se detalhadas no Anexo I. 

 

5.4.1.2 IMAGE_AUGMENTOR.PY 

O image_augmentor.py foi utilizado para realizar a ampliação do banco de 

dados, entretanto, neste estudo, somente as imagens de treinamento e 
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validação foram ampliadas. As linhas de código deste programa encontram-se 

detalhadas no Anexo II. 

A geração de novas imagens levou em média 5 horas para ampliação do banco 

de imagens de treinamento e 2 horas para ampliação do banco de imagens de 

validação, considerando a ampliação de imagens para seis classes em 20 vezes. 

 

5.4.1.3 GENERATE_BOTTLENECKS.PY 

O generate_bottlenecks.py foi utilizado para extrair os atributos das imagens. 

Para cada uma das três fases do desenvolvimento do modelo (treinamento, 

validação e teste), foram geradas dois vetores (𝑋 e 𝑌), sendo 𝑋 o vetor de 

atributos das imagens que caracterizam o sinal de saída presente no vetor 𝑌, de 

acordo com o seu rótulo. Os bottlenecks de atributos 𝑋 são os vetores dos 

atributos das imagens processados pela rede e os bottlenecks de atributos 𝑌 são 

os vetores que representam as imagens com seus rótulos.  

Nesta etapa, arquitetura de CNN foi selecionada. O programa, detalhado no 

Anexo III, foi desenvolvido para permitir a utilização de quaisquer dos modelos 

pré-treinados disponibilizados atualmente pela biblioteca do Keras (“Keras 

Documentation”, 2019).  

O tempo médio de geração dos bottlenecks na fase de treinamento foi de 30 

horas, na fase de validação foi de 2,5 horas e na fase de teste foi de 10 minutos. 

Este tempo representa uma média para cada vez que se utiliza o programa e 

considerando a geração de bottlenecks para seis classes. 

 

5.4.1.4 TRAIN_TOPLAYER.PY 

O train_toplayer.py representa as camadas de classificação. Nesta fase, os 

mapas de atributo (feature maps) 2D foram convertidos em um vetor de atributo 

(feature vector) 1D e realizam o processo de classificação ou reconhecimento do 

objeto. Além de utilizarem os bottlenecks de atributos gerados pelo programa 

generate_bottlenecks.py, nesta etapa selecionou-se os valores de 
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hiperparâmetros que impactam diretamente no processo de aprendizado da 

rede, como número de épocas, taxa de aprendizagem inicial e otimizador. 

O programa também contou com estratégias para redução do risco de overfitting 

e melhoria de desempenho no processo de classificação. A função dropout foi 

utilizada para desativar aleatoriamente alguns neurônios e, desta forma, prevenir 

overfitting e a função Reduce Learning Rate on Plateau foi utilizada para reduzir 

automaticamente a taxa de aprendizagem, caso o desempenho da rede não 

melhorasse após um determinado número de épocas. Para o uso desta função 

foi necessário definir a variável de desempenho a ser monitorada (monitor), o 

fator de redução da taxa de aprendizagem (factor), o número máximo de ciclos 

sem melhoria do desempenho da variável monitorada, antes de se aplicar o fator 

de redução da taxa de aprendizagem (patience) e o valor mínimo limite para a 

taxa de aprendizagem (min_lr). 

Ao rodar este programa foi possível salvar o modelo após as fases de 

treinamento e validação. Isso foi importante para permitir o uso do modelo com 

os bottlenecks de atributos do banco de dados de teste e, assim, avaliar o 

desempenho da rede para classificação de imagens totalmente novas ao 

modelo. As linhas de código deste programa encontram-se detalhada no Anexo 

IV. O tempo médio de treinamento da rede, para 200 épocas, foi de 2 horas. 

 

5.4.1.5 TEST_MODEL.PY 

O test_model.py, detalhado no Anexo V, utilizou o modelo salvo com os pesos 

treinados para predição do banco de dados da fase de teste. Nesta fase um novo 

conjunto de dados foi apresentado e uma matriz de confusão foi gerada, 

permitindo a avaliação do desempenho e sua capacidade de generalização para 

cada classe. 
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5.5 RESULTADOS E DISCUSSÕES 

5.5.1 Pesquisa aleatória (random search) 

A definição do plano de pesquisa de grade para otimização dos hiperparâmetros 

de aprendizagem do modelo foi precedida de uma pesquisa aleatória. Esta 

pesquisa teve a função de sustentar e direcionar a definição dos hiperparâmetros 

que foram variados e o alcance para essa variação. O banco de dados com seis 

classes (7.561 imagens) foi o utilizado para otimização do modelo desenvolvido. 

A Tabela 4 apresenta os resultados após a última época de aprendizagem da 

rede para os 24 experimentos realizados durante a pesquisa aleatória. 

Para a interpretação dos resultados, a avaliação dos dados da Tabela 4 foi 

complementada com a análise do comportamento temporal de aprendizagem de 

cada rede. As Figuras 4, 5, 6, 7 e 8 são apresentadas como um resumo dos 

experimentos realizados durante a pesquisa aleatória e exemplificam os critérios 

usados para realização da pesquisa de grade. São discutidos os resultados 

considerados mais relevantes. 

Tabela 4. Pesquisa aleatória para definição dos hiperparâmetros da pesquisa de grade. 

# M CNN Épocas Otimiz. LR 
Resultados 

L_t 
Acc_t 

(%) 
L_v 

Acc_v 
(%) 

1 10* ResNet50 200 SGD 1e-3 1,77 21,0 1,77 21,0 
2 0 ResNet50 200 SGD 1e-3 1,65 28,8 1,64 28,3 
3 0 ResNet50 200 RMSprop 1e-3 1,48 39,3 1,50 36,8 
4 0 ResNet50 200 Adagrad 1e-3 1,54 36,6 1,55 35,7 
5 0 Xception 200 RMSprop 1e-3 0,06 98,3 1,41 79,9 
6 0 VGG16 200 RMSprop 1e-3 0,42 83,4 0,81 75,1 
7 0 DenseNet201 200 RMSprop 1e-3 0,01 99,6 1,01 87,2 
8 0 DenseNet201 120 RMSprop 1e-3 0,02 99,4 0,96 87,2 
9 2* VGG16 200 RMSprop 1e-3 1,69 26,1 1,77 24,7 

10 0 VGG16 300 RMSprop 1e-3 0,38 86,1 0,86 75,1 
11 0 VGG16 200 RMSprop 1e-2 1,77 21,3 1,77 21,3 
12 0 VGG16 200 RMSprop 1e-4 0,62 77,6 0,80 71,1 
13 0 InceptionV3 200 RMSprop 1e-3 0,06 97,6 1,40 79,7 
14 0 Xception 200 Adam 1e-3 0,04 98,8 1,34 80,3 
15 0 Xception 200 Adam 1e-4 0,11 97,1 0,72 79,8 
16 0 Xception 200 Adam 1e-5 0,48 82,8 0,63 76,0 
17 2 Xception 200 Adam 5e-5 0,24 91,7 0,65 78,4 
18 2 DenseNet201 200 Adam 5e-5 0,24 91,3 0,62 79,2 
19 2 DenseNet201 200 Adam 1e-5 0,44 83,6 0,61 77,6 
20 2 DenseNet201 200 Adam 2e-5 0,33 87,8 0,59 78,8 
21 2 VGG16 200 Adam 1e-3 0,54 78,8 0,99 66,5 
22 2 VGG16 200 Adam 1e-4 0,76 71,1 0,95 63,1 
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23 10 DenseNet201 200 Adam 2e-5 0,21 92,3 0,42 85,9 
24 15 DenseNet201 200 Adam 2e-5 0,19 92,9 0,41 86,9 

* Ampliação do dataset com alteração indiscriminada de hiperparâmetros. 

#: Experimentos; M: fator de multiplicação da ampliação do dataset; CNN: arquitetura de rede; 

Épocas: nº de épocas; Otimiz.: Otimizador para classificação; LR: taxa de aprendizagem; L_t: 

perda (cross entropy) na fase de treinamento; Acc_t: acurácia na fase de treinamento; L_v: perda 

(cross entropy) na fase de validação; Acc_v: acurácia na fase de validação. 

 

A Figura 4 apresenta o comportamento da perda e da acurácia na fase de 

validação do experimento 3 (Tabela 4), com a utilização da ResNet50. 

 

Figura 4. Evolução da aprendizagem da rede ResNet50: (A): acurácia na fase de validação; 

(B): perda (cross entropy) na fase de validação. 

 

Apesar da ResNet (Residual Network) ter sido considerada a melhor rede no 

desafio ILSVRC-2015 na categoria de classificação de objetos com a margem 

de erro-top-5 de 3,57%(ALOM et al., 2018; HE et al., 2015; RUSSAKOVSKY et 

al., 2015), para a classificação de mosquitos adultos, utilizados no 

desenvolvimento do modelo, esta rede não apresentou bom desempenho 

(Tabela 4). Entretanto, cabe ressaltar, que não houve uma otimização para o uso 

da ResNet, o que pode justificar o desempenho inadequado para o modelo 

proposto. Desta forma, por conta do desempenho apresentado nos 

experimentos 2, 3 e 4 (Tabela 4), usando diferentes otimizadores (SGD, 

RMSprop e Adagrad respectivamente), esta rede não foi incluída na pesquisa de 

grade. 
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Importante destacar que nas Figuras 4A e 4B, há um indicativo de underfitting, 

ou seja, com um maior número de épocas, esta rede tende a melhorar o seu 

desempenho. 

Uma outra avaliação importante nesta etapa de pesquisa aleatória foi com 

relação ao impacto da ampliação do banco de dados. A Figura 5 apresenta o 

comportamento da perda e da acurácia na fase de validação dos experimentos 

6 e 9 (Tabela 4), utilizando a VGG16. A diferença entre os experimentos 6 e 9 

está relacionada à ampliação do banco de imagens.  

 

Figura 5. Evolução da aprendizagem da rede com o uso da VGG16: (A): acurácia na fase de 

validação – experimento 6; (B): perda (cross entropy) na fase de validação – experimento 6; 

(C): acurácia na fase de validação – experimento 9; (D): perda (cross entropy) na fase de 

validação – experimento 9. 

 

As Figuras 5A e 5B não apresentam ampliação do banco de dados, enquanto 

que nas Figuras 5C e 5D, o banco de imagens foi aumentado em 2 vezes. Desta 

forma, foi evidenciado que o desempenho da rede diminuiu após o aumento do 

banco de dados. Os benefícios da ampliação de dados no desempenho de 

tarefas de classificação já foram demonstrados em trabalhos recentes. Wong et 
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al. (2016), avaliaram experimentalmente os benefícios de aumento de dados 

para uma rede neural convolucional, para uma máquina suporte a vetor 

convolucional e para  um classificador de máquina de aprendizagem extrema 

convolucional, usando o conjunto de dados de dígitos manuscritos padrão do 

MNIST. A ampliação de dados resultou em aumento de desempenho e redução 

de overfitting. 

Portanto, o resultado obtido com o experimento 9 (Tabela 4) passou por uma 

uma avaliação criteriosa das imagens geradas computacionalmente. Verificou-

se que a maioria das imagens não apresentavam mosquitos, e, a partir desta 

análise, definiu-se por revisar o número de hiperparâmetros e sua amplitude para 

geração de novas imagens para o banco de dados, além de validar as imagens 

geradas ao final da ampliação. A ampliação das imagens a partir do experimento 

17 seguiu uma nova configuração, e, o resultado desta ampliação, ainda na 

pesquisa aleatória, demonstrou que a ampliação do banco de dados pode 

melhorar o desempenho da rede na classificação de imagens de mosquitos 

adultos. 

A Figura 6 apresenta o comportamento da perda e da acurácia na fase de 

validação dos experimentos 5 e 7 (Tabela 4), com o uso das redes Xception e 

DenseNet201 respectivamente. Após um número reduzido de épocas o valor 

mínimo de perda (cross entropy) é alcançado e a partir desse ponto (em torno 

de 20 épocas) o erro na fase de validação começa a aumentar a cada interação 

de aprendizagem, sem, contudo, impactar negativamente na acurácia do 

modelo. 

Normalmente espera-se uma correlação inversa entre acurácia e perda. Quanto 

maior a acurácia, menor a perda. Contudo um efeito que pode acontecer durante 

o processo de aprendizado de uma rede neural é o aumento da função perda e, 

ainda assim, a manutenção ou aumento do valor da acurácia (Figura 6). O 

correto entendimento deste fenômeno é importante para a tomada de decisão 

sobre qual o “melhor” conjunto de parâmetros para uma determinada aplicação. 
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Figura 6. Evolução da aprendizagem das redes Xception e DenseNet201: (A): acurácia na fase 

de validação – experimento 5; (B): perda (cross entropy) na fase de validação – experimento 5; 

(C): acurácia na fase de validação – experimento 7; (D): perda (cross entropy) na fase de 

validação – experimento 7. 

 

A função perda mede a distância entre o valor real e o valor previsto. O valor 

previsto é probabilístico, já o real é determinístico. Considerando uma situação 

hipotética, tem-se uma imagem de um mosquito Ae. aegypti macho. O valor real 

considera que a imagem apresentada é 100% de um Ae. aegypti macho. Quando 

esta imagem é apresentada ao algoritmo de predição, esta avaliação pode variar 

entre 0% e 100%. A função perda mede justamente essa variação entre o valor 

real e o valor previsto. 

A acurácia, por sua vez, mede o valor previsto como sendo determinístico. Ao 

avaliar a mesma imagem anterior, se o algoritmo classifica a imagem como 

sendo 80% de probabilidade de ser um Ae. aegypti macho e 20% de ser um Ae. 

albopictus fêmea, para o valor de acurácia, o modelo teve 100% de acerto. 
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Portanto, se em uma determinada época de treinamento da rede, o modelo prevê 

que uma imagem é de 80% de ser Ae. aegypti macho e na época subsequente, 

o mesmo modelo prevê que uma imagem é de 60% de ser Ae. aegypti macho, a 

função perda aumenta (piora), mas a acurácia permanece inalterada. 

Esse efeito não deve ser confundido com overfitting. Overfitting está relacionado 

à incapacidade de generalização do modelo para aplicação com novos dados, 

não usados no treinamento da rede (GOODFELLOW; BENGIO; COURVILLE, 

2016). Para detectar overfitting é importante avaliar o desempenho na 

classificação das imagens ao se utilizar o banco de dados de teste. 

Uma alternativa para minimizar o efeito de aumento da função perda é reduzir a 

taxa de aprendizagem inicial. O desempenho de método baseado em deep 

learning depende muito da seleção e evolução da taxa de aprendizagem e pode 

aumentar significativamente o processo de treinamento (CHIN et al., 2015). A 

Figura 7 apresenta graficamente o efeito da redução da taxa de aprendizagem 

inicial no uso da rede Xception. 

 

Figura 7. Evolução da aprendizagem da rede Xception, após a redução da taxa de 

aprendizagem inicial para 1E-5 (experimento 16): (A): acurácia na fase de validação; (B): perda 

(cross entropy) na fase de validação. 

 

Contudo, a redução da taxa inicial altera a velocidade de aprendizagem da rede 

e, por consequência, o seu desempenho final. Portanto, a investigação dos 

efeitos de alteração de taxa de aprendizagem inicial foi realizada na etapa de 

pesquisa de grade. Também pode ser observado na Figura 7 o efeito de 
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underfitting, reforçando a importância de avaliar, além da taxa de aprendizagem 

inicial, o número de épocas de treinamento da rede. 

A Figura 8 apresenta o comportamento da perda e da acurácia na fase de 

validação dos experimentos 20 e 24 (Tabela 4), com a utilização da rede 

DenseNet201. Constatou-se que a ampliação do banco de dados melhora o 

desempenho da rede no processo de classificação, e além disso, acelera o 

processo de aprendizado, reforçado os benefícios da ampliação de dados no 

desempenho de tarefas de classificação (WONG et al., 2016). Nas Figuras 8A e 

8B, observa-se a presença do efeito de underfitting, enquanto que nas Figuras 

8C e 8D este efeito não está presente. 

 

Figura 8. Evolução da aprendizagem da rede DenseNet, após a ampliação do dataset: (A): 

acurácia na fase de validação – experimento 20; (B): perda (cross entropy) na fase de 

validação – experimento 20; (C): acurácia na fase de validação – experimento 24; (D): perda 

(cross entropy) na fase de validação – experimento 24. 
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5.5.2 Otimização dos hiperparâmetros para ampliação dos dados 

(data augmentation) 

A otimização dos hiperparâmetros de ampliação dos dados foi realizada em duas 

etapas. Na primeira etapa, definiu-se o melhor conjunto de hiperparâmetros para 

geração de novas imagens e na segunda foi avaliado em quantas vezes os 

dados deveriam ser aumentados.  

As Figuras 9 e 10 apresentam respectivamente o comportamento da acurácia na 

classificação e da função perda (cross entropy) nas fases de validação dos 

experimentos nas duas etapas de otimização dos hiperparâmetros para geração 

de novas imagens. 

 
Figura 9. Impacto da variação dos hiperparâmetros de ampliação de dados na acurácia na fase 

de validação: (A): etapa 1 da otimização; (B): etapa 2 da otimização. 

 
Figura 10. Impacto da variação dos hiperparâmetros de ampliação de dados na função perda 

(cross entropy) na fase de validação: (A): etapa 1 da otimização; (B): etapa 2 da otimização. 
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Na primeira etapa da otimização (Figuras 9A e 10A), em relação ao desempenho 

dos conjuntos avaliados, os melhores resultados para acurácia e função perda 

foi determinado para 45° de rotação das imagens, 5% de deslocamento de 

largura das imagens e 5% de deslocamento de altura das imagens. Por conta 

deste desempenho, este foi o conjunto de valores escolhido para ampliação das 

imagens na segunda etapa no treinamento do modelo otimizado. Cabe ressaltar 

que a aplicação de cada um dos valores é feita de forma aleatória no banco de 

dados, o que significa que nem todas as imagens foram ampliadas da mesma 

forma. 

Na segunda etapa da otimização (Figuras 9B e 10B), o melhor desempenho em 

relação à acurácia da classificação e à função perda (cross entropy) foi obtido 

com o fator de multiplicação 20, reforçando, uma vez mais, que a ampliação de 

dados traz benefícios ao desempenho de modelos nas tarefas de classificação 

(WONG et al., 2016). Para o objetivo proposto neste trabalho, definiu-se por não 

utilizar um fator de multiplicação acima de 20. 

Nesta etapa da pesquisa de grade, outro ponto de destaque foi o comportamento 

das curvas da taxa de aprendizagem (Figura 11). Conforme mencionado, a 

função Reduce Learning Rate on Plateau foi utilizada para reduzir 

automaticamente a taxa de aprendizagem, caso o desempenho da rede não 

melhorasse após um determinado número de épocas. 

 
Figura 11. Função da taxa de aprendizagem (learning rate) ao longo das épocas de 

treinamento. 
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Um dos hiperparâmetros dessa função, min_lr, estabelece o valor mínimo limite 

para a taxa de aprendizagem. Para a aprendizagem do modelo deste estudo, o 

valor definido para este hiperparâmetro foi de ‘0,1*lr’, sendo ‘lr’ a taxa de 

aprendizagem inicial que foi, nesta etapa do processo de otimização, de 2E-5. 

Conforme demonstrado na Figura 11, verificou-se que o valor mínimo (2E-6) para 

os modelos M10, M15 e M20 foi atingido quando o processo de aprendizagem 

estava em torno de 160 épocas. A partir desta constatação, definiu-se por revisar 

o hiperparâmetro em questão, alterando-o para o valor zero, ou seja, sem limite 

para redução da taxa de aprendizagem. 

Após o processo de otimização dos hiperparâmetros para ampliação dos dados, 

a rede DenseNet201 obteve 87,7% de acurácia na fase de validação, após 200 

épocas (Figura 9B, M20). Conforme mencionado, a avaliação final de 

desempenho do modelo foi realizada na a fase de teste, com o intuito de verificar 

a sua capacidade de generalização. A Tabela 5 apresenta o resultado, em uma 

matriz de confusão, da predição do modelo na fase de teste, após a segunda 

etapa do processo de otimização. 

 

Tabela 5. Matriz de confusão da rede DenseNet201 após o processo de otimização dos 

hiperparâmetros de ampliação do banco de dados. 

Classe 
Ae. 

aegypti 
fêmea 

Ae. 
aegypti 
macho 

Ae. 
albop. 
fêmea 

Ae. 
albop. 
macho 

C. 
quinq. 
fêmea 

C. 
quinq. 
macho 

Total 
TVP 
(%) 

TVN 
(%) 

BA 
(%) 

Ae. 
aegypti 
fêmea 

201 9 22 3 3 0 238 84,5 95,7 90,1 

Ae. 
aegypti 
macho 

16 240 20 32 4 0 312 76,9 96,7 86,8 

Ae. albop. 
fêmea 

24 4 251 9 0 1 289 86,9 94,3 90,6 

Ae. albop. 
macho 8 26 23 214 0 1 272 78,7 96,0 87,3 

C. quinq. 
fêmea 

7 1 3 3 190 1 205 92,7 98,0 95,3 

C. quinq. 
macho 0 0 1 3 19 171 194 88,1 99,8 94,0 

Total 256 280 320 264 216 174 1510   90,7 

Precisão 
(%) 

78,5 85,7 78,4 81,1 88,0 98,3     

TVP: Taxa Verdadeiro-Positivo; TVN: Taxa Verdadeiro-Negativo; BA: Acurácia Balanceada 
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A acurácia balanceada na classificação geral, até esta fase de otimização dos 

hiperparâmetros, foi de 90,7%. O desempenho do modelo para cada uma das 

seis classes também é apresentado na Tabela 5. 

Nesta etapa da otimização dos hiperparâmetros, apesar do resultado de 

acurácia balanceada global já superar o valor de 90%, estabeleceu-se como 

meta que cada classe deveria ter uma taxa verdadeiro-positivo acima de 80%. 

Essa meta foi estabelecida, considerando o resultado alcançado anteriormente 

com a CNN GoogLeNet, quando se obteve uma acurácia geral de 76,2%, 

contudo, das seis classes avaliadas, três apresentaram acurácia consideradas 

não satisfatórias (64,3% para classificação da espécie Ae. aegypti fêmea, 57,1% 

para classificação da espécie C. quinquefasciatus fêmea e 71,4% para 

classificação da espécie C. quinquefasciatus macho) (MOTTA et al., 2019). 

Desta forma, verifica-se na Tabela 5 que para as classes Ae. aegypti macho e 

Ae. albopictus macho o modelo precisaria ser melhorado. 

 

5.5.3 Arquitetura de CNN e otimização dos hiperparâmetros das 

camadas de classificação 

A partir da otimização dos hiperparâmetros de ampliação do banco de dados, 

iniciou-se a investigação das arquiteturas de CNN, Xception e DenseNet201, 

para geração dos vetores de atributos (bottlenecks) e dos hiperparâmetros das 

camadas de classificação das imagens (número de épocas, taxa de 

aprendizagem inicial e tamanho do lote). A Tabela 6 apresenta os resultados dos 

desempenhos da pesquisa de grade dos hiperparâmetros para extração de 

atributos e classificação (Tabela 3), ao final das épocas de treinamento. 

 

Tabela 6. Resultado da pesquisa de grade (grid search) dos hiperparâmetros para extração de 

atributos e classificação. 

# CNN Épocas Otimiz. LR 
Resultados 

L_t 
Acc_t 

(%) 
L_v 

Acc_v 
(%) 

1 Xception 200 Adam 4e-7 0,76 71,3 0,75 71,9 
2 Xception 200 Adam 4e-6 0,31 88,8 0,55 80,4 
3 Xception 200 Adam 2e-5 0,19 93,3 0,58 81,6 
4 Xception 200 Adam 1e-4 0,08 97,2 0,70 83,5 
5 Xception 300 Adam 4e-6 0,29 89,6 0,55 80,9 
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6 DenseNet201 200 Adam 4e-6 0,26 90,5 0,42 85,6 
7 DenseNet201 200 Adam 1e-5 0,18 93,6 0,41 86,9 
8 DenseNet201 200 Adam 2e-5 0,13 95,3 0,41 88,0 
9 DenseNet201 200 Adam 3e-5 0,12 95,6 0,41 88,1 

10 DenseNet201 200 Adam 6e-5 0,08 97,0 0,41 89,4 
11 DenseNet201 200 Adam 1e-4 0,05 98,1 0,43 90,0 
12 DenseNet201 200 Adam 2e-4 0,03 99,0 0,47 90,4 
13 DenseNet201 200 Adam 3e-4 0,02 99,4 0,51 90,7 
14 DenseNet201 200 Adam 6e-4 0,01 99,7 0,56 90,8 
15 DenseNet201 200 Adam 1e-3 0,01 99,7 0,59 90,7 
16 DenseNet201 300 Adam 4e-6 0,23 91,8 0,41 86,3 

#: Experimentos; M: fator de multiplicação da ampliação do dataset; CNN: arquitetura de rede; 

Épocas: nº de épocas; Otimiz.: Otimizador para classificação; LR: taxa de aprendizagem; L_t: 

perda (cross entropy) na fase de treinamento; Acc_t: acurácia na fase de treinamento; L_v: perda 

(cross entropy) na fase de validação; Acc_v: acurácia na fase de validação. 

 

A partir dos resultados apresentados na Tabela 6, os cinco melhores 

desempenhos em relação à acurácia na fase de validação foram os 

experimentos 11, 12, 13, 14 e 15, enquanto que os cinco melhores em relação à 

função perda na fase de validação foram os experimentos 7, 8, 9, 10 e 16. Desta 

forma, os modelos desses experimentos foram selecionados para avaliação da 

classificação com os bancos de dados de testes. 

A Figura 12 apresenta os resultados de acurácia balanceada (BA) global na 

classificação das espécies Ae. aegypti fêmea, Ae. aegypti macho, Ae. albopictus 

fêmea, Ae. albopictus macho, C. quinquefasciatus fêmea e C. quinquefasciatus 

macho. 

 

Figura 12. Acurácia balanceada global para os experimentos 7 ao 16 (Tabela 6). 
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Ressalta-se que os valores dos pesos iniciais atribuídos em um treinamento de 

rede neural iniciam-se de forma aleatória. Na medida em que o aprendizado 

evolui, esses pesos são ajustados, contudo, a aleatoriedade inicial desses 

valores pode alterar o resultado final de desempenho. Os fatores que 

determinam o mínimo local final são o peso inicial e o algoritmo de treinamento. 

Além disso, a inicialização do peso influencia a velocidade de convergência, a 

probabilidade de convergência e generalização do modelo (HERNÁNDEZ-

ESPINOSA, 2001). 

Desta forma, é provável que os resultados de acurácia apresentados na Figura 

12 apresentem uma variação, caso as redes sejam treinadas novamente. Para 

avaliar a influência dessa variação e o impacto na seleção do conjunto de 

hiperparâmetros deste estudo, os dois experimentos que apresentaram melhor 

desempenho global de acurácia (experimentos 12 e 13) foram retreinados mais 

duas vezes e seus novos modelos foram resubmetidos à avaliação do banco de 

dados de teste. 

A Figura 13 apresenta o desempenho dos experimentos 12 e 13 (Tabela 6) e a 

variação dos resultados de acurácia global para três treinamentos 

independentes. 

 

 Figura 13. Variação da acurácia balanceada global dos experimentos 12 e 13. 

 

Com base na avaliação da variação de desempenho, conclui-se que, apesar do 

modelo com os parâmetros do experimento 13 conseguir alcançar desempenho 
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semelhante e eventualmente superior ao modelo com os parâmetros do 

experimento 12, este último apresentou, na média, desempenho superior em 

relação à acurácia balanceada global e, por isso, foi o modelo selecionado como 

o modelo final após o processo de otimização. 

Ainda nesta etapa da otimização, a variação de outros hiperparâmetros também 

foi testada, entretanto, os resultados não apresentaram melhoria no 

desempenho da rede. Dessa forma, introduziu-se a função earlystopping, que é 

uma forma de regularização com o objetivo de interromper o processo de 

aprendizagem da rede, quando não se observa redução da função perda 

(GOODFELLOW; BENGIO; COURVILLE, 2016). Como na maioria dos 

experimentos deste trabalho, o valor mínimo da função perda não correspondeu 

ao valor máximo da acurácia, o desempenho dos modelos treinados com a 

função earlystopping na fase de teste, apresentaram menor acurácia balanceada 

do que os modelos sem a inclusão desta função. Outro hiperparâmetro avaliado 

foi o fator de redução da taxa de aprendizagem da função Reduce Learning Rate 

on Plateau. Este valor inicialmente configurado para um fator de 0,90 foi alterado 

para 0,50, sem, contudo, representar ganho no desempenho do modelo. 

A partir dos resultados encontrados, e, considerando a arquitetura de CNN e os 

hiperparâmetros do experimento 12 (Tabela 6), como a melhor configuração até 

esta etapa do processo de otimização, iniciou-se a investigação da variação do 

tamanho de lote (batch size). A Figura 14 apresenta os resultados de acurácia 

balanceada (BA) global com o banco de dados de teste. 

 

Figura 14. Acurácia balanceada global com a variação do tamanho de lote. 
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No resultado global, o tamanho do lote 32 apresentou o melhor desempenho 

(Figura 14). Desta forma, após a conclusão de todo o processo de otimização, a 

configuração de hiperparâmetros obtidos com o melhor desempenho para 

classificação de mosquitos adultos, em seis diferentes classes, ficou conforme 

apresentado no Quadro 3. 

 

Quadro 3: Configuração dos hiperparâmetros obtidos após a otimização para classificação de 

mosquitos adultos. 

Hiperparâmetro Configuração 

CNN DenseNet201 (pre-treinada) 

Otimizador Adam 

Número de épocas 200 

Taxa de aprendizagem inicial 0,0002 

Tamanho do lote 32 

Ampliação do banco de dados  

Rotação 45% 

Deslocamento de largura 5% 

Deslocamento de altura 5% 

Fator de multiplicação 20 

Reduce Learning Rate on Plateau  

Monitor Perda (cross entropy) na validação 

Fator 0,9 

Paciência (patience) 4 

Valor mínimo da taxa de aprendizagem (min_lr) 0 

Camadas de classificação  

pool0 = GlobalAveragePooling2D()(inputs) 

dense0 = Dense(512, activation="tanh")(pool0) 

dpo0 = Dropout(0.45)(dense0) 

dense1 = Dense(64, activation="relu")(dpo0) 

dpo1 = Dropout(0.35)(dense1) 

outputs = Dense(6, activation="softmax")(dpo1) 

 

 

Na Tabela 7 apresenta-se a matriz de confusão obtida para a rede DenseNet201 

para as seis classes com o banco de dados de teste, após realizado o 
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treinamento com a configuração de hiperparâmetros (Quadro 3) otimizada para 

classificação automática de mosquitos adultos. 

 

Tabela 7. Matriz de confusão da rede DenseNet201 após o processo de otimização do modelo. 

Classe 
Ae. 

aegypti 
fêmea 

Ae. 
aegypti 
macho 

Ae. 
albop. 
fêmea 

Ae. 
albop. 
macho 

C. 
quinq. 
fêmea 

C. 
quinq. 
macho 

Total 
TVP 
(%) 

TVN 
(%) 

BA 
(%) 

Ae. 
aegypti 
fêmea 

216 6 12 3 1 0 238 90,8 96,4 93,6 

Ae. 
aegypti 
macho 

11 252 18 28 3 0 312 80,8 97,4 89,1 

Ae. albop. 
fêmea 

19 4 258 8 0 0 289 89,3 96,1 92,7 

Ae. albop. 
macho 

8 21 15 227 0 1 272 83,5 96,4 90,0 

C. quinq. 
fêmea 7 0 2 1 194 1 205 94,6 98,2 96,4 

C. quinq. 
macho 

1 0 1 4 19 169 194 87,1 99,8 93,5 

Total 262 283 306 271 217 171 1510   92,5 

Precisão 
(%) 

82,4 89,0 84,3 83,8 89,4 98,8     

TVP: Taxa Verdadeiro-Positivo; TVN: Taxa Verdadeiro-Negativo; BA: Acurácia Balanceada 

 

Comparando-se os resultados apresentados na Tabela 7, com os resultados da 

Tabela 5, observa-se que a melhoria da acurácia global foi de 1,8%, chegando 

ao valor de 92,5%. Com exceção da acurácia para classificação do C. 

quinquefasciatus macho, todos os demais indicadores evidenciam a melhoria no 

desempenho de aprendizado da rede após o processo de otimização. 

A aplicação do modelo, para seis classes, pode ser comparada com os 

resultados obtidos por Ouyang et al. (2015) e por Motta et al. (2019). Ouyang et 

al. (2015) aplicaram técnicas de perfil da frequência das batidas de asas e 

avaliaram a classificação das mesmas espécies-alvo deste trabalho. Como 

resultado, obtiveram uma acurácia média, com a aplicação de redes neurais, de 

79,5%. Motta et al. (2019) aplicaram o método baseado em CNN para 

classificação a partir de imagens e obtiveram uma acurácia com a rede 

GoogLeNet de 76,2%. 
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Na comparação dos resultados por cada classe, no trabalho de Motta et al. 

(2019) as classes Ae. aegypti fêmea, C. quinquefasciatus fêmea e C. 

quinquefasciatus macho apresentaram acurácias de 64,3%, 57,1% e 71,4% 

respectivamente, enquanto que neste estudo essas mesmas classes 

apresentaram acurácia balanceada de 93,6%, 93,5% e 96,4%. 

Cabe ressaltar, contudo, que nos estudos realizados por Ouyang et al. (2015) e 

por Motta et al. (2019), o banco de dados de teste foi bem pequeno  e o cálculo 

de acurácia não considerou o desbalanceamento do banco de dados. 

Ressalta-se também que para todas as classes estudadas, o valor da taxa 

verdadeiro-positivo foi superior à 80%, meta estabelecida neste trabalho. 

 

5.5.4 Desempenho do modelo para duas classes 

Conforme apresentado anteriormente, o desempenho do modelo também foi 

treinado para diferenciação entre Aedes e Culex, com o objetivo de avaliar o seu 

desempenho na detecção do gênero Aedes. 

A Figura 15 apresenta o resultado da evolução do aprendizado do modelo 

otimizado com de hiperparâmetros (Quadro 3) otimizada para classificação 

automática de mosquitos adultos para a diferenciação entre duas classes.  

 

Figura 15. Evolução da aprendizagem do modelo otimizado para duas classes: (A): acurácia na 

fase de validação; (B): perda (cross entropy) na fase de validação. 

 

Reforça-se que, conforme mencionado anteriormente, o efeito de aumento da 

função perda e, ainda assim, o aumento e posterior estabilização da acurácia 
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não deve ser confundido com overfitting, uma vez que este está relacionado à 

incapacidade de generalização do modelo para aplicação com novos dados, não 

usados no treinamento da rede (GOODFELLOW; BENGIO; COURVILLE, 2016). 

Torna-se relevante, também, levar em consideração a escala dos gráficos 

(Figuras 15A e 15B). Tanto a amplitude de variação da acurácia e da função 

perda são bem pequenas. 

A Tabela 8 apresenta a matriz de confusão para duas classes com o banco de 

dados de teste, após o treinamento do modelo e, no Quadro 4 são apresentados 

os cálculos dos indicadores de desempenho da matriz de confusão 2x2. 

Tabela 8. Matriz de confusão do modelo otimizado para 2 classes. 

Classe Aedes Culex TOTAL 

Aedes 1104 7 1111 

Culex 19 380 399 

TOTAL 1123 387 1510 

 

Quadro 4: Cálculos dos indicadores de desempenho da matriz de confusão 2x2. 

Indicador Cálculo 

Precisão 
𝑃𝑅 =

𝑉𝑃

𝑉𝑃 + 𝐹𝑃
=

1104

1104 + 19
= 98,3% 

Taxa Verdadeiro-Positivo 
𝑇𝑉𝑃 =

𝑉𝑃

𝑉𝑃 + 𝐹𝑁
=

1104

1104 + 7
= 99,4% 

Taxa Verdadeiro-Negativo 
𝑇𝑉𝑁 =

𝑉𝑁

𝑉𝑁 + 𝐹𝑃
=

380

380 + 19
= 95,2% 

Acurácia Balanceada 𝐵𝐴 = 0,5 × (𝑇𝑉𝑃 + 𝑇𝑉𝑁) = 0,5 × (99,4 + 95,2) = 97,3% 

 

Nesta etapa, os resultados obtidos demonstraram uma acurácia balanceada de 

97,3% na detecção de mosquitos do gênero Aedes, quando comparados com os 

mosquitos do gênero Culex. A aplicação do modelo, para as duas classes, pode 

ser comparada com os resultados obtidos por Sanches-Ortiz et al. (2017), Reyes 

et al. (2016) e Motta et al. (2019) para detecção do mosquito Aedes. Sanches-

Ortiz et al. (2017), apesar de avaliarem a classificação na fase larvária, 
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encontraram uma taxa verdadeiro-positivo de 85%. Por sua vez, Reyes et al. 

(2016) obtiveram um resultado de 92,5% para a taxa verdadeiro-positivo quando 

aplicado a técnica SVM. No trabalho desenvolvido por Motta et al. (2019), não 

houve uma avaliação direta para duas classes, mas nenhuma espécie de Culex 

foi classificada como Aedes. Contudo, deve-se levar em consideração que 

nesses três trabalhos, os autores utilizaram um número bastante reduzido de 

imagens banco de dados de teste, quando comparado com este estudo. 

Sanches-Ortiz et al. (2017) utilizaram dez imagens de Aedes e dez imagens de 

não-Aedes, Reyes et al. (2016) utilizaram 20 imagens de Aedes e 20 imagens 

de não-Aedes e Motta et al. (2019) utilizaram 56 imagens de Aedes e 28 imagens 

de não-Aedes. 

Considerando o resultado verdadeiro-positivo, deste trabalho, de 99,4% (para 

duas classes) para detecção de mosquitos do gênero Aedes e um banco de 

dados de teste contendo 1.111 imagens de Aedes e 399 imagens de Culex, o 

modelo proposto apresentou resultado bastante satisfatório. 

 

5.5.5 Desempenho do modelo para sete classes 

O desempenho do modelo também foi avaliado para diferenciação em sete 

classes, com a inclusão de outros insetos (aranhas, besouros e abelhas), com o 

objetivo de avaliar a capacidade da diferenciação dos mosquitos de outros 

insetos. 

A Figura 16 apresenta os resultados obtidos para a evolução do aprendizado do 

modelo otimizado com os hiperparâmetros (Quadro 3) para a diferenciação entre 

sete classes.  

A acurácia na fase de validação ao final de 200 épocas de treinamento para sete 

classes (Figura 16) apresentou valor superior a acurácia na validação para seis 

classes (Tabela 6, experimento 12), representado por 91,1 % e 90,4% 

respectivamente. Tais resultados reforçam a capacidade do modelo em 

reconhecer um “não mosquito”. 
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Figura 16. Evolução da aprendizagem do modelo otimizado para sete classes: (A): acurácia na 

fase de validação; (B): perda (cross entropy) na fase de validação. 

 

A Tabela 9 apresenta a matriz de confusão para sete classes com o banco de 

dados de teste, após treinamento do modelo. Desta forma, observou-se a 

capacidade do modelo desenvolvido para realizar a distinção de mosquitos de 

outros insetos. Com uma acurácia balanceada de 98,9%, a classe outros é a que 

apresenta melhor desempenho em comparação com as demais classes. A 

acurácia global nesta etapa foi de 93,5% e, conforme esperado, a taxa 

verdadeiro-positivo foi superior à 80% em todas as classes avaliadas (Tabela 9). 

Tabela 9. Matriz de confusão do modelo otimizado para 7 classes. 

Classe 
Ae. 

aegypti 
fêmea 

Ae. 
aegypti 
macho 

Ae. 
albop. 
fêmea 

Ae. 
albop. 
macho 

C. 
quinq. 
fêmea 

C. 
quinq. 
macho 

Outros Total 
TVP 
(%) 

TVN 
(%) 

BA 
(%) 

Ae. 
aegypti 
fêmea 

203 9 18 5 3 0 0 238 85,3 97,2 91,3 

Ae. 
aegypti 
macho 

12 253 9 32 5 0 1 312 81,1 98,1 89,6 

Ae. albop. 
fêmea 

14 1 260 11 0 0 3 289 90,0 96,5 93,2 

Ae. albop. 
macho 

6 17 19 229 0 1 0 272 84,2 96,7 90,4 

C. quinq. 
fêmea 

7 0 3 0 192 2 1 205 93,7 98,5 96,1 

C. quinq. 
macho 

0 0 1 1 15 175 2 194 90,2 99,8 95,0 

Outros 3 0 1 0 0 0 233 237 98,3 99,5 98,9 

Total 245 280 311 278 215 178 240 1747   93,5 

Precisão 
(%) 82,9 90,4 83,6 82,4 89,3 98,3 97,1     
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A aplicação do modelo, para sete classes, também pode ser comparada com os 

resultados obtidos por Ouyang et al. (2015), que avaliaram a classificação das 

mesmas espécies-alvo deste trabalho e obtiveram uma acurácia média, com a 

aplicação de redes neurais, de 79,5% e por Motta et al. (2019), que aplicaram o 

método baseado em CNN para classificação a partir de imagens e obtiveram 

uma acurácia com a rede GoogLeNet de 76,2%. 

 

5.5.6 Avaliação da influência do ângulo da imagem 

O modelo otimizado foi submetido à avaliação e classificação das imagens do 

banco de dados de teste para avaliação da influência do ângulo da imagem nos 

resultados de acurácia balanceada (Figura 17). 

 

 

Figura 17. Desempenho da acurácia balanceada global e de cada uma das seis classes com 

diferentes ângulos dos mosquitos: (Baixo): ângulo frontal e de baixo; (Costa): ângulo de costas; 

(Direito): ângulo direito; (Esquerdo): ângulo esquerdo. 
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As técnicas de CNN têm sido utilizadas com o objetivo de corrigir ou estimar a 

orientação dos objetos em uma imagem. Fischer, Dosovitskiy & Brox (2015) 

focaram em estimar e corrigir a orientação exata de imagens e demonstraram 

que uma rede convolucional pode aprender recursos para prever a orientação 

canônica das imagens. Saxena, Driemeyer & Ng (2009) propuseram um 

algoritmo de aprendizagem para estimar a orientação 3-D dos objetos, 

considerando situações com objetos simétricos e assimétricos. 

Contudo, não se encontrou trabalhos que tivessem como propósito orientar a 

forma de adquirir a imagem, em relação ao ângulo do objeto a ser fotografado, 

para classificação automática utilizando CNN. 

Atualmente existe uma ferramenta via aplicativo móvel, desenvolvida na 

Espanha, disponível para o controle da espécie Aedes albopictus (também 

conhecido como tiger mosquito). Essa ferramenta, contudo, demanda uma 

avaliação das imagens capturadas por entomologistas (RODRIGUEZ ANTONIO, 

2016) e dependendo da forma que o ângulo do mosquito está na imagem, o 

entomologista não consegue classificar com precisão (MOSQUITO ALERT, 

2016). Desta forma, esta análise é extrema importância para uma possível 

orientação de como a imagem deve ser capturada antes de submeter à avaliação 

do modelo proposto, visando aumentar a acurácia do modelo de classificação 

automática. 

A análise do desempenho global de acurácia (Figura 17) sugere que os ângulos 

frontal, de baixo e de costas apresentam um melhor desempenho, no entando, 

observa-se que, dependendo da espécie de mosquito, a orientação de captura 

da imagem pode variar. No caso apresentado, para a espécie C. 

quinquefasciatus, as imagens capturadas dos ângulos direito e esquerdo 

apresentaram maior acurácia balanceada. 

Considerando que a acurácia na detecção e na classificação dos mosquitos do 

gênero Aedes apresenta maior relevância entomológica, pode-se sugerir, a partir 

desses resultados, que os usuários de uma ferramenta entomológica baseada 

em CNN capturem as imagens nos ângulos frontal, de baixo e de costas. 
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5.6 CONCLUSÕES 

Este trabalho evidencia que o uso de modelos baseados em CNN, com 

arquiteturas mais complexas, pode representar um importante avanço para o 

aumento da acurácia na automação dos processos de detecção e classificação 

de mosquitos adultos. 

Reforça a necessidade da otimização de hiperparâmetros dos modelos, como 

uma etapa específica e não automatizada, para a aplicação no campo da 

entomologia. Apesar da disponibilização de modelos pré-treinados para 

classificação a partir de imagens, a utilização de cada um desses modelos 

necessida de otimização e avaliação de seu desempenho, antes da sua 

aplicação no mundo real. 

Considerando que a aplicação de técnicas de deep learning precisam de um 

grande número de dados (centenas de milhares), a aquisição de novas imagens 

é um passo fundamental para o desenvolvimento de uma ferramenta 

entomológica para aplicação em campo. 

A influência do ângulo do mosquito na imagem, sugere que captura das imagens 

seja realizada com os mosquitos na posição frontal, de baixo e de costas. 

Importante salientar que para o treinamento do modelo, a validação das imagens 

por um especialista, para a sua correta rotulação, é imprescindível. 

Por fim, destaca-se que o modelo com a arquitetura de CNN DenseNet201, 

otimizador Adam, taxa inicial de aprendizagem de 0,0002 e com 200 épocas de 

treinamento apresentou os melhores resultados para classificação automática 

de mosquitos adultos das espécies Ae. aegypti, Ae. albopictus e C. 

quinquefasciatus, bem como para detecção dos mosquitos do gênero Aedes. 

Cabe ressaltar, que continuamente surgem novas arquiteturas de redes 

convolucionais e, portanto, é fundamental que o modelo para classificação 

automática de mosquitos tenha flexibilidade para incorporar novas arquiteturas 

de redes ou camadas específicas que possam melhorar o seu desempenho. 
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6 CONSIDERAÇÕES FINAIS 

Este trabalho demonstra o potencial de uso das CNNs na atividade de 

classificação automática de mosquitos, a partir de imagens. O desempenho, 

tanto na classificação de espécies, como na detecção de mosquitos do gênero 

Aedes, apresentou resultados que reforçam a crença da viabilidade do uso das 

técnicas de deep learning para o desenvolvimento de uma poderosa ferramenta 

entomológica para aplicação em campo. 

Esta ferramenta pode ter como objetivo a sua utilização por laboratórios 

especializados para classificação de espécies ou para sua utilização por não-

especialistas, permitindo assim o envolvimento da comunidade na detecção de 

espécies nocivas à saúde e no alerta às autoridades para um controle mais 

efetivo dos vetores de transmissão de doenças. Pode ser um instrumento de 

identificação rápida e confiável de espécies-alvo de transmissão de agentes 

infecciosos causadores de epidemias em mamíferos, ampliando o conhecimento 

de sua biologia e permitindo o seu mapeamento ecológico. 

O banco de imagens gerado neste trabalho constitui em um passo importante 

para um conjunto denso de imagens de mosquitos transmissores de doenças 

para humanos, incluindo Anopheles e outras espécies de Culicídeos. Destaca-

se também o estudo investigativo dos hiperparâmetros e a obtenção de pesos 

otimizados para o processo de extração de atributos e classificação de imagens 

de mosquitos adultos. 

O tamanho do banco de dados utilizado neste trabalho ainda se constitui na 

principal limitação para o desenvolvimento dessa ferramenta e sua utilização por 

laboratórios e pela comunidade. 

Cabe ressaltar ainda que uma outra abordagem adotada comumente para 

treinamento de redes neurais é a validação cruzada (cross validation), onde os 

bancos de dados de validação e teste, da forma apresentada neste estudo, 

deixam de existir e o banco de dados de treinamento é dividido em um 

determinado número de folders (𝑘) e cada modelo é treinado com um número de 

𝑘 − 1 folders. 
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Como sugestão para trabalhos futuros, destaca-se: 

 Ampliar o banco de imagens dos mosquitos Ae. aegypti, Ae. albopictus e C. 

quinquefasciatus e incorporação nova outras espécies de mosquitos 

transmissores de doenças. 

 Desenvolver aplicativo móvel protótipo para avaliação do modelo em campo, 

bem como para viabilizar a aquisição de novas imagens. 

 Aplicação da estratégia de validação cruzada (cross validation) para 

treinamento do modelo de classificação e identificação de mosquitos. 

 Estender o estudo, baseado em técnicas de deep learning, para outras 

aplicações na área de saúde e/ou industriais.  
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ANEXOS 

ANEXO I: SPLIT_DATASET.PY 

import os 
from glob import glob 
import numpy as np 
from tqdm import tqdm 
import argparse 
 
if __name__ == "__main__": 
    parser = argparse.ArgumentParser(description="Split the data into 
validation and train") 
 
    parser.add_argument("-i", metavar="path", type=str, required=True, 
        help="Path to the datset") 
 
    parser.add_argument("-o", metavar="path", type=str, required=True, 
        help="Output path of the dataset") 
 
    parser.add_argument("--split", metavar="path", type=float, 
default=0.2, 
        help="Percentage of the data to be used as validation and 
test") 
 
    args = parser.parse_args() 
 
    input_path = args.i 
    output_path = args.o 
    split = min(1.0, args.split) 
 
    os.system("mkdir -p {0}".format(output_path)) 
 
    ds_classes_paths = dict() 
    tgt_paths = dict() 
 
    for root, dirs, files in os.walk(input_path): 
        for name in dirs: 
            train_path = os.path.join(output_path, "Train", name) 
            valid_path = os.path.join(output_path, "Val", name) 
            test_path = os.path.join(output_path, "Test", name) 
            os.system("mkdir -p {0}".format(train_path)) 
            os.system("mkdir -p {0}".format(valid_path)) 
            os.system("mkdir -p {0}".format(test_path)) 
            tgt_paths[name] = { 
                "train": train_path, 
                "valid": valid_path, 
                "test": test_path 
            } 
            ds_classes_paths[name] = os.path.join(root, name) 
 
 
    for ds_class in ds_classes_paths.keys(): 
        fls = os.listdir(ds_classes_paths[ds_class]) 
 
        split_size = int(split*len(fls)) 
 
        fls_valid = np.random.choice(fls, split_size, replace=False) 
        for f in fls_valid: 
            fls.remove(f) 
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        fls_test = np.random.choice(fls, split_size, replace=False) 
        for f in fls_test: 
            fls.remove(f) 
 
        print("Spliting dataset for class", ds_class) 
 
        for f in tqdm(fls, desc="Train"): 
            src = os.path.join(ds_classes_paths[ds_class], f) 
            tgt = os.path.join(tgt_paths[ds_class]["train"], f) 
            cmd = "cp \"{0}\" \"{1}\"".format(src, tgt) 
            os.system(cmd) 
         
        for f in tqdm(fls_valid, desc="Valid"): 
            src = os.path.join(ds_classes_paths[ds_class], f) 
            tgt = os.path.join(tgt_paths[ds_class]["valid"], f) 
            cmd = "cp \"{0}\" \"{1}\"".format(src, tgt) 
            os.system(cmd) 
 
        for f in tqdm(fls_test, desc="Test"): 
            src = os.path.join(ds_classes_paths[ds_class], f) 
            tgt = os.path.join(tgt_paths[ds_class]["test"], f) 
            cmd = "cp \"{0}\" \"{1}\"".format(src, tgt) 
            os.system(cmd) 
        print() 
 

ANEXO II: IMAGE_AUGMENTOR.PY  

import keras.backend as K 
from keras.applications import * 
from keras.preprocessing.image import * 
from keras.optimizers import * 
from keras.callbacks import ModelCheckpoint 
import matplotlib.pyplot as plt 
import numpy as np 
from PIL import Image 
from tqdm import tqdm 
import os 
import argparse 
from glob import glob 
from datetime import date 
 
def image_augmentor(src_path, tgt_path, mul_factor, rotation_range, 
width_shift_range,height_shift_range, brightness_range, shear_range, 
zoom_range,horizontal_flip, vertical_flip): 
    ''' 
    Função para aumentar imagens 
     
    Parametros: 
        - src_path: caminho de onde as imagens vão ser retiradas 
        - tgt_path: caminho para onde as imagens devem ser gravadas 
        - mul_factor: fator de multiplicação das imagens 
    ''' 
     
    # Limpa o diretorio caso ele exista ou cria caso contrário 
    if os.path.exists(tgt_path): 
        for p in os.listdir(tgt_path): 
            try: 
                shutil.rmtree(os.path.join(tgt_path, p)) 
            except: 
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                os.remove(os.path.join(tgt_path, p)) 
    else: 
        os.system("mkdir -p {0}".format(tgt_path)) 
         
    classes = set() 
    for root, dirs, files in os.walk(src_path): 
        for f in files: 
            classes.add(root[root.rfind("/") + 1:]) 
 
    classes = sorted(list(classes)) 
 
    # data_generator = ImageDataGenerator( 
    #     rotation_range=90, 
    #     horizontal_flip=True, 
    #     vertical_flip=True, 
    #     zoom_range=0.5 
    # ) 
 
    data_generator = ImageDataGenerator( 
        rotation_range=rotation_range, 
        width_shift_range=width_shift_range, 
        height_shift_range=height_shift_range, 
        brightness_range=brightness_range, 
        shear_range=shear_range, 
        zoom_range=zoom_range, 
        horizontal_flip=horizontal_flip, 
        vertical_flip=vertical_flip 
    ) 
     
    generator = data_generator.flow_from_directory( 
        src_path,  # this is the target directory 
        interpolation="lanczos", 
        classes=classes, 
        shuffle=False 
    ) 
     
    save_prefix = str(date.today()).replace("-", "") 
    indices_class = dict() 
    class_counters = dict() 
    for k, v in generator.class_indices.items(): 
        indices_class[v] = k 
        class_counters[v] = 0 
        os.mkdir(os.path.join(tgt_path, k)) 
     
    print("Building train batches...") 
    print("{0} augmented images will be created...".format(mul_factor 
* generator.samples)) 
    with tqdm(total = mul_factor * int(np.ceil(generator.samples / 
generator.batch_size))) as pbar: 
        for _ in range(mul_factor): 
            for _ in range(int(np.ceil(generator.samples / 
generator.batch_size))): 
                bX, bY = generator.next() 
                bX = np.round(bX, decimals=0).astype(np.uint8) 
                bY = np.argmax(bY, axis=-1) 
                for x, y in zip(bX, bY): 
                    file_name = save_prefix + 
"_{0}.png".format(class_counters[y]) 
                    class_counters[y] += 1 
                    img = Image.fromarray(x) 
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                    img.save(os.path.join(tgt_path, indices_class[y], 
file_name)) 
                pbar.update() 
 
 
if __name__ == "__main__": 
    ''' 
        https://keras.io/preprocessing/image/ 
 
        - rotation_range: Int. Degree range for random rotations. 
        - width_shift_range: Float, 1-D array-like or int 
            - float: fraction of total width, if < 1, or pixels if >= 
1. 
            - 1-D array-like: random elements from the array. 
            - int: integer number of pixels from interval  (-
width_shift_range, +width_shift_range) 
            - With width_shift_range=2 possible values are integers [-
1, 0, +1], same as with  width_shift_range=[-1, 0, +1], while with 
width_shift_range=1.0 possible values are floats in the interval [-
1.0, +1.0). 
        - height_shift_range: Float, 1-D array-like or int 
            - float: fraction of total height, if < 1, or pixels if >= 
1. 
            - 1-D array-like: random elements from the array. 
            - int: integer number of pixels from interval  (-
height_shift_range, +height_shift_range) 
            - With height_shift_range=2 possible values are integers 
[-1, 0, +1], same as with  height_shift_range=[-1, 0, +1], while with   
height_shift_range=1.0 possible values are floats in the interval [-
1.0, +1.0). 
        - brightness_range: Tuple or list of two floats. Range for 
picking a brightness shift value from. 
        - shear_range: Float. Shear Intensity (Shear angle in counter-
clockwise direction in degrees) 
        - zoom_range: Float or [lower, upper]. Range for random zoom. 
If a float, [lower, upper] = [1-zoom_range, 1+zoom_range]. 
    ''' 
    parser = argparse.ArgumentParser(description="Aumgment images, 
multipying the size of a dataset by a chosen factor") 
 
    parser.add_argument("-i", metavar="path", type=str, required=True, 
        help="Path to the images that will be used to produce the 
bottlenecks") 
 
    parser.add_argument("-o", metavar="path", type=str, required=True, 
        help="Path to the files where the bottlenecks should be 
stored") 
 
    parser.add_argument("-m", metavar="multiplier", type=int, 
default=2, 
        help="Multiplier factor  to the size of the dataset. Default: 
2") 
 
    parser.add_argument("-rr", metavar="x degrees", type=int, 
default=90, 
        help="Rotation range : Int. Degree range for random rotations. 
Default: 90") 
 
    parser.add_argument("-wr", metavar="% of img width", type=float, 
default=0.05, 
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        help="Width shift range: float representing the width shift 
percentage of the image.Default: 0.05") 
 
    parser.add_argument("-hr", metavar="% of img height", type=float, 
default=0.05, 
        help="Height shift range: float representing the height shift 
percentage of the image. Default: 0.05") 
 
    parser.add_argument("-br", metavar="[min, max]", type=float, 
nargs=2, default=None, 
        help="Brightness range: tuple or list of two floats. Range for 
picking a brightness shift value from.") 
 
    parser.add_argument("-sr", metavar="x dregrees", type=float, 
default=0, 
        help="Shear range: float representing the shear angle in 
counter-clockwise direction in degrees. Default: 15.0") 
 
    parser.add_argument("-zr", metavar="[min, max]", type=float, 
nargs=2, default=0, 
        help="Zoom range: Float or [lower, upper]. Range for random 
zoom, as float [lower, upper].") 
 
    parser.add_argument("-hf", metavar="True|False", type=bool, 
default=False, 
        help="Randomly flip inputs horizontally. Default: False.") 
     
    parser.add_argument("-vf", metavar="True|False", type=bool, 
default=False, 
        help="Randomly flip inputs vertically. Default: False") 
 
    args = parser.parse_args() 
     
    mul_factor = args.m 
    rotation_range = args.rr 
    width_shift_range = args.wr 
    height_shift_range = args.hr 
    brightness_range = args.br 
    shear_range = args.sr 
    zoom_range = args.zr 
    horizontal_flip = args.hf 
    vertical_flip = args.vf 
 
    src_path = args.i 
    tgt_path = args.o + "_" + str(date.today()).replace("-", "") 
     
    # image_augmentor(src_path, tgt_path, 2) 
    image_augmentor(src_path, tgt_path, mul_factor, rotation_range, 
width_shift_range,height_shift_range, brightness_range, shear_range, 
zoom_range,horizontal_flip, vertical_flip) 
 

ANEXO III: GENERATE_BOTTLENECKS.PY 

import keras.backend as K 
from keras.models import Model 
from keras.layers import (Input, Dense, Conv2D, Activation, 
GlobalAveragePooling2D, GlobalMaxPooling2D, MaxPooling2D, 
AveragePooling2D, Flatten, BatchNormalization, Dropout) 
from keras.applications import * 
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from keras.preprocessing.image import * 
from keras.optimizers import * 
from keras.callbacks import ModelCheckpoint 
from PIL import Image 
import numpy as np 
from glob import glob 
import argparse 
import os 
import shutil 
from tqdm import tqdm 
import matplotlib.pyplot as plt 
from datetime import date 
import pickle 
 
def save_classes(classes, classes_path): 
    with open(classes_path + '.pkl', 'wb') as f: 
        pickle.dump(classes, f, pickle.HIGHEST_PROTOCOL) 
 
def load_classes(classes_path): 
    with open(classes_path, 'rb') as f: 
        return pickle.load(f) 
 
def generate_bottlenecks(src_path, tgt_path, pre_trained_nw, 
nw_input_shape, cls_path): 
    ''' 
    Função para cálculo dos bottlenecks 
     
    Parametros: 
        - src_path: caminho onde as imagens devem ser encontradas 
        - tgt_path: local onde os bottlenecks devem ser salvos 
    ''' 
     
    # model = InceptionV3(include_top=False, weights='imagenet') 
    model = pre_trained_nw(include_top = False, weights = "imagenet") 
 
    print(model.summary()) 
 
    print() 
     
    data_generator = ImageDataGenerator( 
        rescale=1.0/255.0 
    ) 
 
    classes = None 
    if cls_path is not None: 
        classes = load_classes(cls_path) 
     
    generator = data_generator.flow_from_directory( 
        src_path,  # this is the target directory 
        target_size=nw_input_shape,  # all images will be resized to 
299x299 
        classes = classes 
    ) 
 
    save_classes(generator.class_indices, tgt_path + "_classes") 
     
    bottleneck_batches_X = None 
    bottleneck_batches_Y = None 
     
    print() 
    print("Building bottlenecks...") 
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    for _ in tqdm(range(int(np.ceil(generator.samples / 
generator.batch_size)))): 
        bX, bY = generator.next() 
        if bottleneck_batches_X is None: 
            bottleneck_batches_X = model.predict(bX) 
            bottleneck_batches_Y = bY 
        else: 
            bottleneck_batches_X = 
np.concatenate((bottleneck_batches_X, model.predict(bX))) 
            bottleneck_batches_Y = 
np.concatenate((bottleneck_batches_Y, bY)) 
    print() 
    print("Bottlenecks X shape:", bottleneck_batches_X.shape) 
    print("Bottlenecks Y shape:", bottleneck_batches_Y.shape) 
    print() 
    fts_path = tgt_path + "_X.npy"  
    lbl_path = tgt_path + "_Y.npy" 
    cls_path = tgt_path + "_classes" 
    print("Saving bottlenecks X at", fts_path) 
    print("Saving bottlenecks Y at", lbl_path) 
    print("Saving classes dictionary at", cls_path) 
    np.save(fts_path, bottleneck_batches_X)   
    np.save(lbl_path, bottleneck_batches_Y) 
    save_classes(generator.class_indices, cls_path) 
     
if __name__ == "__main__": 
    ''' 
    Default arguments are: 
 
        - nw: The network to be used 
            - Xception: input size (299, 299) 
            - VGG16: input size (224, 224) 
            - VGG19: input size (224, 224) 
            - ResNet50: input size (224, 224) 
            - InceptionV3: input size (299, 299) 
            - InceptionResNetV2: input size (299, 299) 
            - MobileNet: input size (224, 224) 
            - DenseNet121: input size (224, 224) 
            - DenseNet169: input size (224, 224) 
            - DenseNet201: input size (224, 224) 
            - NASNetMobile: input size (224, 224) 
            - NASNetLarge: input size (331, 331) 
            - MobileNetV2: input size (224, 224) 
    ''' 
 
    pre_trained_networks = { 
        "Xception": { 
            "input_shape": (299, 299), 
            "network": Xception, 
        }, 
        "VGG16": { 
            "input_shape": (224, 224), 
            "network": VGG16, 
        }, 
        "VGG19": { 
            "input_shape": (224, 224), 
            "network": VGG19, 
        }, 
        "ResNet50": { 
            "input_shape": (224, 224), 
            "network": ResNet50, 
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        }, 
        "InceptionV3": { 
            "input_shape": (299, 299), 
            "network": InceptionV3, 
        }, 
        "InceptionResNetV2": { 
            "input_shape": (299, 299), 
            "network": InceptionResNetV2, 
        }, 
        "MobileNet": { 
            "input_shape": (224, 224), 
            "network": MobileNet, 
        }, 
        "DenseNet121": { 
            "input_shape": (224, 224), 
            "network": DenseNet121, 
        }, 
        "DenseNet169": { 
            "input_shape": (224, 224), 
            "network": DenseNet169, 
        }, 
        "DenseNet201": { 
            "input_shape": (224, 224), 
            "network": DenseNet201, 
        }, 
        "NASNetMobile": { 
            "input_shape": (224, 224), 
            "network": NASNetMobile, 
        }, 
        "NASNetLarge": { 
            "input_shape": (331, 331), 
            "network": NASNetMobile, 
        }, 
        "MobileNetV2": { 
            "input_shape": (224, 224), 
            "network": MobileNetV2, 
        } 
    } 
 
    parser = argparse.ArgumentParser(description = "Generates 
bottlenecks for the selected classes") 
 
    parser.add_argument("-i", metavar="path", type=str, required=True, 
    help="Path to the images that will be used to produce the 
bottlenecks") 
 
    parser.add_argument("-o", metavar="path", type=str, required=True, 
    help="Path to the files where the bottlenecks should be stored") 
 
    parser.add_argument("--network", type=str, required=False, 
default="InceptionV3", 
    help="Pre-trained network that will be used to generate the 
bottlenecks. Default: InceptionV3. Possible values:[Xception, VGG16, 
VGG19, ResNet50, InceptionV3, InceptionResNetV2, MobileNet, 
DenseNet121, DenseNet169, DenseNet201, NASNetMobile, NASNetLarge, 
MobileNetV2]") 
 
    parser.add_argument("--classespath", metavar="classes path", 
type=str, default=None, help="Path to the classes dictionary 
[optional]. Default: None") 
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    args = parser.parse_args() 
 
    src_path = args.i 
    tgt_path = args.o + "_" + str(date.today()).replace("-", "") 
    cls_path = args.classespath 
 
    pre_trained_nw = pre_trained_networks[args.network]["network"] 
    nw_input_shape = pre_trained_networks[args.network]["input_shape"] 
    generate_bottlenecks(src_path, tgt_path, pre_trained_nw, 
nw_input_shape, cls_path) 
 
    # src_path = "/scratch/drdl/Dataset/Val" 
    # tgt_path = "/scratch/drdl/bottlenecks_validation" + "_" + 
str(date.today()).replace("-", "") 
    # generate_bottlenecks(src_path=src_path, tgt_path=tgt_path) 
 

ANEXO IV: TRAIN_TOPLAYER.PY 

import keras.backend as K 
from keras.models import Model 
from keras.layers import (Input, Dense, Conv2D, Activation, 
GlobalAveragePooling2D,GlobalMaxPooling2D, MaxPooling2D, 
AveragePooling2D, Flatten, BatchNormalization, Dropout) 
from keras.applications import * 
from keras.preprocessing.image import * 
from keras.optimizers import * 
from keras.callbacks import ModelCheckpoint, ReduceLROnPlateau, 
TensorBoard 
from keras.losses import * 
from datetime import date 
import numpy as np 
import os 
from tqdm import tqdm 
import argparse 
from datetime import date 
import random 
 
def build_top_layer(input_shape): 
    ''' 
    Função utiliza somente para construir o top layer 
    ''' 
 
    inputs = Input(shape=input_shape) 
 
    # Este tipo de pooling pode ser alterado 
    pool0 = GlobalAveragePooling2D()(inputs) 
    dense0 = Dense(512, activation="tanh")(pool0) 
    dpo0 = Dropout(0.45)(dense0) 
    dense1 = Dense(64, activation="relu")(dpo0) 
    dpo1 = Dropout(0.35)(dense1) 
    # Pra multiplas classes a funÃ§Ã£o de ativaÃ§Ã£o deve ser 
modificada para softmax 
    # e a quantidade de unidades deve corresponder Ã  quantidade de 
classes 
    outputs = Dense(6, activation="softmax")(dpo1) # -> camada de 
saida para 15 classes 
    #outputs = Dense(1, activation="sigmoid")(dpo1) 
 
    top_layer = Model(inputs=inputs, outputs=outputs) 
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    return top_layer 
     
def train_toplayer(train_bottlenecks_X_path, train_bottlenecks_Y_path, 
                   valid_bottlenecks_X_path=None, 
valid_bottlenecks_Y_path=None, 
                   epochs = 50, lr = 0.001, 
                   optimizer = Adam, loss = categorical_crossentropy, 
                   model_path = "top_layer.h5", log_dir = 'logs'): 
    ''' 
    Funcao responsÃ¡vel por treinar o top layer do classificador 
     
    Parametros: 
        - bottlenecks_X: vetor com as features bottlenecks 
        - bottlenecks_Y: vetor com os labels dos bottlenecks 
        - epochs: quantidade de Ã©pocas em que a rede deve ser 
treinada 
        - lr: learning rate 
        - optimizer: tipo de otimizador que deve ser utilzado 
        - weights_path: caminho onde os pesos devem ser salvos 
    ''' 
     
    train_bottlenecks_X = np.load(train_bottlenecks_X_path) 
    train_bottlenecks_Y = np.load(train_bottlenecks_Y_path) 
     
    input_shape = train_bottlenecks_X.shape[1:] 
 
    top_layer = build_top_layer(input_shape) 
    top_layer.summary() 
 
    print() 
    print("train BNX shape:", train_bottlenecks_X.shape) 
    print("train BNY shape:", train_bottlenecks_Y.shape) 
 
    validation_data = None 
    if valid_bottlenecks_X_path is not None and 
valid_bottlenecks_Y_path is not None: 
        valid_bottlenecks_X = np.load(valid_bottlenecks_X_path) 
        valid_bottlenecks_Y = np.load(valid_bottlenecks_Y_path) 
        validation_data = (valid_bottlenecks_X, valid_bottlenecks_Y) 
        print("valid BNX shape:", valid_bottlenecks_X.shape) 
        print("valid BNY shape:", valid_bottlenecks_Y.shape) 
     
    print() 
 
    if log_dir is not None: 
        if os.path.exists(log_dir): 
            if os.listdir(log_dir): 
                os.system("rm -rf" + log_dir + "/*") 
        else: 
            os.mkdir(log_dir) 
 
    best_weights_path = 
"best_weihts_{0:08x}_{1}.h5".format(random.SystemRandom().randrange(2*
*32), 
                                                            
str(date.today()).replace("-", "")) 
                    
    callbacks = [ 
        ModelCheckpoint(best_weights_path, verbose=1, 
save_best_only=True), 
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        ReduceLROnPlateau(monitor='val_loss', factor=0.90, patience=4, 
min_lr=lr*0.1) 
    ] 
    if log_dir is not None: 
        callbacks.append(TensorBoard(log_dir=log_dir)) 
 
    if(optimizer == Adam): 
        optimizer = optimizer(lr, amsgrad = True) 
    else: 
        optimizer = optimizer(lr) 
      
    top_layer.compile(optimizer=optimizer, loss=loss, 
metrics=["accuracy"]) 
 
    batch_size=128 
 
    top_layer.fit(x=train_bottlenecks_X, y=train_bottlenecks_Y, 
epochs=epochs,  
                  validation_data=validation_data, 
callbacks=callbacks) 
 
    top_layer.save(model_path) 
 
if __name__ == "__main__": 
    losses = { 
        "mean_squared_error": mean_squared_error, 
        "mean_absolute_error": mean_absolute_error, 
        "mean_absolute_percentage_error": 
mean_absolute_percentage_error, 
        "mean_squared_logarithmic_error": 
mean_squared_logarithmic_error, 
        "categorical_hinge": categorical_hinge, 
        "logcosh": logcosh, 
        "categorical_crossentropy": categorical_crossentropy, 
        "sparse_categorical_crossentropy": 
sparse_categorical_crossentropy, 
        "kullback_leibler_divergence": kullback_leibler_divergence, 
        "poisson": poisson, 
        "cosine_proximity": cosine_proximity 
    } 
     
    optimizers = { 
        "SGD": SGD, 
        "RMSprop": RMSprop,  
        "Adagrad": Adagrad, 
        "Adadelta": Adadelta, 
        "Adam": Adam, 
        "Adamax": Adamax, 
        "Nadam": Nadam 
    } 
     
    parser = argparse.ArgumentParser(description="Train a top layer 
network") 
 
    parser.add_argument("--trainBNX", metavar="train BN X", type=str, 
required=True, 
                       help="Path to the bottlenecks features used for 
training") 
 
    parser.add_argument("--trainBNY", metavar="train BN Y", type=str, 
required=True, 
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                       help="Path to the labels for the bottlenecks 
features for training") 
 
    parser.add_argument("--validBNX", metavar="valid BN X", type=str, 
default=None, 
                       help="Path to the bottlenecks features used for 
validation") 
 
    parser.add_argument("--validBNY", metavar="valid BN X", type=str, 
default=None, 
                       help="Path to the labels for the bottlenecks 
features for validation") 
 
    parser.add_argument("--epochs", metavar="N epochs", type=int, 
default=50) 
 
    parser.add_argument("--lr", metavar="LR", type=float, 
default=0.001, 
                       help="Learning rate. Default: 0.001") 
 
    parser.add_argument("--optimizer", metavar="optimizer", type=str, 
default="SGD", 
                       help="Optimizer user to train the top-layer. 
Default: SGD. Possible values: [SGD, RMSprop, Adagrad, Adadelta, Adam, 
Adamax, Nadam] ") 
 
    parser.add_argument("--loss", metavar="loss", type=str, 
default="categorical_crossentropy", 
                       help="Type of loss to be used during training. 
Default: categorical_crossentropy. Possible values: 
[mean_squared_error, mean_absolute_error, 
mean_absolute_percentage_error, mean_squared_logarithmic_error, 
categorical_hinge, logcosh, categorical_crossentropy, 
sparse_categorical_crossentropy, kullback_leibler_divergence, poisson, 
cosine_proximity]") 
 
    parser.add_argument("--modelpath", metavar="model path", type=str, 
default="top_layer", 
                        help="Path to where the top layer model should 
be saved. Default: top_layer_[date]") 
     
    parser.add_argument("--logdir", metavar="logs path", type=str, 
default=None, 
                        help="Path to where the logs used for 
tensorboard should be saves. If no path is specified, no logs will be 
saved") 
 
    args = parser.parse_args() 
 
    trainBNX = args.trainBNX 
    trainBNY = args.trainBNY 
    validBNX = args.validBNX 
    validBNY = args.validBNY 
 
    epochs = args.epochs 
    lr = args.lr 
    optimizer = args.optimizer 
    loss = args.loss 
    model_path = args.modelpath + "_" + str(date.today()).replace("-", 
"") + "_model.h5" 
    log_dir = args.logdir 
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    print("trainBNX:", trainBNX) 
    print("trainBNY:", trainBNY) 
    print("validBNX:", validBNX) 
    print("validBNY:", validBNY) 
 
    print("epochs:", epochs) 
    print("lr:", lr) 
    print("optimizer:", optimizer) 
    print("loss:", loss) 
    print("model_path:", model_path) 
    print("log_dir:", log_dir) 
 
    train_toplayer(train_bottlenecks_X_path = trainBNX, 
train_bottlenecks_Y_path = trainBNY, valid_bottlenecks_X_path = 
validBNX, valid_bottlenecks_Y_path = validBNY, epochs = epochs, lr = 
lr, optimizer = optimizers[optimizer], loss = losses[loss], model_path 
= model_path, log_dir = log_dir) 
 

ANEXO V: TEST_MODEL.PY 

import argparse 
import pickle 
import numpy as np 
import  sklearn.metrics as metrics 
from keras.models import load_model 
from keras.preprocessing.image import ImageDataGenerator 
import keras.backend as K 
 
def load_classes(classes_path): 
    with open(classes_path, 'rb') as f: 
        return pickle.load(f) 
 
def test_top_layer(model_path, test_bottlenecks_X_path, 
test_bottlenecks_Y_path, classes_path): 
    ''' 
    ''' 
    # Loading saved model 
    top_layer = load_model(model_path) 
    print(top_layer.summary()) 
    print() 
 
    classes = None 
    if classes_path is not None: 
        classes = load_classes(classes_path) 
        id2Classes = dict(zip(classes.values(), classes.keys())) 
        # v_id2Classes = np.vectorize(lambda x: id2Classes[x]) 
         
 
    test_bottlenecks_X = np.load(test_bottlenecks_X_path) 
    test_bottlenecks_Y = np.load(test_bottlenecks_Y_path) 
    # test_bottlenecks_Y_labels = 
v_id2Classes(np.argmax(test_bottlenecks_Y, axis=-1)) 
 
    eval_loss, eval_accu = top_layer.evaluate(x=test_bottlenecks_X, 
y=test_bottlenecks_Y) 
    print("Loss:", eval_loss) 
    print("Accuracy:", eval_accu) 
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    preds = top_layer.predict(test_bottlenecks_X) 
 
    print() 
    print("Classes:", id2Classes) 
    print() 
 
    conf_mat = metrics.confusion_matrix(np.argmax(test_bottlenecks_Y, 
axis=-1), np.argmax(preds, axis=-1)) 
 
    print("Confusion matrix:") 
    print(conf_mat) 
    print() 
     
if __name__ == "__main__": 
    ''' 
    ''' 
    parser = argparse.ArgumentParser(description="Test a top layer 
network") 
 
    parser.add_argument("--modelpath", metavar="weights path", 
type=str, help="Path to where the top layer model have been saved.") 
 
    parser.add_argument("--testBNX", metavar="test BN X", type=str, 
required=True, 
                       help="Path to the bottlenecks features used for 
testing") 
 
    parser.add_argument("--testBNY", metavar="test BN Y", type=str, 
required=True, 
                       help="Path to the labels for the bottlenecks 
features for testing") 
 
    parser.add_argument("--classespath", metavar="classes path", 
type=str, default=None, help="Path to the classes dictionary. 
[Optional]") 
 
    args = parser.parse_args() 
 
    model_path = args.modelpath 
    testBNX = args.testBNX 
    testBNY = args.testBNY 
    classes_path = args.classespath 
 
    print("model_path:", model_path) 
    print("classes path:", classes_path) 
    print() 
 
    test_top_layer(model_path, testBNX, testBNY, classes_path) 
 

 

 

 


